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Resumo

Existem várias situações práticas nas quais é de interesse modelar eventos associados

com variáveis que assumem valores discretos. Até o momento, as teorias que foram cons-

truídas e aperfeiçoadas para a análise de observações com esta natureza possuem ênfase na

modelagem de dados discretos não-negativos. Entretanto, observações discretas que pos-

sam assumir qualquer valor no conjunto dos números inteiros Z = {. . . ,−2,−1, 0, 1, 2, . . .}
também podem ser encontradas em diferentes contextos. O objetivo principal desta dis-

sertação consiste em propor uma nova parametrização para distribuição Laplace discreta

assimétrica (KOZUBOWSKI; INUSAH, 2006), em termos da média e de um parâmetro de

dispersão, e então de�nir um novo modelo de regressão capaz de modelar observações

que assumem valores em Z com base nesta distribuição. Consideramos o estimador de

máxima verossimilhança para a etapa de estimação dos parâmetros desconhecidos do mo-

delo. Propomos métodos de diagnósticos para avaliar a qualidade do ajuste. Realizamos

alguns estudos de simulação para veri�car o desempenho dos estimadores, das estatísticas

do teste e dos resíduos propostos. Por �m, aplicamos o modelo em dois conjuntos de dados

reais.

Palavras-chave: Análise de diagnóstico. Amostras pareadas de contagens. Distribuição La-

place discreta assimétrica. Estimação por máxima verossimilhança. Modelos de regressão.
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Abstract

There are several practical situations in which it is of interest to model events as-

sociated with discrete-valued variables. Until now, theories that have been constructed

and re�ned to handling observations of this nature have an emphasis on modeling non-

negative discrete data. Nevertheless, discrete observations that may assume any value on

the set of integers Z = {. . . ,−2,−1, 0, 1, 2, . . .} can also be found in di�erent contexts.

The main objective of this master thesis are to propose a new parameterization for the

skew discrete Laplace distribution (KOZUBOWSKI; INUSAH, 2006), in terms of the mean

and a dispersion parameter, and then de�ne a new regression model able of modeling

observations that assume values on Z based on this distribution. We consider the maxi-

mum likelihood estimator for the estimation of unknown model parameters. We propose

diagnostic methods to evaluate the goodness of �t. We performed some simulation studies

to verify the performance of the proposed estimators, test statistics and residuals. Finally,

we apply the model to two real data sets.

Keywords : Diagnostic analysis. Estimation by maximum likelihood. Paired count samples.

Skew discrete Laplace distribution. Regression models.
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1 Introdução

Eventos que podem ser associados com variáveis que assumem valores inteiros são

frequentemente encontrados em aplicações práticas. Um pequeno comerciante ao anotar

o número de vendas de seu produto diariamente já está gerando observações com esta

natureza. Dados discretos são imprescindíveis para o estudo de fenômenos que não po-

dem ser devidamente mensurados em uma escala contínua e, pesquisas que envolvem sua

utilização podem ser encontradas em várias áreas do conhecimento.

Em biologia, Tamura e Nei (1993) desenvolveram ummétodo para estimar o número de

substituições de nucleotídeos na região controle do DNA mitocondrial presente nas células

de humanos e chimpanzés; em economia, Freeland (1998) realizou uma aplicação de um

modelo autorregressivo de valores inteiros para modelar o número mensal de reivindicações

de benefícios por invalidez a curto prazo de trabalhadores em uma determinada indústria;

em medicina, Dorsey et al. (2007) apresentaram uma projeção do número de pessoas com

doença de Parkinson nos países mais populosos do mundo para o ano de 2030.

Até o momento, as teorias criadas e aperfeiçoadas para a análise de dados discretos

possuem ênfase na modelagem de dados não-negativos e suas particularidades. Em ge-

ral, este tipo de observação surge a partir de contagens de eventos ou indivíduos em um

período de estudo especí�co e são bastante comuns em aplicações práticas. De acordo

com Bonat, Zeviani e Ribeiroa Jr (2017), a análise de dados de contagem tem sido um

tema recorrente na literatura estatística nas últimas quatro décadas. Entretanto, também

é possível encontrar diferentes situações nas quais a variável de interesse possa assumir

qualquer valor no conjunto dos números inteiros, Z = {. . . ,−2,−1, 0, 1, 2, . . .}, podendo
assumir também valores negativos. A seguir descrevemos algumas destas situações e me-

todologias de análise que podem ser adotadas.

Inicialmente, podemos encontrar aplicações nas quais a variável resposta é, natural-

mente, medida sobre o conjunto Z. Por exemplo, a diferença entre o número de gols

marcados por dois times de futebol em cada partida que eles jogaram (KARLIS; NTZOU-
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FRAS, 2008), ou a diferença de intensidade de pixels em câmeras fotográ�cas (HWANG;

KIM; KWEON, 2007).

A análise destes dados, geralmente, é realizada sob a suposição de normalidade, ou

de alguma outra distribuição contínua com suporte no conjunto dos números reais. En-

tretanto, modelar observações discretas utilizando a distribuição normal como modelo

de probabilidade pode não ser adequado quando as observações delimitam-se em uma

amplitude pequena de valores (KARLIS; NTZOUFRAS, 2005). Além disso, distribuições de

probabilidade contínuas não consideram a natureza discreta dos dados em sua estrutura.

Uma alternativa pode ser obtida ao aplicar uma transformação na variável resposta

observada, com a �nalidade de que a variável transformada possua distribuição normal.

No entanto, conforme Queiroz (2018) disserta, os parâmetros podem não ser facilmente

interpretados em termos da variável original, e não existem garantias de que as variáveis

transformadas serão distribuídas conforme esta distribuição, uma vez que dados discretos

frequentemente podem assumir assimetrias.

Por outro lado, observações deste tipo podem ser modeladas através de uma distribui-

ção de probabilidade com suporte no conjunto dos números inteiros. Neste contexto, a dis-

tribuição mais conhecida na literatura é a distribuição de Skellam, proposta inicialmente

por Irwin (1937) e posteriormente generalizada por Skellam (1946). Mais recentemente,

Kozubowski e Inusah (2006) propuseram a distribuição Laplace discreta assimétrica (Lda),

que generaliza a distribuição Laplace discreta de�nida em Inusah e Kozubowski (2006).

Podemos citar ainda, Chesneau, Kachour e Karlis (2013) que construíram uma distri-

buição bivariada com suporte em Z×Z. Barbiero (2013) que propôs uma nova distribuição
de maneira a representar uma alternativa à distribuição Lda, e Shahtahmassebi e Moyeed

(2014) que de�niram uma distribuição de probabilidade com suporte no conjunto Z a

partir da diferença entre duas variáveis aleatórias independentes, ambas distribuídas con-

forme a distribuição Poisson generalizada.

Em um outro contexto, observações que assumem valores sobre o conjunto Z podem

ser obtidas a partir da diferença entre as observações de amostras pareadas de dados

discretos não-negativos. Este procedimento pode ser aplicado em estudos clínicos nos

quais o resultado de interesse é medido antes e após a aplicação de alguns tratamentos.

Neste caso, a variação da resposta pode ser mensurada a partir da diferença entre as

observações obtidas ao �nal e ao início do experimento.

Alguns exemplos deste tipo de estudo podem ser encontrados na avaliação dos níveis
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de estresse em indivíduos encarcerados antes e depois da prática de esportes (VERDOT et

al., 2008), ou no estudo sobre o efeito de uma droga com propriedades antiarrítmicas em

pacientes que sofreram contração ventricular prematura, nos quais foi medido o número de

contrações no período de um minuto antes e após o tratamento (BERRY, 1987; FAREWELL;

SPROTT, 1988).

Para ilustrar este contexto, os dados mencionados neste último exemplo podem ser

visualizados na Tabela 1. É possível observar que as diferenças possuem uma carga in-

terpretativa considerável, no sentido de que neste exemplo em particular, apresentaram

valores predominantemente negativos. Isto alicerça uma ideia inicial de que o tratamento

possui efeito signi�cativo para a diminuição do número de contrações ventriculares pre-

maturas.

Tabela 1: Número de contrações ventriculares prematuras antes e após a aplicação dos
tratamentos, e a variação entre as amostras mensurada pela diferença entre as observações.

Indivíduo
Antes 6 9 17 22 7 5 5 14 9 7 9 51
Após 5 2 0 0 2 1 0 0 0 0 13 0

Variação −1 −7 −17 −22 −5 −4 −5 −14 −9 −7 4 −51

No entanto, modelar diretamente a diferença entre as amostras pareadas discretas

através de uma distribuição de probabilidade com suporte no conjunto Z não tem sido a

metodologia usual para a análise de dados com esta estrutura. Em escala contínua, o teste

t-pareado consiste em um dos métodos mais utilizados para testar se existe diferença sig-

ni�cativa entre as médias populacionais. Todavia, este teste supõe que ambas as amostras

são observações de populações distribuídas conforme a distribuição normal, e não leva em

consideração a natureza discreta das amostras.

Em uma abordagem não-paramétrica, o teste de Wilcoxon (WILCOXON, 1945) geral-

mente é utilizado como alternativa ao teste t-pareado quando as suposições deste não são

satisfeitas. Porém, segundo Proudfoot et al. (2018), o teste de Wilcoxon possui limitações

que o levam a ter um poder do teste mais baixo do que outras metodologias de análise de

amostras pareadas. De fato, este teste baseia-se nas posições (postos) atribuídas ao valor

absoluto das diferenças entre as amostras, ao invés das observações originais. Em razão

disto, não considera toda a informação presente no conjunto de dados.

Também podemos citar a utilização de distribuições discretas bivariadas para mo-

delar conjuntamente as observações pareadas. Neste contexto, a distribuição Poisson bi-

variada, proposta por Holgate (1964) e popularizada em Kocherlakota e Kocherlakota

(1992, Cap. 4, p. 87), é uma das distribuições mais conhecidas na literatura. Ainda as-
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sim, existe a necessidade de que os parâmetros da distribuição bivariada utilizada sejam

representativos de maneira que possam mensurar o efeito dos tratamentos na resposta.

Metodologias de análise de dados provenientes de estudos longitudinais também po-

dem ser empregadas para modelar amostras pareadas de observações discretas não-nega-

tivas, uma vez que são casos particulares deste tipo de estudo. Por exemplo, os Modelos

Lineares Generalizados Mistos (MLGM) que supõem a existência de efeito aleatório no

preditor linear, ou os modelos semi-paramétricos de equações de estimação generalizadas

(LIANG; ZEGER, 1986) que assumem relações funcionais sobre características populacio-

nais, como valor esperado ou variância.

Contudo, são encontrados alguns incovenientes no processo de estimação dos parâme-

tros em MLGM devido a presença de integrais sobre os efeitos aleatórios que, geralmente,

não podem ser calculadas analiticamente. Já na classe de modelos de equações de esti-

mação generalizadas, não é necessário especi�car uma distribuição conjunta para as ob-

servações. Isto contrasta com a ideia apresentada por Karlis e Ntzoufras (2005), os quais

a�rmam que metodologias que possuem base em distribuições discretas podem melhorar

o processo de inferência realizada em dados desta natureza.

Por �m, observações que assumem valores no conjunto Z também podem ser ob-

tidas no contexto de séries temporais de valores inteiros. Em �nanças, por exemplo, a

variação da cotação individual de um ativo �nanceiro pode ser mensurada em ticks, os

quais assumem 0 se não houve mudança no valor do ativo; valores inteiros negativos se

houve queda no preço; ou valores inteiros positivos se a variação do preço foi positiva

(BARRETO-SOUZA; BOURGUIGNON, 2015). Por exemplo, a Figura 1 apresenta o grá�co

da série temporal das variações individuais no valor de estoque da empresa multinacional

General Electric (ANDERSSON; KARLIS, 2014).

Séries temporais também podem apresentar alguns comportamentos particulares,

como tendência ou sazonalidade. A abordagem convencional para a análise de séries com

tais comportamentos consiste em realizar diferenças entre as observações da série original

de modo que, esses componentes não estejam presentes na série resultante. Não raramente,

processos de contagens, derivados de contagens de eventos ou indivíduos em consecutivos

intervalos ou pontos no tempo, também podem apresentar tais características e, ao aplicar

as diferenças na série observada, eventuais observações negativas também serão obtidas.

Até o momento, estudos sobre modelos de regressão de�nidos com base em uma dis-

tribuição de probabilidade com suporte em Z não têm recebido atenção na literatura.

Dentre os poucos trabalhos que consideraram tal estrutura, podemos citar Karlis e Nt-
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Figura 1: Variações da cotação individual do preço de estoque da empresa multinacional
General Electric.

zoufras (2005) que utilizaram a distribuição de Skellam para modelar as diferenças entre

o número de dentes cariados, perdidos ou obturados1 medidos em crianças antes e após

serem aplicados alguns tratamentos; Karlis e Ntzoufras (2008), e Pelechrinis e Winston

(2019) que também consideraram uma estrutura de regressão nos parâmetros da distri-

buição Skellam para modelar observações sob o contexto de análise de dados de futebol;

e Shahtahmassebi e Moyeed (2014) que propuseram uma nova distribuição com suporte

no conjunto Z.

Nestes trabalhos, a de�nição de um novo modelo de regressão para a análise de obser-

vações que assumem valores inteiros não foi considerada como objetivo principal. Enfatiza-

mos que um modelo de regressão com esta característica, além de possibilitar a avaliação

do efeito de um conjunto de variáveis explicativas sobre uma variável dependente que

assume valores inteiros, também é útil para modelar a variação da resposta obtida em

amostras pareadas de observações não-negativas, utilizando como variável dependente a

diferença entre as observações das amostras obtidas ao �nal e ao início do estudo.

Os objetivos deste trabalho de dissertação consistem em propor uma nova parametri-

zação para a distribuição Lda, em termos da média e de um parâmetro de dispersão, e com

base nesta distribuição, de�nir um novo modelo de regressão para a análise de observações

independentes que assumem valores no conjunto dos números inteiros. A distribuição Lda

possui uma expressão, relativamente, simples para a sua função de probabilidade, que não

depende de funções matemáticas especiais, e possui importantes propriedades populaci-

onais com expressões analíticas fechadas. Além disso, a distribuição Lda pode assumir

simetria em torno do 0, assim como assimetrias à esquerda e à direita.

1Índice odontológico que pode ser utilizado como indicador da saúde bucal de um indivíduo.
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1.1 Organização do trabalho

Esta dissertação estrutura-se conforme segue. No Capítulo 2, apresentamos uma breve

descrição da distribuição Lda e propomos uma nova parametrização em termos da média

e de um parâmetro de dispersão. Sob esta nova parametrização, calculamos as expressões

analíticas da função de distribuição, função quantílica, função característica, momentos

ordinários e momentos absolutos. Dois diferentes métodos para gerar valores aleatórios

desta distribuição são fornecidos. Além disso, utilizamos o princípio da invariância para

expressar analiticamente os estimadores de máxima verossimilhança para estimar os pa-

râmetros desconhecidos da distribuição Lda, e utilizamos a sua distribuição assintótica

para de�nir intervalos de con�ança aproximados.

No Capítulo 3, de�nimos um novo modelo de regressão no qual assume-se que os dados

são observações de variáveis aleatórias independentes distribuídas conforme a distribuição

Lda. De�nimos uma estrutura de regressão em ambos os parâmetros da distribuição,

isto é, assumimos que as covariáveis relacionam-se de maneira funcional com a média e

também com a dispersão. Consideramos o estimador de máxima verossimilhança como

método de estimação para os coe�cientes do modelo e de�nimos intervalos de con�ança

aproximados e teste de hipóteses com base na sua distribuição assintótica. Além disso,

propomos métodos de diagnóstico para a etapa de avaliação da qualidade do ajuste.

No Capítulo 4, apresentamos os resultados obtidos a partir de três estudos de simula-

ção que foram realizados com a �nalidade de avaliar, em amostras de tamanho �nito, os

seguintes pontos: (i) o desempenho dos estimadores propostos na etapa de estimação dos

coe�cientes do modelo de regressão Lda; (ii) testes de hipóteses sobre os parâmetros, em

que veri�camos a proximidade das taxas de rejeição da hipótese nula obtidas na simulação

com o nível nominal esperado, e também avaliamos o poder do teste; e (iii) características

da distribuição dos resíduos propostos. Finalmente, no Capítulo 5, aplicamos o modelo a

dois conjuntos de dados reais, e apresentamos algumas considerações �nais no Capítulo

6.
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2 Distribuição Laplace discreta

assimétrica

A distribuição Lda foi proposta por Kozubowski e Inusah (2006) e foi construída de

maneira a representar uma versão discreta da distribuição contínua conhecida como La-

place assimétrica (KOZUBOWSKI; PODGORSKI, 2000). As principais características desta

distribuição são: o seu suporte, que compreende o conjunto dos números inteiros Z; e a
capacidade de assumir assimetrias à esquerda e à direita, assim como simetria em torno

do zero. Como comentado anteriormente, esta distribuição apresenta relativa simplicidade

para a expressão de sua função de probabilidade, e também possui importantes propri-

edades com expressões analíticas fechadas, por exemplo, para as funções de distribuição

acumulada, quantílica e característica.

Em geral, a distribuição Lda tem sido utilizada na proposição e de�nição de novos

modelos para séries temporais de valores inteiros com o objetivo de modelar séries que

possam assumir qualquer valor no conjunto Z, assim como processos de contagens com

componentes de tendência ou sazonalidade (BARRETO-SOUZA; BOURGUIGNON, 2015; NAS-

TI� et al., 2016; DJORDJEVI�, 2016); e em aplicações na área de biologia para modelar a

distribuição dos pontos de interrupção na variação do número de cópias do genoma hu-

mano (MUÑOZ-MINJARES; SHMALIY; CABAL-ARAGÓN, 2013; MUÑOZ-MINJARES; CABAL-

ARAGÓN; SHMALIY, 2014).

Este capítulo estrutura-se da seguinte forma: na Seção 2.1, apresentamos uma breve

revisão do método utilizado por Kozubowski e Inusah (2006) para a construção da distri-

buição Lda. Na Seção 2.2, propomos uma nova parametrização para esta distribuição em

termos da média e de um parâmetro de dispersão. Na Seção 2.3, apresentamos as prin-

cipais propriedades da distribuição Lda utilizando a parametrização proposta na Seção

2.2. Já na Seção 2.4, propomos dois métodos para gerar valores aleatórios e por �m, na

Seção 2.5, utilizamos o princípio da invariância e de�nimos os estimadores de máxima

verossimilhança para o processo de estimação dos parâmetros da distribuição Lda.
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2.1 Construção da distribuição Lda

Existem diferentes maneiras de se obter uma distribuição discreta a partir de uma

distribuição contínua. Chakraborty (2015) faz uma revisão dos principais métodos e apre-

senta a construção de vários exemplos, incluindo a distribuição Lda. De acordo com o

método de obtenção, as distribuições análogas discretas compartilham importantes pro-

priedades com as distribuições contínuas das quais foram geradas.

De modo geral, o grá�co da função de probabilidade preserva a forma do grá�co

da função densidade e o suporte da distribuição discreta possui a mesma amplitude do

suporte da distribuição contínua, ou um subconjunto discreto deste. Em função disto, a

construção de novas distribuições discretas, através de distribuições contínuas, mostra-se

um método bastante interessante quando existe o desejo de se obter propriedades que não

são encontradas facilmente em distribuições discretas existentes, mas que já são conhecidas

em alguma distribuição contínua especí�ca.

O método que foi utilizado por Kozubowski e Inusah (2006) para construir a distribui-

ção Lda é apresentado a seguir. Seja Z uma variável aleatória (v.a.) contínua com função

densidade fZ(z) > 0 para todo z ∈ R. Então a função de probabilidade da v.a. discreta

Y , análoga à Z, é expressa por

P (Y = y) =
fZ(y)∑

k∈Z
fZ(k)

, y ∈ Z. (2.1)

Esta abordagem foi inicialmente utilizada, de forma indireta, por Kemp (1997) que

propôs uma distribuição discreta análoga à distribuição normal, conhecida na literatura

como distribuição normal discreta. Em relação à classe de distribuições com suporte em

Z e com valor esperado ou variância especi�cado, Lisman e Zuylen (1972) e Kemp (1997)

demonstraram que a entropia1 é maximizada por esta distribuição.

Desde então, alguns autores perceberam que poderiam gerar novas distribuições de

probabilidade discretas ao considerar uma v.a. Z, não necessariamente com distribuição

normal, com densidade fZ(·) em (2.1). Algumas distribuições que são obtidas desta ma-

neira, além da Lda e normal discreta, são as distribuições exponencial discreta (SATO et al.,

1999), log-normal discreta (BI; FALOUTSOS; KORN, 2001), semi-normal discreta (KEMP,

2006), entre outras. Para mais detalhes e mais distribuições, ver Chakraborty (2015).

1Seja Y uma variável aleatória que assume valores no conjunto {y1, y2, . . . , yn}, sob a de�nição de
Shannon (1948, p. 14), a entropia de Y é de�nida por H(Y ) = −

∑n
i=1 P (Y = yi) logP (Y = yi).
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De acordo com Kozubowski e Podgorski (2000), uma v.a. contínua Z possui distri-

buição Laplace assimétrica de parâmetros σ, κ > 0 se sua função densidade é expressa

por

fZ(z;σ, κ) =
κ

σ(1 + κ2)


exp

(
1

κσ
z

)
, se z < 0,

exp
(
−κ
σ
z
)
, se z ≥ 0.

(2.2)

Algumas características da distribuição Laplace assimétrica são: (i) pode ser repre-

sentada estocasticamente como a diferença entre duas variáveis aleatórias independentes,

ambas distribuídas conforme a distribuição exponencial; (ii) maximiza a entropia com

respeito a classe de distribuições com suporte no conjunto dos números reais, e que pos-

suem o primeiro momento ordinal e absoluto especi�cados; (iii) possui unimodalidade

e expressões analíticas fechadas para as funções de densidade, distribuição acumulada

e característica; entre outras (KOZUBOWSKI; PODGORSKI, 2000; KOZUBOWSKI; INUSAH,

2006).

Substituindo a densidade (2.2) em (2.1), obtemos que a função de probabilidade da

variável aleatória Y com distribuição Lda, em termos dos parâmetros q = e−1/κσ ∈ (0, 1)

e p = e−κ/σ ∈ (0, 1), pode ser expressa analiticamente por

P (Y = y) =
(1− p)(1− q)

1− pq

{
q−y, se y ∈ {−1,−2, . . .},
py, se y ∈ {0, 1, 2, . . .},

(2.3)

em que o valor esperado e a variância de Y são, respectivamente,

E(Y ) =
p

1− p
− q

1− q

e

V(Y ) =
1

(1− p)2(1− q)2

[
q(1− p)3(1 + q) + p(1− q)3(1 + p)

1− pq
− (p− q)2

]
.

Algumas distribuições de probabilidade podem ser obtidas como casos especiais da

distribuição Lda. Nos casos em que p = q, obtemos a distribuição Laplace discreta simé-

trica, ou somente Laplace discreta, que é análoga a distribuição Laplace com suporte nos

números reais. Esta distribuição, estudada por Inusah e Kozubowski (2006), possui como

uma de suas principais características a simetria em torno do 0, adicionalmente ao fato

de possuir suporte no conjunto dos números inteiros. Sua função de probabilidade pode

ser expressa da forma

P (Y = y) =

(
1− p
1 + p

)
p|y|, y ∈ Z.
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Quando q tende a 0, Y possui uma distribuição geométrica de parâmetro p ∈ (0, 1)

como distribuição limite, com função de probabilidade

P (Y = y) = (1− p)py, y = 0, 1, 2 . . .

E por �m, quando p tende a 0, obtemos uma distribuição de probabilidade que pode

ser interpretada como uma distribuição geométrica sobre os inteiros negativos. Sua função

de probabilidade é da forma

P (Y = y) = (1− q)q−y, y = 0,−1,−2 . . .

2.2 Uma nova parametrização

No contexto de modelos de regressão é comum, e geralmente mais interpretativo, mo-

delar parâmetros que representem propriedades da distribuição assumida para as obser-

vações. Sendo assim, com o pensamento de obter uma futura estrutura de regressão para

modelar os parâmetros da distribuição Lda, iremos trabalhar com uma parametrização

diferente de (2.3) em termos da média e de um parâmetro de dispersão.

De�na

µ = E(Y ) =
p

1− p
− q

1− q
e φ =

p

1− p
+

q

1− q
,

isto é, p = (φ + µ)/(2 + φ + µ) e q = (φ − µ)/(2 + φ − µ). O espaço paramétrico desta

nova parametrização satisfaz a restrição: µ ∈ R e φ > |µ|, em que | · | : R→ R representa

a função modular.

Portanto, a partir deste momento diremos que uma variável aleatória Y possui distri-

buição Lda de parâmetros φ > |µ| e µ ∈ R, denotado por Y ∼ LDA(φ, µ), se sua função

de probabilidade é da forma

f(y;φ, µ) = P (Y = y) =
1

1 + φ



(
φ− µ

2 + φ− µ

)−y
, y ∈ {−1,−2, . . .},

(
φ+ µ

2 + φ+ µ

)y
, y ∈ {0, 1, 2, . . .}.

(2.4)

A Figura 2 apresenta o grá�co da função de probabilidade da variável aleatória Y para

diferentes combinações dos valores dos parâmetros φ e µ. É possível observar que obtemos

uma distribuição assimétrica à esquerda para valores negativos de µ, enquanto que para

valores positivos obtemos uma distribuição assimétrica à direita. O caso simétrico também
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é tratado quando µ = 0. Além disso, para µ �xo, quanto maior o valor de φ, mais dispersa

é a distribuição.
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(a) φ = 4 e µ = −2
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(b) φ = 6 e µ = −2
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(c) φ = 10 e µ = −2
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(d) φ = 4 e µ = 0
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(e) φ = 6 e µ = 0
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(f) φ = 10 e µ = 0
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(g) φ = 4 e µ = 2
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(h) φ = 6 e µ = 2
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(i) φ = 10 e µ = 2

Figura 2: Grá�co da função de probabilidade da variável aleatória Y ∼ LDA(φ, µ) para
algumas diferentes combinações dos valores dos parâmetros φ e µ.
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2.3 Propriedades

Nesta seção, dedicaremos nossa atenção para obter algumas propriedades da distribui-

ção Lda considerando a parametrização proposta em (2.4). A maioria destas propriedades

foram obtidas em Kozubowski e Inusah (2006), e as suas demonstrações são apresentadas

no Apêndice A. Enfatizamos a existência de outras propriedades especí�cas que não serão

abordadas nesta dissertação como divisibilidade in�nita2, máxima entropia e representa-

ções estocásticas especiais. Para mais detalhes, ver Kozubowski e Inusah (2006).

A função de distribuição da v.a. Y ∼ LDA(φ, µ) é expressa por

F(y;φ, µ) = P (Y ≤ y) =


(2 + φ− µ)byc+1

2(1 + φ)(φ− µ)byc
, y < 0,

1− (φ+ µ)

2(1 + φ)

(
φ+ µ

2 + φ+ µ

)byc
, y ≥ 0,

(2.5)

sendo b·c a função �piso�, em que, para x ∈ R, bxc é o maior inteiro menor do que ou

igual a x (GRAHAM et al., 1989, Cap. 3, p. 67).

Uma vez que a função de distribuição de Y possui uma expressão analítica, podemos

calcular a sua função quantílica, Q(u;µ, φ), como solução da seguinte equação

Q(u;µ, φ) = F−1(q;µ, φ) ≡ inf {q ∈ R;u ≤ F(q;φ, µ)} , u ∈ (0, 1).

Pode-se mostrar que

Q(u;φ, µ) =

{
dq1(u)e, se u < (2 + φ+ µ)/2(1 + φ),

dq2(u)e, se u ≥ (2 + φ+ µ)/2(1 + φ),

em que

q1(u) =
log [2(1 + φ)u/(2 + φ− µ)]

log [(2 + φ− µ)/(φ− µ)]
,

q2(u) =
log [2(1 + φ)(1− u)/(φ+ µ)]

log [(φ+ µ)/(2 + φ+ µ)]
,

e d·e é a função �teto�, com x ∈ R, dxe é o menor inteiro maior do que ou igual a x

(GRAHAM et al., 1989, Cap. 3, p. 67). Em particular, os quartis da distribuição Lda são

obtidos por Q(0, 25;φ, µ), Q(0, 5;φ, µ) e Q(0, 75;φ, µ).

2Uma variável aleatória Y é dita ser in�nitamente divisível se para todo n ∈ N = {1, 2, . . .} existem
variáveis aleatórias independentes e identicamente distribuídas X1, X2, . . . , Xn tais que Y

d
=
∑n

i=1Xi,

em que
d
= lê-se: �possui a mesma distribuição de�. Para mais detalhes, ver Steutel et al. (1979).
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Adicionalmente, a função característica de Y ∼ LDA(φ, µ) é dada por

ϕ(t) ≡ E
(
eitY
)

= 4
{[

2 + (φ− µ)(1− e−it)
] [

2 + (φ+ µ)(1− eit)
]}−1

, (2.6)

em que o número complexo i é solução da equação x2 = −1.

Os momentos ordinários e absolutos de Y ∼ LDA(φ, µ) são dados, respectivamente,

por

E(Y r) =
(2 + φ+ µ)(2 + φ− µ)

(1 + φ)

r∑
j=1

j!S(r, j)

2j+1

[
(φ+ µ)j

2 + φ− µ
+ (−1)r

(φ− µ)j

2 + φ+ µ

]
(2.7)

e

E(|Y r|) =
(2 + φ+ µ)(2 + φ− µ)

(1 + φ)

r∑
j=1

j!S(r, j)

2j+1

[
(φ+ µ)j

2 + φ− µ
+

(φ− µ)j

2 + φ+ µ

]
,

em que S(r, j) = j!−1
∑j−1

i=0 (−1)i
(
j
i

)
(j − i)r é o número de Stirling tipo dois (GRAHAM

et al., 1989, Cap. 6, p. 257), que, de acordo com Kozubowski e Inusah (2006), pode ser

interpretado como o número de maneiras de particionar um conjunto de j elementos

dentro de r subconjuntos não-vazios.

Em particular, por (2.7) segue que o valor esperado e a variância da v.a. Y ∼
LDA(φ, µ) são expressos, respectivamente, por

E(Y ) = µ e V(Y ) =
φ(φ+ 2) + µ2

2
. (2.8)

Para qualquer valor de µ ∈ R �xo, a relação entre o parâmetro φ e a variância da

distribuição é diretamente proporcional, ou seja, quanto maior o valor de φ, maior é

a variância da distribuição. Este comportamento caracteriza-o como um parâmetro de

dispersão da distribuição Lda. Além disso, a Figura 2 sugere que o parâmetro µ, além

de ser o valor esperado de Y como apresentado em (2.8), também pode ser interpretado

como um parâmetro de assimetria.

De fato, podemos mostrar o coe�ciente de assimetria de Y ∼ LDA(φ, µ) é expresso

por

A(Y ) ≡ E

[(
Y − µ
σ

)3
]

=
µ

2σ3

[
3φ(φ+ 2) + µ2 + 2

]
,

em que σ = V(Y )
1
2 .

Observe que a distribuição de Y apresenta assimetria à esquerda (A(Y ) < 0) se, e

somente se, µ < 0, assimetria à direita (A(Y ) > 0) se, e somente se, µ > 0 e simetria

(A(Y ) = 0) se, e somente se, µ = 0. Estas propriedades fazem com que uma estrutura de
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regressão sobre o parâmetro µ seja bastante interpretativa e atrativa.

2.4 Geração de números aleatórios

Gerar valores aleatórios de uma distribuição de probabilidade possui grande relevância

quando necessitamos avaliar e validar as propriedades e métodos de estimação propostos.

Kozubowski e Podgorski (2000) demonstraram que a distribuição contínua Laplace as-

simétrica pode ser representada estocasticamente como a diferença entre duas variáveis

aleatórias independentes com distribuição exponencial. É natural, como demonstrado em

Kozubowski e Inusah (2006), que uma v.a. Y com distribuição Lda seja representada em

função da diferença de duas variáveis aleatórias independentes com distribuição geomé-

trica. Este resultado, sob a nova parametrização, é formalizado na Proposição 1.

Proposição 1. (KOZUBOWSKI; INUSAH, 2006). Seja Y uma variável aleatória com dis-

tribuição Laplace discreta assimétrica de parâmetros φ > 0 e µ ∈ R, em que φ > |µ|, isto
é, Y ∼ LDA(φ, µ). Então,

Y
d
= X1 −X2,

em que X1 e X2 são variáveis aleatórias discretas independentes com distribuição geomé-

trica de parâmetros 2/(2 + φ+ µ) e 2/(2 + φ− µ), respectivamente.

Demonstração. A demonstração desta proposição encontra-se no Apêndice A.

Existem duas formas de gerar valores aleatórios da distribuição Lda. A primeira ma-

neira, uma vez que obtemos uma expressão analítica para a função quantílica, consiste

em utilizar o Teorema da transformação inversa da seguinte forma:

(i) Gere u1, u2, . . . , un, realizações independentes de uma v.a. U com distribuição uni-

forme no intervalo (0, 1), em que denotamos U ∼ U(0, 1);

(ii) Obtenha yi = Q(ui;µ, φ), i = 1, 2, . . . , n.

A segunda forma consiste em utilizar um gerador de números aleatórios da distribuição

geométrica em conjunto com a representação estocástica, apresentada na Proposição 1,

através do algoritmo:

(i) Gere x(1)1 , x
(1)
2 , . . . , x

(1)
n , realizações independentes da v.a. X1 com distribuição geo-

métrica de parâmetro 2/(2 +φ+µ), e, de forma independente da primeira amostra,
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gere x(2)1 , x
(2)
2 , . . . , x

(2)
n , realizações independentes da v.a. X2 com distribuição geo-

métrica de parâmetro 2/(2 + φ− µ);

(ii) Obtenha yi = x
(1)
i − x

(2)
i , i = 1, 2, . . . , n.

Para os dois métodos de geração de valores aleatórios da distribuição Lda é preciso

gerar valores de uma distribuição auxiliar. Entretanto, as distribuições uniforme e geomé-

trica são bastante conhecidas e diversas rotinas para gerar valores dessas distribuições já

foram implementadas em softwares. Por exemplo, no R (R Core Team, 2018) podemos gerar

as observações das distribuições uniforme e geométrica com as funções runif e rgeom,

respectivamente.

2.5 Inferência sobre os parâmetros

Sejam Y1, Y2, . . . , Yn uma amostra aleatória de tamanho n de Y ∼ LDA(φ, µ), em que

y = (y1, y2, . . . , yn)> representa uma especí�ca amostra observada. Seja θ = (φ, µ)> ∈
Θ = {(φ, µ)>;µ ∈ R e φ > |µ|} o vetor de parâmetros associado ao modelo Lda, a função
de log-verossimilhança de θ, dada a amostra observada y, é expressa por

`(θ) =
n∑
i=1

`i(φ, µ),

em que

`i(φ, µ) =− log(1 + φ) + δiyi [log(φ+ µ)− log(2 + φ+ µ)]

− (1− δi) yi [log(φ− µ)− log(2 + φ− µ)] ,

sendo a variável indicadora δi = 1, se yi é maior do que ou igual a 0, e δi = 0, caso

contrário. É importante mencionar que as notações utilizadas nesta subseção também

serão utilizadas posteriormente para a etapa de estimação dos parâmetros do modelo de

regressão Lda que será de�nido no Capítulo 3 desta dissertação.

A Figura 3 apresenta o grá�co da função de log-verossimilhança, também conhecido

como superfície de suporte, da distribuição Lda para uma amostra simulada com parâ-

metros φ = 10 e µ = 4, e tamanho amostral igual a 100. Nesta �gura é possível perceber

a in�uência que as restrições entre os parâmetros exercem sobre o domínio da função de

log-verossimilhança e também as distorções causadas por valores próximos a fronteira.

A função escore, U : Θ → R2, obtida ao diferenciar a função de log-verossimilhança
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Figura 3: Grá�co da função de log-verossimilhança, em duas diferentes escalas, da distri-
buição Laplace discreta assimétrica para uma amostra simulada com parâmetros φ = 10
e µ = 4, e tamanho amostral igual a 100.

em relação a θ, é expressa por

U(θ) ≡ ∂`(θ)

∂θ
= (Uφ, Uµ)> ,

em que

Uφ ≡
∂`(θ)

∂φ
= −n(1 + φ)−1 + 2c

n∑
i=1

δiyi − 2d
n∑
i=1

(1− δi)yi,

e

Uµ ≡
∂`(θ)

∂µ
= 2c

n∑
i=1

δiyi + 2d
n∑
i=1

(1− δi)yi,

sendo

c =
1

(φ+ µ)(2 + φ+ µ)
e d =

1

(φ− µ)(2 + φ− µ)
.

Adicionalmente, a matriz de segundas derivadas da função de log-verossimilhança

pode ser expressa matricialmente por

J(θ) =


n∑
i=1

v
(1)
i

n∑
i=1

v
(2)
i

n∑
i=1

v
(2)
i

n∑
i=1

v
(3)
i

 ,
em que v(1)i = (1 +φ)−2− 4δiyic

2(1 +φ+µ) + 4(1− δi)yid2(1 +φ−µ), v(2)i = −4δiyic
2(1 +

φ+ µ)− 4(1− δi)yid2(1 + φ− µ), e v(3)i = −4δiyic
2(1 + φ+ µ) + 4(1− δi)yid2(1 + φ− µ).

O estimador de máxima verossimilhança (m.v.) de θ, denotado por θ̂ = θ̂(Y1, Y2, . . . ,

Yn) = (φ̂, µ̂)>, é tal que `(θ̂) ≥ `(θ) para todo θ ∈ Θ e θ̂(y) ∈ Θ. Kozubowski e Inusah

(2006) propuseram expressões analíticas para os estimadores de m.v. dos parâmetros p e
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q em sua parametrização resolvendo um sistema de equações equivalente ao sistema

Uφ|φ=φ̂ = 0 e Uµ|µ=µ̂ = 0.

Uma vez que os parâmetros φ e µ são funções de p e q, podemos usar o princípio da

invariância de forma que

φ̂ =
p̂

1− p̂
+

q̂

1− q̂
e µ̂ =

p̂

1− p̂
− q̂

1− q̂
,

em que p̂ e q̂ são os estimadores de m.v. propostos na Proposição 5.1 em Kozubowski

e Inusah (2006). Portanto, os respectivos estimadores de m.v. dos parâmetros φ e µ são

expressos analiticamente por

φ̂ =



4Y n

(
1 + Y

)
1− 2Y n + Cy

+ Y , se Y ≥ 0,

4Y p

(
1− Y

)
1− 2sYp + Cy

− Y , se Y < 0,

e µ̂ = Y , (2.9)

em que Y = n−1
∑n

i=1 Yi é a média amostral e, Y p = n−1
∑n

i=1 δiYi e Y n = −n−1
∑n

i=1(1−
δi)Yi representam a média, em valor absoluto, das componentes positivas e negativas da

amostra Y1, Y2, . . . , Yn, respectivamente. Finalmente, a quantidade Cy é dada por Cy =(
1 + 4Y nY p

)1/2
. Uma vez que o espaço paramétrico do modelo Lda obedece a restrição

φ > |µ|, o estimador de m.v., θ̂, em (2.9) só existe se φ̂ > |Y |.

Para um tamanho amostral n su�cientemente grande e sob algumas condições de regu-

laridade (COX; HINKLEY, 1974, C. 9, p. 281), o estimador de m.v. de θ possui distribuição

assintótica normal bivariada com valor esperado θ e matriz de variâncias e covariâncias

K(θ)−1, que denotamos por

θ̂ =

(
φ̂

µ̂

)
a∼ N2

(
θ,K(θ)−1

)
, (2.10)

sendo que a∼ lê-se: �distribuído assintoticamente conforme a distribuição�, ou, �possui

distribuição assintótica�, e K(θ) pode ser expressa matricialmente através da seguinte

partição

K(θ) ≡ E
[
U(θ)U(θ)>

]
=

[
Kφφ Kφµ

Kµφ Kµµ

]
,
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em que

Kφφ = n(1 + φ)−1
[
−(1 + φ)−1 + c(1 + φ+ µ) + d(1 + φ− µ)

]
,

Kµφ = Kφµ = n(1 + φ)−1 [c(1 + φ+ µ)− d(1 + φ− µ)] ,

Kµµ = n(1 + φ)−1 [c(1 + φ+ µ) + d(1 + φ− µ)] .

Assim, a matriz K−1(θ) pode ser expressa por

K−1(θ) =

[
Kφφ Kφµ

Kµφ Kµµ

]
,

em que Kφφ = Kµµ(KφφKµµ −K2
φµ)−1, Kφµ = Kµφ = −Kφµ(KφφKµµ −K2

φµ)−1 e Kµµ =

Kφφ(KφφKµµ −K2
φµ)−1.

Podemos ainda construir intervalos de con�ança aproximados para os parâmetros φ e

µ da distribuição Lda, com base no resultado assintótico apresentado em (2.10). De fato,

utilizando quantidades pivotais baseadas nas seguintes distribuições

φ̂
a∼ N (φ,Kφφ) e µ̂

a∼ N (µ,Kµµ),

podemos mostrar que os intervalos de con�ança aproximados para os parâmetros φ e µ

com con�ança de 100(1− ν)%, são dados, respectivamente, por[
φ̂− zν/2

(
K̂φφ

)1/2
; φ̂+ zν/2

(
K̂φφ

)1/2]
,[

µ̂− zν/2
(
K̂µµ

)1/2
; µ̂+ zν/2

(
K̂µµ

)1/2]
,

em que K̂φφ e K̂µµ formam a diagonal principal da matriz K−1(θ) avaliada em θ̂, e

para ν ∈
(
0, 1

2

)
, zν/2 representa o quantil da distribuição normal-padrão que deixa uma

probabilidade à direita igual a ν/2.
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3 Modelo de regressão Laplace

discreto assimétrico

Neste capítulo, propomos um novo modelo de regressão para a análise de dados que

assumem valores inteiros com base na distribuição Lda. Como apresentado no capítulo

anterior, esta distribuição possui características bastante atrativas que possibilitam a mo-

delagem de observações com diferentes particularidades, como assimetrias à esquerda ou à

direita e também simetria em torno do 0. Além disso, a parametrização proposta permite

que os parâmetros sejam facilmente interpretados em termos de propriedades teóricas da

distribuição Lda. O parâmetro µ é o valor esperado, e também pode ser interpretado como

um parâmetro de assimetria, enquanto que φ é um parâmetro de dispersão.

Como já enfatizado, este modelo também poderá ser utilizado para a análise de da-

dos provenientes de alguns estudos clínicos particulares, nos quais amostras pareadas de

valores discretos não-negativos são colhidas antes e depois da aplicação dos tratamentos,

com o objetivo de avaliar o efeito destes sobre a resposta. Em estudos desta natureza, as

diferenças entre as observações das amostras pareadas serão consideradas como variável

dependente, de modo que serão modeladas através de uma distribuição que possui um

suporte coerente com os valores observados, ao invés de serem utilizadas aproximações

por distribuições contínuas ou transformações.

Este capítulo está estruturado da seguinte forma: na Seção 3.1, de�nimos o modelo de

regressão Lda e consideramos o estimador de máxima verossimilhança para a estimação

dos parâmetros desconhecidos do modelo. Na Seção 3.2, de�nimos intervalos de con�ança

aproximados e testes de hipóteses sobre os coe�cientes com base na distribuição assin-

tótica do estimador de máxima verossimilhança. Finalmente, na Seção 3.3, fornecemos

métodos de diagnósticos para a etapa de avaliação da qualidade do ajuste do modelo de

regressão Lda, que baseiam-se na comparação entre as frequências observadas na amostra

e esperadas pelo modelo, e também na de�nição de resíduos.
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3.1 De�nição e estimação dos parâmetros

Sejam Y1, Y2, . . . , Yn uma amostra de tamanho n de variáveis aleatórias independentes,

em que Yi ∼ LDA(φi, µi) para todo i = 1, 2, . . . , n. Considere y = (y1, y2, . . . , yn)> uma

amostra observada em particular e assuma que as seguintes relações são satisfeitas

g(φi) = z>i α = ηi, µi = x>i β e φi > |µi|, (3.1)

em que g : (0,+∞)→ R é uma função estritamente monótona e duas vezes diferenciável,

que relaciona o parâmetro de dispersão φi com o preditor linear ηi. z>i = (zi1, zi2 . . . , zik) e

x>i = (xi1, xi2, . . . , xip) são vetores formados pelas covariáveis associadas, respectivamente,

à dispersão e à média de Yi, em que assumimos ser conhecidas e medidas sem erro.

α = (α1, α2, . . . , αk)
> ∈ Rk e β = (β1, β2, . . . , βp)

> ∈ Rp são vetores desconhecidos

formados pelos coe�cientes associados às covariáveis. Assumimos ainda que as matrizes

de planejamento Z = (z1, z2, . . . , zk)
> e X = (x1,x2, . . . ,xp)

> são de posto completo com

k + p < n. Existem algumas possíveis escolhas para a função de ligação g. Por exemplo,

podemos utilizar as funções logarítmica g(φi) = log(φi), raiz quadrada g(φi) =
√
φi ou

identidade g(φi) = φi. O modelo de�nido em (3.1) é denominado modelo de regressão

Lda.

Como consequência de (2.8) e (3.1), o valor esperado e a variância de Yi em função

das covariáveis são, respectivamente,

E(Yi) = x>i β e V(Yi) =
g−1(ηi) [g−1(ηi) + 2] +

(
x>i β

)2
2

.

Observe que o modelo de regressão Lda é um modelo heterocedástico, isto é, assume

que a variância de Yi não é constante para todo i. Mesmo que seja assumido um modelo

de regressão com dispersão constante (φi = φ para todo i = 1, 2, . . . , n), ainda assim

o modelo de regressão Lda será heterocedástico, pois a variância de Yi é expressa em

função da média, a qual assumimos não ser constante. A suposição de heterocedasticidade

muitas vezes é mais verossímil do que a suposição de variância constante pois assume que

é possível que exista heterogeneidade entre os indivíduos da população.

Em estudos clínicos nos quais são obtidas amostras pareadas de observações discre-

tas não-negativas, a v.a. Yi pode ser utilizada para modelar a diferença entre os valores

observados para o i-ésimo indivíduo de forma que mensura a variação entre as amostras

após serem aplicados os tratamentos. Em termos interpretativos, observações nulas desta

variável representam que não houve variação na resposta observada; observações nega-
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tivas representam redução dos valores da variável de interesse após serem aplicados os

tratamentos; e observações positivas representam aumento.

Neste contexto, é comum a existência de correlação entre as amostras observadas,

uma vez que a resposta é mensurada duas vezes no mesmo indivíduo. Entretanto, esta

correlação é naturalmente absorvida pela variabilidade da nova variável. Uma interpreta-

ção estocástica para Yi pode ser obtida seguindo a ideia da demonstração do Lema 1 em

Karlis e Ntzoufras (2005). Seja (Z1i, Z2i)
>, i = 1, 2, . . . , n, uma amostra pareada de tama-

nho n de variáveis aleatórias discretas não-negativas. Para todo i = 1, 2, . . . , n, assuma

que

Z1i = W
(1)
i +W

(3)
i e Z2i = W

(2)
i +W

(3)
i ,

em que W (1)
i e W (2)

i são variáveis aleatórias independentes com distribuição geométrica

de parâmetros 2/(2 + φi + µi) e 2/(2 + φi − µi), respectivemente, enquanto que W (3) é

uma v.a. discreta não-negativa qualquer independente de W (1) e W (2).

As variáveis aleatórias Z1i e Z2i não são independentes, e toda a informação sobre

a covariância entre elas é resumida na v.a. W (3). De fato, Cov(Z1i, Z2i) = Cov(W
(1)
i +

W
(3)
i ,W

(2)
i +W

(3)
i ) = V(W

(3)
i ). Assim, Yi pode ser interpretado estocasticamente como

Yi = Z1i − Z2i = W
(1)
i −W

(2)
i ,

uma vez que, pela Proposição 1, W (1)
i −W

(2)
i possui distribuição Lda de parâmetros φi e

µi. Em outras palavras, o ajuste do modelo de regressão Lda em observações provenientes

da diferença entre amostras pareadas equivale a assumir que cada uma das amostras

observadas é modelada através da soma de uma v.a. geométrica com uma outra v.a.

discreta não-negativa que carrega a informação sobre a correlação entre as amostras.

Seja θ =
(
α>,β>

)> ∈ Θ =
{(
α>,β>

)>
; g−1(ηi) > |µi| ∀i = 1, 2, . . . , n

}
o vetor de

parâmetros associado ao modelo de regressão Lda. A função de log-verossimilhança de θ,

dada a amostra observada y = (y1, y2, . . . , yn)>, é expressa por

`(θ) =
n∑
i=1

`i(φi, µi), (3.2)

em que

`i(φi, µi) =− log(1 + φi) + δiyi [log(φi + µi)− log(2 + φi + µi)]

− (1− δi) yi [log(φi − µi)− log(2 + φi − µi)] ,

sendo δi = 1, se yi ≥ 0 e 0 caso contrário, como de�nido no capítulo anterior.
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A função escore associada ao vetor de parâmetros θ é da forma

U(θ) ≡ ∂`(θ)

∂θ
=
(
U>α,U

>
β

)>
,

em que as funções-coordenada Uα : Θ → Rk e Uβ : Θ → Rp são expressas de forma

vetorial por

Uα = Z>Du1 e Uβ = X>u2, (3.3)

em que de�nimos a matriz diagonal D = diag{g′(φ1)
−1, g′(φ2)

−1, . . . , g′(φn)−1}, e os veto-
res n-dimensionais, u1 = (u

(1)
1 , u

(1)
2 , . . . , u

(1)
n )> e u2 = (u

(2)
1 , u

(2)
2 , . . . , u

(2)
n )> cujos elementos

são

u
(1)
i = −(1 + φi)

−1 + 2δiyici − 2(1− δi)yidi e u
(2)
i = 2δiyici + 2(1− δi)yidi,

e as quantidades ci e di de�nidas como

ci =
1

(φi + µi)(2 + φi + µi)
e di =

1

(φi − µi)(2 + φi − µi)
. (3.4)

Adicionalmente, a matriz de segundas derivadas da função de log-verossimilhança,

obtida ao diferenciar a função escore em relação a θ, pode ser expressa matricialmente

por

J(θ) ≡ ∂2`(θ)

∂θ∂θ>
=

 Jαα Jαβ

Jβα Jββ

 , (3.5)

em que Jαα = Z>V1DZ, Jαβ = Z>V2DX, Jβα = J>αβ e Jββ = X>V3X, com V1 =

diag{v(1)1 , v
(1)
2 , . . . , v

(1)
n }, V2 = diag{v(2)1 , v

(2)
2 , . . . , v

(2)
n } e V3 = diag{v(3)1 , v

(3)
2 , . . . , v

(3)
n },

cujos elementos são

v
(1)
i = [(1 + φi)

−2 − 4δiyic
2
i (1 + φi + µi) + 4(1− δi)yid2i (1 + φi − µi)]

1

g′(φi)
+

[(1 + φi)
−1 − 2δiyici + 2(1− δi)yidi]

g′′(φi)

g′(φi)2
,

e

v
(2)
i =− 4δiyic

2
i (1 + φi + µi)− 4(1− δi)yid2i (1 + φi − µi),

v
(3)
i =− 4δiyic

2
i (1 + φi + µi) + 4(1− δi)yid2i (1 + φi − µi).

A estimativa de m.v. de θ, denotada por θ̂ = θ̂(y;Z,X) =
(
α̂>, β̂

>)>
, em que

α̂ = (α̂1, α̂2, . . . , α̂k)
> e β̂ = (β̂1, β̂2, . . . , β̂p)

>, é o vetor θ̂ ∈ Θ tal que `(θ) ≤ `(θ̂) para

todo θ ∈ Θ. Em casos regulares, θ̂ pode ser obtido resolvendo simultaneamente o sistema



31

de equações

Uα(θ)|
θ=θ̂

= 0k e Uβ(θ)
∣∣∣
θ=θ̂

= 0p,

em que 0l denota um vetor l-dimensional com zeros em todas as suas coordenadas.

Entretanto, não é possível obter uma expressão analítica para θ̂, sendo necessário

recorrer a métodos de otimização numérica. Alguns algoritmos amplamente utilizados

na literatura estatística são os algoritmos de Newton-Rapshon e escore de Fisher que

baseiam-se na expansão em série de Taylor da função escore. Todavia, esses algoritmos

não levam em consideração possíveis restrições no domínio da função. Isto implica que

não há garantias de que as iterações do algoritmo respeitarão as restrições podendo levar

a erros e, no pior dos casos, a não obtenção das estimativas. Sendo assim, o processo de

obtenção das estimativas dos parâmetros do modelo de regressão Lda requer um cuidado

particular em razão das restrições impostas aos seus parâmetros. Recorde que,

φi > |µi|, ∀i = 1, . . . , n. (3.6)

A�m de seguir a metodologia convencional utilizada em problemas de otimização de

funções com domínio restrito, e denotar as restrições em função dos coe�cientes, iremos

reescrever (3.6) da forma,

g−1(ηi) + x>i β > 0 e g−1(ηi)− x>i β > 0.

De�na a função vetorial h : Rk+p → R2n, em que, para a partição v = (v>1 ,v
>
2 )> com

v1 ∈ Rk e v2 ∈ Rp, as funções-coordenada hj : Rk+p → R são de�nidas como

hj(v) =

{
g−1(z>j v1) + x>j v2, se, 1 ≤ j ≤ n,

g−1(z>j−nv1)− x>j−nv2, se, n+ 1 ≤ j ≤ 2n,

em que a matriz Jacobiana da função h pode ser expressa matricialmente por

Jh =

[
DZ X

DZ −X

]
,

sendo a matriz D de�nida em (3.3).

A função h atua como uma �função indicadora� no sentido de que um vetor v ∈ Rk+p

pertence a Θ se, e somente se, h(v) > 02n, isto é, hj(v) > 0 para todo j = 1, 2, . . . , 2n.

As estimativas de m.v. de θ são obtidas como solução do seguinte problema não-linear de
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otimização com restrições

Min `∗(θ), (3.7)

Sujeito a h(θ) > 02n,

em que `∗(θ) = −`(θ) ∀ θ ∈ Θ.

Existem alguns métodos de otimização não-linear na literatura que podem ser im-

plementados com o objetivo de encontrar a melhor solução para o problema (3.7). Por

exemplo, podemos utilizar os métodos da penalidade, barreira ou Lagrangiano aumentado,

que baseiam-se em uma sequência de otimizações de uma função auxiliar que combina a

função objetivo, `∗, com as funções restrições, h.

Entretanto, neste contexto em particular destacamos o método de programação qua-

drática sequêncial, que aproxima o problema (3.7) por uma sequência de subproblemas

quadráticos em cada iteração do algoritmo. Utilizamos este método para obter as estima-

tivas dos parâmetros neste trabalho pois mostrou-se mais e�ciente na busca de soluções

ótimas para `∗ em relação aos demais. Para mais detalhes sobre otimização de funções com

domínio restrito, sugerimos a leitura de Nocedal e Wright (1999, p. 418-571), Luenberger,

Ye et al. (1984, p. 321-498) e Griva, Nash e Sofer (2009, p. 483-658)

Em geral, algoritmos de otimização baseados em processos iterativos necessitam de

um valor inicial para a sequência de pontos que é gerada. Para o vetor de parâmetros

β, sugerimos utilizar como valor inicial os estimadores de mínimos quadrados ordinários,

obtidos através de uma regressão linear entre as observações y, e as covariáveis associadas

à média X, conforme a expressão,

qβ = (X>X)−1X>y. (3.8)

Já como valor inicial para o vetor de parâmetros α, com base em Ferrari e Cribari-

Neto (2004), será construída uma variável auxiliar de forma que seja possível obter os

estimadores de mínimos quadrados ordinários de uma regressão linear entre estas variáveis

e as covariáveis Z, associadas à dispersão. Dado i ∈ {1, 2, . . . , n}, recorde que a variância
de Yi é expressa da forma, V(Yi) = 1

2
(φ2

i + 2φi + µ2
i ). Seja φ

′
i o estimador pelo método

dos momentos, obtido através da solução positiva da equação

φ′2i + 2φ′i + µ2
i = 2S2

y ,

em que S2
y = 1

n−1
∑n

i=1(Yi − Y )2 e Y = 1
n

∑n
i=1 Yi são a variância e a média amostral de
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Y , respectivamente. Após alguma álgebra, obtemos que

φ′i =
√

1− µ2
i + 2S2

y − 1,

que é uma solução bem de�nida se 1 + 2S2
y > µ2

i . De�na, y̌ = (y̌1, y̌2, . . . , y̌n)>, em que

qyi = qφ′i + 2|qµi|, sendo qφi =
√

1− qµ2
i + 2S2

y − 1, e qµi = x>i
qβ. Portanto, sugerimos utilizar

como valor inicial para o vetor de parâmetros α a quantidade,

qα = (Z>Z)−1Z>g(qy), (3.9)

em que g(·) é a função de ligação que relaciona o parâmetro de dispersão φi com o preditor

linear ηi, de�nida em (3.1).

3.2 Inferência sobre os parâmetros para grandes tama-
nhos amostrais

Em geral, quando a estrutura de um modelo probabilístico torna-se complexa, mais

difícil é a etapa de obtenção das propriedades dos estimadores. Avaliar o comportamento

dos estimadores propostos é de suma importância para uma correta tomada de decisão

fundamentada no modelo. No método da verossimilhança, podemos usar os resultados

da teoria assintótica acerca dos estimadores de m.v. para obter boas aproximações de

importantes quantidades como desvio-padrão e valor esperado, como também procedi-

mentos inferenciais como intervalos de con�ança e testes de hipóteses sobre os valores dos

parâmetros.

Para um tamanho amostral n su�cientemente grande e sob condições de regularidade

(COX; HINKLEY, 1974, C. 9, p. 281), o estimador de m.v. de θ possui distribuição assin-

tótica normal (k + p)-variada com valor esperado θ e matriz de variâncias e covariâncias

K(θ)−1, que denotamos por

θ̂ =

(
α̂

β̂

)
a∼ Nk+p

(
θ,K(θ)−1

)
, (3.10)

em que K(θ) é a matriz de informação esperada de Fisher expressa matricialmente pela

seguinte partição

K(θ) ≡ E
[
U(θ)U(θ)>

]
=

 Kαα Kαβ

Kβα Kββ

 , (3.11)
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sendo Kαα = Z>W1DZ, Kαβ = Z>W2DX, Kβα = K>αβ e Kββ = X>W3X, com

W1 = diag{w(1)
1 , w

(1)
2 , . . . , w

(1)
n }, W2 = diag{w(2)

1 , w
(2)
2 , . . . , w

(2)
n } e W3 = diag{w(3)

1 , w
(3)
2 ,

. . . , w
(3)
n }, cujos elementos são

w
(1)
i = [−(1 + φi)

−2 + ci(1 + φi + µi)(1 + φi)
−1 + di(1 + φi − µi)(1 + φi)

−1] g′(φi)
−1,

e
w

(2)
i = ci(1 + φi + µi)(1 + φi)

−1 − di(1 + φi − µi)(1 + φi)
−1,

w
(3)
i = ci(1 + φi + µi)(1 + φi)

−1 + di(1 + φi − µi)(1 + φi)
−1.

O resultado aproximado em (3.10) garante que o estimador de m.v. de θ é assintótica-

mente não-viesado e possui a menor variância dentre a classe de estimadores não-viesados

para θ. A matriz inversa de K(θ) pode ser particionada da forma

K(θ)−1 =

[
Kαα Kαβ

Kβα Kββ

]
,

sendo
Kαα =

(
Kαα −KαβK

−1
ββ

Kβα

)−1
,

Kαβ = −K−1ααKαβ
(
Kββ −KβαK

−1
ααKαβ

)−1
,

Kβα = −K−1
ββ

Kβα

(
Kαα −KαβK

−1
ββ

Kβα

)−1
,

Kββ =
(
Kββ −KβαK

−1
ααKαβ

)−1
.

Diferentemente dos modelos lineares generalizados, K(θ) não é uma matriz bloco-

diagonal, isto é, Kβα e Kαβ são matrizes não-nulas, o que implica que existe correlação

entre os coe�cientes das variáveis explicativas associadas à dispersão e à média. Além

disso, a matriz de variâncias e covariâncias de θ, K(θ)−1, pode ser estimada de forma

consistente, pela matriz −J(θ̂)−1 em que J é dado em (3.5) e

J(θ)−1 ≡

[
Jαα Jαβ

Jβα Jββ

]
,

sendo,

Jαα =
(
Jαα − JαβJ

−1
ββ

Jβα

)−1
,

Jαβ = −J−1ααJαβ
(
Jββ − JβαJ

−1
ααJαβ

)−1
,

Jβα = −J−1
ββ

Jβα

(
J−1αα − JαβJ

−1
ββ

Jβα

)−1
,

Jββ =
(
Jββ − JβαJ

−1
ααJαβ

)−1
.
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3.2.1 Intervalos de con�ança aproximados

De acordo com Mood, Graybill e Boes (1974, C. 8, p. 372), é desejável que as estima-

tivas pontuais sejam acompanhadas por uma medida do erro que pode ser cometido em

razão de ser analisada somente uma amostra da população. Os intervalos de con�ança são

conjuntos de valores consonantes para θ, acompanhados por uma medida de con�ança que

mensura o nível de incerteza sobre a presença do verdadeiro valor do parâmetro dentro

do intervalo estimado.

Podemos construir intervalos de con�ança aproximados para os parâmetros do modelo

de regressão Lda utilizando quantidades pivotais baseadas no resultado assintótico em

(3.10). Note que, em particular,

α̂
a∼ Nk

(
α,Kαα

)
e β̂

a∼ Np
(
β,Kββ

)
.

Desta forma, dados j ∈ {1, 2, . . . , k} e l ∈ {1, 2, . . . , p}, os intervalos de con�ança

aproximados para αj e βl com con�ança de (1−ν)100% são dados, respectivamente, pelos

intervalos [
α̂j − zν/2

(
K̂αjαj

)1/2
; α̂j + zν/2

(
K̂αjαj

)1/2]
,

e [
β̂l − zν/2

(
K̂βlβl

)1/2
; β̂l + zν/2

(
K̂βlβl

)1/2]
,

em que as quantidades K̂αjαj e K̂βlβl são, respectivamente, as variâncias assintóticas dos

estimadores α̂j e β̂l obtidas da diagonal principal (mais especi�camente o j-ésimo e o

l-ésimo elemento) das matrizes Kαα e Kββ, dadas em (3.11), avaliadas em θ̂, enquanto

que para 0 < ν < 1/2, zν/2 representa o quantil da distribuição normal padrão que

deixa uma probabilidade a direita com área ν/2. É esperado que a cada cem intervalos

de con�ança estimados a partir de amostras independentes, aproximadamente (1− ν)100

contenham o verdadeiro valor do parâmetro, ou seja, ν deve ser escolhido de forma que o

coe�ciente de con�ança (1− ν) seja próximo de um.

O intervalo de con�ança aproximado para a média de Yi, µi, dado o vetor de covariáveis

x>i , com con�ança de (1− ν)100% é dado pelo intervalo[
x>i β̂ − zν/2

(
x>i K̂

ββ
xi

)1/2

; x>i β̂ + zν/2

(
x>i K̂

ββ
xi

)1/2
]
.

Se desejamos testar a hipótese de que θt (t-ésimo elemento do vetor de parâmetros
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θ) assume algum valor em particular, digamos, zero. Podemos obter uma estimativa por

intervalo de θt e veri�car se o intervalo estimado contém o valor 0 ou não. Se contém,

então o zero é um valor admissível para o parâmetro e não rejeitamos a hipótese. Por

outro lado, se o intervalo não contém o valor zero, então rejeitamos a hipótese de que θt

seja igual a zero. A próxima sessão de�ne testes estatísticos de hipóteses para o modelo

de regressão Lda utilizando estatísticas de teste baseadas em verossimilhança.

3.2.2 Teste de hipóteses

Esta subseção dedica-se a estudar meios para testar hipóteses sobre os parâmetros do

modelo de regressão Lda. De modo geral, testes de hipóteses são úteis quando estamos

interessados em veri�car se, de acordo com a amostra observada, um determinado conjunto

de valores no espaço paramétrico é verosímil para alguns elementos, ou todos eles, do vetor

de parâmetros θ (CORDEIRO, 1992, C. 4, p. 105).

Em aplicações práticas, testar a hipótese de que algum determinado coe�ciente é

estatisticamente igual a 0, equivale a testar se o efeito da covariável associada a este

coe�ciente é nulo. Esta abordagem torna-se relevante quando existe o interesse em avaliar

a signi�cância do efeito da covariável na resposta, de maneira que fornece evidências para

considerá-la ou retirá-la do modelo. Neste sentido, podemos utilizar testes de hipóteses

como critério para seleção entre modelos que são encaixados, isto é, quando um dos

modelos é obtido a partir de alguma restrição sob o outro. Por exemplo, considere os

seguintes modelos

Modelo 1: φi = φ e µi = β0 + β1xi1 + β2xi2,

Modelo 2: φi = φ e µi = β0 + β1xi1.

Observe que o modelo 2 é obtido quando β2 = 0 no modelo 1, i.e, os modelos 1 e

2 são encaixados. Neste exemplo, em particular, selecionamos o modelo 2 se com base

na amostra observada encontrarmos evidências de que não se deve rejeitar a hipótese

H0 : β2 = 0. Caso contrário, selecionamos o modelo 1.

Testes de hipóteses em modelos de regressão são comumente de�nidos em termos das

estatísticas baseadas em verossimilhança, consideradas clássicas, conhecidas como escore

de Rao, (RAO, 1948), Wald, (WALD, 1943) e razão de verossimilhanças, (WILKS, 1938).

Alguns exemplos de sua utilização são encontradas em Rieck e Nedelman (1991) que

de�nem o teste da razão de verossimilhanças para um modelo de regressão log-linear com
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base na distribuição Birnbaum-Saunders; Ferrari e Cribari-Neto (2004) que propuseram

testes de hipóteses sobre os parâmetros do modelo de regressão beta; e Medeiros e Ferrari

(2017) que comparam o desempenho destas estatísticas com suas versões corrigidas, e

também com as estatísticas obtidas pelo método bootstrap, em amostras de tamanho

pequeno na classe dos modelos de regressão simétrico lineares e log-simétrico lineares.

Em uma proposta mais recente, Terrell (2002) de�ne a estatística gradiente, que

destaca-se por possuir propriedades semelhantes às estatísticas clássicas, e também, por

sua simplicidade no sentido de que não é necessário o conhecimento da matriz de infor-

mação de Fisher esperada, nem a observada, para obtê-la, diferentemente das estatísti-

cas escore e Wald. Para mais detalhes sobre resultados disponíveis na literatura acerca

da estatística gradiente, veja o livro de Lemonte (2016). Adicionalmente, uma interpre-

tação geométrica e grá�ca a respeito do signi�cado destas quatro estatísticas pode ser

encontrada em Muggeo e Lovison (2014). As seções seguintes formalizam esta introdução

considerando o teste sobre os coe�cientes associados à dispersão e à média.

3.2.2.1 Coe�cientes associados à dispersão

Fundamentado no resultado assintótico (3.10), dado j ∈ {1, 2, . . . , k}, a signi�cância

individual dos coe�cientes associados à dispersão, αj, pode ser testada através da raiz

quadrada da estatística do teste de Wald. De�na as hipóteses

H0 : αj = 0 contra Ha : αj 6= 0.

A estatística do teste é de�nida por

Zαj
=

α̂j√
K̂αjαj

,

em que, sob H0 : αi = 0, Zαi
possui distribuição assintótica normal padrão. Rejeitamos a

hipótese nula, a um nível de 100ν%, ν ∈ (0, 1), quando a estatística do teste for maior do

que o percentil 100(1− ν)% da distribuição N (0, 1).

Conforme a abordagem de Neyman-Pearson, (para mais detalhes, sugerimos a leitura

de Neyman e Pearson (1933) e Lehmann (1993)) a hipótese nula é formulada de acordo

com o erro mais grave que se possa cometer. Este erro é comumente referenciado como

erro tipo 1 que ocorre quando rejeita-se H0 dado que esta hipótese é verdadeira. Em

nosso contexto, ν representa uma aproximação para a probabilidade deste tipo de erro

ser cometido. Portanto, seu valor deve ser pequeno.
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De forma geral, considere as seguintes hipóteses acerca do efeito das covariáveis asso-

ciadas à dispersão do modelo de regressão Lda

H0 : α2 = α0 contra Ha : α2 6= α0, (3.12)

em que α é particionado da forma α = (α>1 ,α
>
2 )>, com α1 = (α1, α2, . . . , αk−q)

> e α2 =

(αk−q+1, αk−q+2, . . . , αk)
>, sendo q ≤ k. Adicionalmente, α0 é um vetor q-dimensional

conhecido e �xado.

A partição no vetor de parâmetros α induz as seguintes partições, Uα(θ) =
(
U>α1

,

U>α2

)>
em que Uα1 = Z>1 Du1 e Uα2 = Z>2 Du1 e

Kαα =

[
Kα1α1 Kα1α2

Kα2α1 Kα2α2

]
,

com a partição na matriz de planejamento das covariáveis associadas à dispersão, Z =

(Z1,Z2), em que Z1 e Z2 são matrizes de dimensão n× (k − q) e n× q, respectivamente.
Embora seja omitido por razões de não carregar as notações, as componentes particionadas

da função escore, assim como da matriz inversa da informação de Fisher, dependem de

todos os elementos do vetor θ> =
(
α>,β>

)
.

Sejam θ̃
>

=
(
α̃>1 ,α

>
0 , β̃

>)
e θ̂

>
=
(
α̂>1 , α̂

>
2 , β̂

>)
os estimadores de máxima ve-

rossimilhança restrito à hipótese nula (H0 : α2 = α0) e irrestrito (Ha : α2 6= α0),

respectivamente. As estatísticas do teste escore de Rao, Wald, razão de verossimilhanças

e gradiente são de�nidas, respectivamente, por

Sr = ũ>1 D̃Z2K̃
α2α2Z>2 D̃ũ1,

Sw = (α̂2 −α0)
>
(
K̂α2α2

)−1
(α̂2 −α0) ,

Sl = 2
[
`(θ̂)− `(θ̃)

]
,

St = U(θ̃)>
(
θ̂ − θ̃

)
,

(3.13)

em que K̃α2α2 = Kα2α2(θ̃) e K̂α2α2 = Kα2α2(θ̂). Enfatizamos que as demais quanti-

dades com �∼� e �∧� em (3.13) são avaliadas nos estimadores restrito, θ̃, e irrestrito, θ̂,

respectivamente. Sob a hipótese nula, i.e., H0 : α2 = α0, todas as estatísticas em (3.13)

possuem distribuição assintótica qui-quadrado com q graus de liberdade, denotada por χ2
q.

Assim, rejeitamos a hipótese nula, a um nível de 100ν%, ν ∈ (0, 1), quando a estatística

do teste for maior do que o percentil 100ν% da distribuição χ2
q.

A �m de manter o princípio da parcimônia, podemos estar interessados em veri�car

se um modelo com dispersão constante é mais adequado do que um modelo sem esta
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suposição. Neste contexto, a hipótese

H0 : φ1 = φ2 = · · · = φn = φ

equivale a um caso particular das hipóteses em (3.12). A saber,

H0 : α2 = 0k−1 contra Ha : α2 6= 0k−1,

em que o parâmetro α é particionado como α = (α1,α
>
2 )> sendo α2 = (α2, α3, . . . , αk)

>

e na especi�cação do modelo em (3.1), assume-se zi1 = 1 para todo i = 1, 2, . . . , n.

3.2.2.2 Coe�cientes associados à média

De forma análoga ao que foi apresentado na Seção 3.2.2.1, dado l ∈ {1, 2, . . . , p},
considere a seguinte hipótese estatística a respeito da signi�cância do j-ésimo coe�ciente

associado à média do modelo Lda

H0 : βl = 0 contra Ha : βl 6= 0.

A estatística do teste é de�nida por

Zβl =
β̂l√
K̂βlβl

,

que, por (3.10), possui distribuição assintótica normal padrão. Assim, rejeitamos a hipó-

tese nula, a um nível de 100ν%, ν ∈ (0, 1), quando a estatística do teste for maior do que

o percentil 100(1− ν)% da distribuição N (0, 1).

Considere agora o interesse em testar o efeito das covariáveis associadas à média do

modelo de regressão Lda conforme as seguintes hipóteses

H0 : β2 = β0 contra Ha : β2 6= β0,

em que β é particionado da forma β = (β>1 ,β
>
2 )>, com β1 = (β1, β2, . . . , βp−r)

> e β2 =

(βp−r+1, βp−r+2, . . . , βp)
>, sendo r ≤ p. Neste caso, β0 é um vetor r-dimensional conhecido

e �xado.

A partição no vetor de parâmetros β induz as seguintes partições, Uβ(θ) =
(
U>α,
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U>β1

,U>β2

)>
, em que Uβ1

= X>1 u2 e Uβ2
= X>2 u2 e

Kββ =

[
Kβ1β1 Kβ1β2

Kβ2β1 Kβ2β2

]
,

com a partição na matriz de planejamento das covariáveis associadas à média, X =

(X1,X2), em que X1 e X2 são matrizes de dimensão n × (p − r) e n × r, respectiva-

mente.

Sejam θ̃
>

=
(
α̃>, β̃

>
1 ,β

>
0

)
e θ̂
>

=
(
α̂>, β̂

>
1 , β̂

>
2

)
os estimadores de máxima verossi-

milhança restrito à hipótese nula (H0 : β2 = β0) e irrestrito (Ha : β2 6= β0), respectiva-

mente. As estatísticas do teste escore de Rao, Wald, razão de verossimilhanças e gradiente

são de�nidas, respectivamente, por

Sr = ũ>2X2K̃
β2β2X>2 ũ2,

Sw =
(
β̂2 − β0

)> (
K̂β2β2

)−1 (
β̂2 − β0

)
,

Sl = 2
[
`(θ̂)− `(θ̃)

]
,

St = U(θ̃)>
(
θ̂ − θ̃

)
,

(3.14)

em que K̃β2β2 = Kβ2β2(θ̃) e K̂β2β2 = Kβ2β2(θ̂). Como anteriormente, as demais

quantidades com �∼� e �∧� em (3.14) são avaliadas nos estimadores restrito, θ̃, e irrestrito,

θ̂, respectivamente. Sob a hipótese nula, i.e., H0 : β2 = β0, todas as estatísticas em (3.14)

possuem distribuição assintótica qui-quadrado com r graus de liberdade, isto é, χ2
r. Assim,

rejeitamos a hipótese nula, a um nível de 100ν%, ν ∈ (0, 1), quando a estatística do teste

for maior do que o percentil 100ν% da distribuição χ2
r.

3.3 Diagnósticos

Em aplicações práticas, um modelo estatístico resume-se a uma aproximação matemá-

tica de mecanismos complexos que geram as observações de um fenômeno de interesse em

particular (COOK, 1986). Neste sentido, quando um modelo é ajustado a um conjunto de

dados podem ocorrer possíveis afastamentos de suas suposições. Por esta razão, torna-se

relevante a procura por técnicas que possam fornecer diagnósticos do ajuste, de forma que,

um diagnóstico positivo fomenta con�ança nos resultados obtidos e norteia uma tomada

de decisão correta sobre quais fatores, de fato, in�uenciam na variável resposta.

Conforme Atkinson e Riani (2000, Prefácio) dissertam, de acordo com o método ao

qual os modelos são ajustados a um conjunto de dados, pode existir perda de informação
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acerca do efeito individual das observações nas estimativas e nos procedimentos inferen-

ciais que são realizados nos parâmetros. Pontos discrepantes, também conhecidos como

outliers, são observações ou grupos de observações que diferem substancialmente das de-

mais, e geralmente são as causas de falhas no procedimento de avaliação do ajuste. A

análise de resíduos fornece meios para a identi�cação destes pontos e de outras possíveis

causas de um ajuste inapropriado.

Esta seção objetiva-se em fornecer técnicas de diagnósticos para a avaliação da quali-

dade do ajuste do modelo de regressão Lda, e está estruturada conforme segue. Na Sub-

seção 3.3.1, apresentamos alguns procedimentos grá�cos que podem ser utilizados para

comparar as frequências que foram observadas no conjunto de dados e que são espera-

das pelo modelo. A �m de minimizar eventuais subjetividades grá�cas, propomos uma

quantidade capaz de mensurar a linearidade entre estas frequências na mesma escala do

coe�ciente de determinação (R2) utilizado em modelos lineares. Na Subseção 3.3.2, de-

�nimos dois tipos de resíduos, a saber, os resíduos de Pearson e os resíduos quantílicos

aleatorizados, e comentamos sobre técnicas grá�cas que podem ser utilizadas para a etapa

de diagnóstico do ajuste.

3.3.1 Qualidade do ajuste

No ajuste de modelos fundamentados em distribuições discretas, comparar as frequên-

cias observadas da variável resposta com suas respectivas frequências esperadas é uma das

primeiras maneiras de veri�car a distância entre o modelo ajustado e os dados observa-

dos. No que segue, sejam yi ∈ Z, i = 1, 2, . . . , n, uma amostra observada de tamanho n

su�cientemente grande e, Z e X as matrizes de planejamento associadas à dispersão e à

média do modelo de regressão Lda ajustado conforme a especi�cação em (3.1).

Tomando como base a de�nição apresentada em Kleiber e Zeileis (2016), de�ni-

mos as frequências observadas e esperadas para o resultado z ∈ U = {z ∈ Z; yi =

z, para algum i = 1, 2, . . . , n} ⊂ Z, repectivamente, como

Oz =
∑n

i=1 I(yi = z),

Ez =
∑n

i=1 f(z; φ̂i, µ̂i),

em que I(x ∈ A) é uma função indicadora que é igual a 1, se o elemento x pertence

ao conjunto A e 0 caso contrário e, φ̂i = g−1(z>i α̂) e µ̂i = x>i β̂ são, respectivamente,

os valores ajustados para a dispersão e a média de Yi com coe�cientes estimados via

estimador de m.v., θ̂.
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É esperado que se o ajuste do modelo for adequado aos dados, as frequências observa-

das e esperadas estejam próximas. Estas frequências podem ser comparadas visualmente

através de um grá�co de barras, como apresentado na Figura 4. Nesta �gura, comparamos

as frequências observadas e esperadas para um bom ajuste, Figura 4 (a), e um mau ajuste,

Figura 4 (b), do modelo de regressão Lda a dados simulados. A escala raiz quadrada pode

ser usada no grá�co para facilitar a visualização de resultados com baixa ocorrência.
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Figura 4: Comparação grá�ca entre as frequências observadas e esperadas associadas a
um bom ajuste, �gura (a), e um mau ajuste, �gura (b), do modelo de regressão Lda a
dados simulados.

Para gerar os dados sob o contexto de um bom ajuste, simulamos uma amostra com

400 observações do modelo de regressão Lda especi�cado por

Yi ∼ LDA(φi, µi), ηi = 0, 5 + 0, 3zi e µi = 0, 5− 0, 3xi,

em que φi = exp(ηi) e todas as covariáveis foram simuladas, de forma independente, de

acordo com a distribuição uniforme no intervalo (0, 1). Para gerar as observações sob o

contexto de um mau ajuste do modelo de regressão Lda, simulamos a variável resposta a

partir da diferença entre duas variáveis aleatórias independentes com distribuição de Pois-

son com parâmetros iguais a 10 e 5, respectivamente, e ajustamos o modelo considerando

as mesmas covariáveis simuladas anteriormente.

Kleiber e Zeileis (2016) propuseram grá�cos de barras alternativos, baseados na com-

paração de frequências observadas e esperadas, como uma forma de visualizar o ajuste

de modelos de regressão para variáveis de contagem. Esses grá�cos são conhecidos como

grá�co das raízes (tradução livre do inglês da palavra rootogram) em que a i-ésima barra

do grá�co possui como limite inferior o valor da diferença
√
Ez −

√
Oz e altura

√
Oz. Isto

implica que um ajuste adequado levaria ao limite inferior ser próximo de 0 para todo

z ∈ U.
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A critério de interpretação, barras com limite inferior acima de 0, representam ob-

servações com uma frequência menor do que a esperada, enquanto que barras com limite

inferior abaixo de 0 representam observações com uma frequência maior do que a espe-

rada. Como complemento, uma curva com os valores
√
Ez também é adicionada ao grá�co

formando o desenho da distribuição esperada. A Figura 5 apresenta o grá�co das raízes

para o ajuste do modelo de regressão Lda aos mesmos dados que foram ajustados para a

confecção da Figura 4.
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(b) Modelo mal ajustado

Figura 5: Grá�cos das raízes para um bom ajuste, �gura (a), e um mau ajuste, �gura (b),
do modelo de regressão Lda a dados simulados.

Uma análise grá�ca das frequências nem sempre pode oferecer as informações ne-

cessárias acerca da qualidade do ajuste em razão de sua subjetividade. Neste sentido,

é necessário estabelecer alguma quantidade que possa mensurar o quanto o ajuste está

adequado. Uma medida de qualidade de ajuste bastante utilizada em aplicações práticas

para o diagnóstico de modelos lineares com erros homocedásticos é o coe�ciente de deter-

minação, geralmente denotado por R2. Esta medida, que no contexto de modelos lineares

é de�nida como a razão entre a soma de quadrados da regressão e a soma de quadrados

total, mensura o quanto o modelo ajustado explica os dados observados.

Nos modelos de regressão nos quais o coe�ciente de determinação não é bem de�-

nido costuma-se utilizar as medidas de pseudo-R2. Estas medidas são utilizadas com a

�nalidade de mensurar a qualidade do ajuste, e são de�nidas de maneira a possuírem

propriedades semelhantes às do coe�ciente de determinação. Podemos citar Cameron e

Windmeijer (1996) que propuseram algumas diferentes medidas de pseudo-R2 baseadas

na de�nição de resíduos para modelos de contagens e Ferrari e Cribari-Neto (2004) que

propuseram o modelo de regressão beta e de�niram um pseudo-R2 para este modelo com

base nos valores observados e ajustados.
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Para avaliar a qualidade do ajuste do modelo de regressão Lda, de�nimos

R̃2 =

[∑
z∈U
(
Oz − sO

) (
Ez − sE

)]2∑
z∈U
(
Oz − sO

)2∑
z∈U
(
Ez − sE

)2 ,
em que sO = 1

u

∑
z∈UOz e sE = 1

u

∑
z∈UEz representam a média dos valores observados

e esperados, respectivamente, sendo u o número de elementos do conjunto U. Note que
0 ≤ R̃2 ≤ 1, e R̃2 ≈ 1 sugere que o modelo de regressão Lda está bem ajustado aos dados

observados. Por exemplo, para os mesmos dados ajustados nas Figuras 4 e 5 obtemos que

R̃2 = 98, 91% para um bom ajuste, enquanto que R̃2 = 1, 43% para um mau ajuste.

É importante utilizar o pseudo-R2, como também a comparação entre as frequên-

cias observadas e esperadas, com cautela. Tamanhos amostrais pequenos podem distorcer

estes procedimentos levando a uma conclusão errônea acerca do ajuste do modelo. Em

contrapartida, estas técnicas sozinhas não possuem fundamentos para comparação entre

modelos, sejam eles encaixados ou não. Em resumo, as quantidades aqui mencionadas

formam um conjunto de procedimentos para uma avaliação global inicial do ajuste do

modelo aos dados observados, sendo um dos primeiros passos para uma investigação mais

profunda do ajuste e sobre quais variáveis possuem efeito signi�cativo na resposta.

3.3.2 Análise de resíduos

Resíduos são amplamente utilizados para avaliar se o modelo que foi ajustado aos

dados é adequado, de maneira que permite avaliar a contribuição individual de cada ob-

servação no ajuste do modelo aos dados. A sua utilização como ferramenta de diagnóstico

tem sido considerada desde meados da década de 60. Anscombe (1961) apresentou al-

guns métodos para examinar resíduos provenientes do ajuste de um modelo linear. Em

Anscombe e Tukey (1963) pode-se encontrar uma revisão detalhada a cerca da análise de

resíduos e referências anteriores. Cox e Snell (1968) propuseram uma de�nição geral de

resíduos como uma função das observações e das estimativas.

Uma maneira comum de de�nir resíduos baseia-se na diferença yi−µ̂i, que compara os
valores observados e ajustados. Em particular, os resíduos de Pearson são frequentemente

considerados para a etapa de diagnóstico do ajuste de modelos de regressão devido a sua

simplicidade. Os resíduos de Pearson para o modelo de regressão Lda são de�nidos por

rpi =
Yi − µ̂i
V̂1/2

,

em que µ̂i e V̂ = 1
2

(
φ̂2
i + 2φ̂i + µ̂2

i

)
são, respectivamente, a média e a variância ajustadas
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para a resposta do i-ésimo indivíduo. No entanto, a suposição de normalidade para estes

resíduos pode ser inapropriada quando distribuições assimétricas e leptocúrticas1 são as-

sumidas para a variável resposta (STASINOPOULOS et al., 2017, Cap. 12, p. 418), e uma

vez que é assumido que as observações são distribuídas conforme a distribuição Lda, não

existem garantias de que rpi possua distribuição normal.

Pregibon et al. (1981) e McCullagh e Nelder (1983) propuseram os resíduos da des-

viância2 para a etapa de diagnóstico na classe de modelos lineares generalizados. Estes

resíduos levam em consideração a informação individual de cada observação nas estima-

tivas dos parâmetros, e baseiam-se em uma função do quociente das verossimilhanças do

modelo saturado com o ajustado.

Em termos interpretativos, os resíduos da desviância mensuram o quanto o modelo

ajustado (parcimonioso) se aproxima do modelo saturado (quando estima-se os parâmetros

φi e µi para cada indivíduo). Entretanto, estes resíduos não são bem de�nidos no modelo

de regressão Lda. Com efeito, dado i ∈ {1, 2, . . . , n}, os estimadores do modelo saturado

são de�nidos como o par (φ̂i, µ̂i) que maximiza a função `i(φi, µi) e satisfaz a restrição

φi > |µi|. Com base em (2.9), o par (φ̂i, µ̂i) tal que,

∂`i(φi, µi)

∂φi

∣∣∣∣
(φi,µi)=(φ̂i,µ̂i)

= 0 e
∂`i(φi, µi)

∂µi

∣∣∣∣
(φi,µi)=(φ̂i,µ̂i)

= 0,

é igual a (|Yi|, Yi), os quais não respeitam as restrições impostas pelo modelo φi > |µi|
para todo i = 1, 2, . . . , n. Por este motivo, não consideramos os resíduos da desviância

como método de diagnóstico para o ajuste do modelo de regressão Lda.

Por outro lado, com o avanço da área de modelos de regressão, diferentes distribui-

ções têm sido consideradas para modelar variáveis respostas com propriedades distantes

da normalidade. Em virtude disto, tem sido crescente a necessidade de metodologias de di-

agnóstico bem estabelecidas para a avaliação do ajuste do modelo. Os resíduos quantílicos

aleatórizados, propostos por Dunn e Smyth (1996), destacam-se por possuírem distribui-

ção normal padrão, a menos de variação amostral, para qualquer que seja a distribuição

da variável resposta, se esta for a distribuição correta. Sendo assim, a forma com que o

diagnóstico do ajuste é feito assemelha-se com a teoria de análise de resíduos em modelos

lineares.

Seja F(Yi;φi, µi) a função de distribuição do modelo de regressão Lda avaliada na

1Podemos dizer que uma distribuição é leptocúrtica se esta possui caudas mais pesadas que as da
distribuição normal.

2Traduzido do inglês, deviance residual, para o português conforme Paulino et al. (2011).



46

resposta do i-ésimo indivíduo, em que F é de�nida em (2.5) e são assumidas as relações

em (3.1). Então o resíduo quantílico aleatorizado para Yi é de�nido como

rqi = Φ−1(Ui),

em que Φ−1(·) representa a função quantílica da distribuição normal padrão, e Ui é uma
v.a. com distribuição uniforme no intervalo (ai, bi], sendo,

ai = lim
y↑yi
F(y; φ̂i, µ̂i) = F(yi − 1; φ̂i, µ̂i) e bi = F(yi; φ̂i, µ̂i).

Em aplicações práticas, é comum que os resíduos sejam apresentados em grá�cos

que facilitem um diagnóstico positivo ou possibilite a detecção de possíveis afastamentos

das suposições do modelo. Por exemplo, os grá�cos dos resíduos são úteis para detectar

pontos discrepantes, suposições inadequadas sobre o modelo como suposição indevida de

dispersão constante ou da função de ligação, e ainda na detecção de não-linearidade entre

o preditor linear e as variáveis explicativas. Alguns grá�cos que podem ser utilizados são

• Resíduos versus índice das observações;

• Resíduos versus valores ajustados;

• Resíduos versus variáveis explicativas;

• Resíduos versus variáveis que foram omitidas no ajuste;

• Grá�co de probabilidade normal dos resíduos.

O grá�co de probabilidade normal compara os quantis da distribuição amostral dos

resíduos com os quantis teóricos da distribuição normal. Embora este grá�co seja útil

para veri�car a normalidade dos resíduos quantílicos aleatorizados, este não pode ser dito

dos resíduos de Pearson, uma vez que não possuem distribuição conhecida. No entanto,

Atkinson (1985, C. 4, p. 34) sugere a criação de envelopes simulados para serem apresen-

tados juntamente ao grá�co de probabilidade normal dos resíduos, com a �nalidade de

fornecer uma região de con�ança para avaliar se os resíduos observados são consonantes

com o modelo ajustado, mesmo que não possuam distribuição conhecida.

Em particular, os envelopes simulados para os resíduos do modelo de regressão Lda

podem ser obtidos através do seguinte algoritmo.

(i) Ajuste o modelo de regressão Lda aos dados observados e obtenha φ̂i = g−1(z>i α̂) e

µ̂i = x>i β̂, t = 1, 2, . . . , n;
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(ii) Utilizando φ̂i e µ̂i como parâmetros, gere uma amostra de tamanho n de Ỹi ∼
LDA(φ̂i, µ̂i);

(iii) Ajuste o modelo aos dados simulados, e obtenha de forma ordenada os resíduos de

Pearson r̃pi , e os resíduos quantílicos aleatorizados r̃
q
i , i = 1, 2, . . . , n;

(iv) Repita os passos (ii) e (iii) K vezes, de modo que seja obtido n conjuntos de K resí-

duos ordenados tanto para os resíduos de Pearson, como para os resíduos quantílicos

aleatorizados;

(v) Para cada i = 1, 2, . . . , n, obtenha: o valor mínimo e o valor máximo para a região

mais externa do grá�co; os percentis 0,025 e 0,975 para a região intermediária do

grá�co; os percentis 0,005 e 0,995 para a região mais interna do grá�co; e a mediana

dos K resíduos ordenados para ambos os resíduos;

(vi) Faça o grá�co de probabilidade normal das quantidades em (v) juntamente com

os resíduos resultantes do ajuste original do modelo de regressão Lda aos dados

observados.

Como forma de ilustrar a utilização dos resíduos para a detecção de ajustes inadequa-

dos, iremos apresentar alguns grá�cos resultantes do ajuste do modelo de regressão Lda

a amostras simuladas.
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Figura 6: Grá�co dos resíduos para a detecção de observações discrepantes.

A Figura 6 apresenta os resíduos em um ajuste realizado na presença de pontos

discrepantes à distribuição Lda. Neste ajuste, em particular, simulamos uma amostra

de tamanho 200 de Yi ∼ LDA(φ, µi), com φ = 5 e µi = 1− 2xi, sendo xi gerada de uma

distribuição uniforme no intervalo (−1, 1). Substituímos as observações #8 e #66 por duas

novas observações geradas de uma população com distribuição binomial proveniente de 200
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ensaios de Bernoulli e com probabilidade de sucesso igual a 0,9. Note que as observações

que foram substituídas podem ser facilmente detectadas em ambos os grá�cos.

Com base no estudo feito por Feng, Sadeghpour e Li (2017), e Lemonte e Moreno-

Arenas (2018), na Figura 7 apresentamos o grá�co dos resíduos utilizado com a �nalidade

de detectar a não-linearidade entre o preditor linear e as variáveis explicativas associadas à

média. Simulamos uma amostra de tamanho 1000 de Yi ∼ LDA(φi, µi), i = 1, 2, . . . , 1000,

em que

µi = 1 + 20x2i ,

sendo φi = 22 e xi observações geradas de uma população uniforme com valores no

intervalo (−1, 1), e ajustamos o modelo considerando,

µi = β0 + β1xi.
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(b) Modelo bem ajustado

Figura 7: Grá�co dos resíduos utilizados para a detecção de não-linearidade entre o predi-
tor linear e as variáveis explicativas associadas à média, em que a primeira linha apresenta
um mau ajuste do modelo de regressão Lda, enquanto que a segunda apresenta um bom
ajuste.
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Observe que é possível visualizar uma relação quadrática entre ambos os resíduos e as

observações da variável x, sugerindo que existe não-linearidade entre o preditor linear e

a variável explicativa considerada. Note ainda que ao ajustarmos o modelo considerando

µi = β0 + β1x
2
i , os resíduos comportam-se de forma aleatória e sem padrão aparente

sugerindo um ajuste adequado.
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(b) Modelo bem ajustado

Figura 8: Grá�co de probabilidade normal dos resíduos com envelopes simulados para um
ajuste com suposição indevida de dispersão constante (primeira linha) e para um bom
ajuste do modelo de regressão Lda (segunda linha).

Por �m, a Figura 8 apresenta a utilização do grá�co de probabilidade normal dos

resíduos em um ajuste no qual é indevidamente suposto que a dispersão do modelo é

constante. Neste caso, simulamos uma amostra de tamanho 200 de Yi ∼ LDA(φi, µi),

i = 1, 2, . . . , 200, em que

log(φi) = 2 + 2z1i + 2z2i e µi = 1− xi,

sendo z1t observações geradas de uma população uniforme com valores no intervalo (−1, 1)

e as variáveis z2t e xt foram geradas de uma população uniforme no intervalo (0, 1), e
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ajustamos o modelo considerando,

φi = φ e µi = β0 + β1xi.

É possível perceber na Figura 8 (a) que existem evidências de um ajuste inadequado,

uma vez que os resíduos não encontram-se dentro dos envelopes simulados. Em contraste,

a Figura 8 (b) apresenta o grá�co de probabilidade normal para o ajuste do modelo sob a

suposição de que log(φi) = α0+α1z1i+α2z2i. Nesta �gura, ambos os resíduos encontram-se

dentro dos envelopes simulados sugerindo que o ajuste está adequado.
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4 Estudo de simulação

Nos capítulos anteriores foram apresentados diferentes procedimentos inferenciais so-

bre os parâmetros do modelo de regressão Lda, como estimação pontual, intervalos de

con�ança aproximados e testes de hipóteses. É notável que todo o alicerce teórico apresen-

tado, que constitui-se de importantes propriedades acerca da distribuição dos estimadores

de m.v. e das estatísticas do teste, é fundamentado na teoria assintótica. Entretanto, a

acurácia destas propriedades pode ser distorcida pelo fato de, na prática, observarmos

apenas uma amostra de tamanho �nito. Além disso, o método de otimização não-linear

utilizado para obter as estimativas de m.v. também é um fator que pode contribuir para

a ocorrência de possíveis instabilidades numéricas.

Neste capítulo, são apresentados os resultados obtidos a partir de três estudos de

simulação realizados com os seguintes objetivos: (i) Avaliar o desempenho dos estimadores

de m.v. na etapa de estimação dos parâmetros do modelo de regressão Lda em diferentes

tamanhos amostrais; (ii) Avaliar se as taxas de rejeição da hipótese nula, obtidas a partir

da distribuição amostral simulada dos testes propostos na Subseção 3.2.2, estão próximas

do nível nominal desejado e também avaliar o poder do teste em alguns dos cenários

considerados; e (iii) Obter informações acerca da distribuição amostral dos resíduos de

Pearson e veri�car a normalidade dos resíduos quantílicos aleatorizados, ambos de�nidos

na Subseção 3.3.2.

Os resultados foram obtidos em linguagem de programação R (R Core Team, 2018), e

cada estudo de simulação é resumido em tabelas descritivas com apoio visual nos grá�cos

apresentados no Apêndice C. As estimativas foram obtidas através do método da progra-

mação quadrática sequencial com a função nloptr, a qual pertence ao pacote de mesmo

nome. Para um detalhamento teórico a respeito do método de otimização utilizado, suge-

rimos a leitura de Kraft (1988). Em todas as simulações realizadas nas quais foi necessário

estimar os parâmetros do modelo, utilizamos como valor inicial para o algoritmo de oti-

mização as quantidades propostas nas equações (3.8) para o vetor β, e (3.9) para o vetor

α.
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4.1 Estimação

Neste primeiro estudo de simulação, estamos interessados em veri�car as propriedades

do estimador de m.v. com base na estimação dos parâmetros do modelo de regressão Lda

especi�cado por
Yi ∼ LDA(φi, µi),

ηi = α0 + α1zi1 + α2zi2, i = 1, 2 . . . , n,

µi = β0 + β1xi1 + β2xi2,

em que φi = exp(ηi) e todas as covariáveis foram geradas, de forma independente, de uma

distribuição uniforme no intervalo (0, 1), permanecendo �xas durante cada cenário consi-

derado. Optamos pela utilização destas covariáveis pela fácil obtenção de características

populacionais desejadas, e também, para que sejam satisfeitas as restrições φi > |µi|, para
todo i = 1, 2, . . . , n.

Utilizamos 5000 réplicas Monte Carlo para obter as estimativas dos coe�cientes e

calculamos, a partir de sua distribuição amostral simulada, a média, o viés, a raiz quadrada

do erro quadrático médio e o desvio-padrão de�nidos, respectivamente, por

θ̂
(t)
med =

1

5000

5000∑
j=1

θ̂
(t)
j ,

b(θ̂(t)) =
1

5000

5000∑
j=1

(
θ̂
(t)
j − θ(t)

)
,

√
eqm(θ̂(t)) =

√
eqm =

√√√√ 1

5000

5000∑
j=1

(
θ̂
(t)
j − θ(t)

)2
,

sd(θ̂(t)) = sd =

√√√√ 1

4999

5000∑
j=1

(
θ̂
(t)
j − θ̂

(t)
med

)2
,

em que θ̂(t) é a estimativa de m.v. do t-ésimo elemento do vetor de parâmetros θ =

(α0, α1, α2, β0, β1, β2)
>. Adicionalmente, o índice j ∈ {1, 2, . . . , 5000} representa o valor

obtido na j-ésima réplica do cenário considerado. A critério de comparação, nas tabelas

de resultados também apresentamos o verdadeiro valor do parâmetro θ(t) e o erro-padrão

assintótico esperado de seu estimador, θ̂(t). Este erro-padrão é obtido a partir do cálculo

da raiz quadrada do t-ésimo elemento da diagonal principal da matriz K−1(θ) avaliada

em θ, que denotaremos por
√
Ktt.

Os cenários tratados neste estudo de simulação levam em conta possíveis caracterís-

ticas da distribuição populacional da variável resposta Yi. Avaliamos as estimativas dos
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parâmetros quando esta distribuição é assimétrica à esquerda (µi < 0), quando é aproxi-

madamente simétrica em torno do zero (µi ≈ 0) e quando a distribuição de Yi é assimétrica

à direita (µi > 0). Adicionalmente, também controlamos o grau de heterogeneidade en-

tre os indivíduos, de�nido pela razão λ = max(φi)/min(φi), de maneira que seja baixo,

λ ∈ (9, 12), e alto, λ ∈ (50, 60). Como tamanhos amostrais, consideramos n = 50, 100, 200

e 400. Os verdadeiros valores dos parâmetros conforme cada cenário são apresentados no

seguinte esquema

• Grau de heterogeneidade baixo: λ ∈ (9, 12)

• Assimetria à esquerda: α = (2, 5; 1; 1, 5)> e β = (−2;−2, 5;−3)>,

• Aproximadamente simétrica: α = (2, 5; 1; 1, 5)> e β = (1;−2;−1)>,

• Assimetria à direita: α = (2, 5; 1; 1, 5)> e β = (2; 2, 5; 3)>.

• Grau de heterogeneidade alto: λ ∈ (50, 60)

• Assimetria à esquerda: α = (2; 1; 3, 5)> e β = (−2;−2, 5;−3)>,

• Aproximadamente simétrica: α = (2; 1; 3, 5)> e β = (1;−2;−1)>,

• Assimetria à direita: α = (2; 1; 3, 5)> e β = (2; 2, 5; 3)>.

As Tabelas 2, 3 e 4 apresentam os resultados obtidos em populações com distribuição

Lda assimétrica à esquerda, aproximadamente simétrica e assimétrica à direita, respec-

tivamente, com grau de heterogeneidade populacional baixo. De modo geral, é possível

perceber que as estimativas estão próximas dos verdadeiros valores de seus respectivos pa-

râmetros estimados, re�etindo um viés pequeno com valor absoluto próximo de zero. Além

disso, a variabilidade observada das estimativas está próxima da esperada, apesar de ser

maior em todos os casos. Não é possível a�rmar que o viés dos estimadores sempre diminui

quando o tamanho da amostra aumenta, entretanto, �ca evidente que aproxima-se de 0

quando o tamanho amostral é grande. Adicionalmente, a variabilidade das estimativas, e

a raiz do erro quadrático médio, diminuem quando o tamanho da amostra aumenta.

Já as Tabelas 5, 6 e 7 descrevem os resultados obtidos a partir da estimação dos

parâmetros do modelo de regressão Lda em amostras de populações com distribuição

assimétrica à esquerda, aproximadamente simétrica e assimétrica à direita, com grau de

heterogeneidade populacional alto. Em geral, as conclusões são similares as que foram

obtidas a partir da análise das Tabelas 2, 3 e 4. Não foram observadas particularidades

devido às características populacionais consideradas.
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Conclui-se que de modo geral, a média das estimativas obtidas esteve próxima do

verdadeiro valor de seus respectivos parâmetros estimados com variabilidade próxima a

esperada, mesmo com um tamanho amostral igual a 50. Observamos que as características

populacionais que foram consideradas, assimetria e grau de heterogeneidade, não in�uen-

ciaram de forma substancial nas estimativas obtidas. Pode-se perceber ainda que a raiz

do erro quadrático médio aproxima-se de zero quando o tamanho da amostra aumenta, o

que era esperado uma vez que o estimador de m.v. é assintoticamente e�ciente.

Tabela 2: Estimativas dos parâmetros para uma população com distribuição assimétrica
à esquerda e com grau de heterogeneidade baixo.

n Parâmetro θ(t) θ̂
(t)
med b(θ̂(t))

√
Ktt

√
eqm sd

50 α0 2,5 2,3673 −0,1327 0,3681 0,4384 0,4178
α1 1,0 1,0521 0,0521 0,4975 0,5771 0,5747
α2 1,5 1,5909 0,0909 0,4829 0,5826 0,5755
β0 −2,0 −1,8251 0,1749 8,3630 9,1764 9,1748
β1 −2,5 −2,7396 −0,2396 11,629 12,611 12,609
β2 −3,0 −3,1232 −0,1232 9,8152 10,558 10,557

100 α0 2,5 2,4231 −0,0769 0,2608 0,2891 0,2787
α1 1,0 1,0407 0,0407 0,3536 0,3914 0,3893
α2 1,5 1,5464 0,0464 0,3454 0,3744 0,3716
β0 −2,0 −2,0486 −0,0486 5,6173 5,9235 5,9233
β1 −2,5 −2,2626 0,2374 8,2422 8,7764 8,7732
β2 −3,0 −3,1168 −0,1168 8,5427 9,0460 9,0453

200 α0 2,5 2,4689 −0,0311 0,1726 0,1807 0,1780
α1 1,0 1,0072 0,0072 0,2445 0,2538 0,2537
α2 1,5 1,5233 0,0233 0,2463 0,2555 0,2545
β0 −2,0 −1,9133 0,0867 4,0207 4,1646 4,1637
β1 −2,5 −2,5653 −0,0653 5,3890 5,7118 5,7114
β2 −3,0 −3,0888 −0,0888 5,7617 5,9206 5,9199

400 α0 2,5 2,4832 −0,0168 0,1344 0,1367 0,1356
α1 1,0 1,0069 0,0069 0,1670 0,1706 0,1704
α2 1,5 1,5103 0,0103 0,1780 0,1819 0,1816
β0 −2,0 −2,0463 −0,0463 3,2005 3,3160 3,3157
β1 −2,5 −2,4211 0,0789 4,1916 4,3322 4,3315
β2 −3,0 −3,0117 −0,0117 4,0098 4,0950 4,0950
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Tabela 3: Estimativas dos parâmetros para uma população com distribuição aproximada-
mente simétrica e com grau de heterogeneidade baixo.

n Parâmetro θ(t) θ̂
(t)
med b(θ̂(t))

√
Ktt

√
eqm sd

50 α0 2,5 2,3905 −0,1095 0,3816 0,4509 0,4374
α1 1,0 1,0192 0,0192 0,4764 0,5715 0,5712
α2 1,5 1,5650 0,0650 0,5307 0,6372 0,6338
β0 1,0 1,2960 0,2960 9,5697 10,494 10,490
β1 −2,0 −2,2380 −0,2380 12,104 13,556 13,554
β2 −1,0 −1,1182 −0,1182 12,192 13,475 13,475

100 α0 2,5 2,4292 −0,0708 0,2478 0,2743 0,2650
α1 1,0 1,0306 0,0306 0,3675 0,4035 0,4024
α2 1,5 1,5484 0,0484 0,3580 0,3950 0,3920
β0 1,0 0,9689 −0,0311 7,0749 7,7555 7,7554
β1 −2,0 −1,9369 0,0631 9,2591 10,105 10,105
β2 −1,0 −1,0255 −0,0255 8,4095 9,0896 9,0896

200 α0 2,5 2,4662 −0,0338 0,1859 0,1967 0,1938
α1 1,0 1,0103 0,0103 0,2531 0,2671 0,2669
α2 1,5 1,5235 0,0235 0,2488 0,2604 0,2594
β0 1,0 1,0430 0,0430 4,4271 4,6818 4,6816
β1 −2,0 −2,2027 −0,2027 5,8277 6,1954 6,1921
β2 −1,0 −0,9056 0,0944 5,8986 6,0985 6,0978

400 α0 2,5 2,4830 −0,0170 0,1414 0,1445 0,1435
α1 1,0 1,0055 0,0055 0,1779 0,1804 0,1803
α2 1,5 1,5125 0,0125 0,1823 0,1872 0,1868
β0 1,0 0,9260 −0,0740 3,0881 3,1527 3,1519
β1 −2,0 −1,9132 0,0868 4,3733 4,3464 4,3456
β2 −1,0 −0,9743 0,0257 4,3124 4,3717 4,3716
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Tabela 4: Estimativas dos parâmetros para uma população com distribuição assimétrica
à direita e com grau de heterogeneidade baixo.

n Parâmetro θ(t) θ̂
(t)
med b(θ̂(t))

√
Ktt

√
eqm sd

50 α0 2,5 2,3639 −0,1361 0,3724 0,4490 0,4278
α1 1,0 1,0586 0,0586 0,5199 0,6462 0,6436
α2 1,5 1,5754 0,0754 0,6645 0,8248 0,8213
β0 2,0 2,0478 0,0478 7,2379 7,9843 7,9842
β1 2,5 2,5338 0,0338 10,422 11,229 11,229
β2 3,0 2,9287 −0,0713 10,344 11,611 11,610

100 α0 2,5 2,4256 −0,0744 0,2619 0,2903 0,2806
α1 1,0 1,0366 0,0366 0,3527 0,3921 0,3903
α2 1,5 1,5469 0,0469 0,3540 0,3803 0,3774
β0 2,0 1,9457 −0,0543 7,3208 7,8406 7,8404
β1 2,5 2,7018 0,2018 9,1761 9,9344 9,9323
β2 3,0 3,0281 0,0281 8,8028 9,3321 9,3320

200 α0 2,5 2,4690 −0,0310 0,1981 0,2086 0,2062
α1 1,0 1,0109 0,0109 0,2420 0,2538 0,2535
α2 1,5 1,5219 0,0219 0,2695 0,2817 0,2808
β0 2,0 2,0545 0,0545 4,9159 5,2148 5,2145
β1 2,5 2,4366 −0,0634 6,4857 6,8738 6,8735
β2 3,0 3,0326 0,0326 6,2308 6,4754 6,4754

400 α0 2,5 2,4792 −0,0208 0,1325 0,1361 0,1345
α1 1,0 1,0093 0,0093 0,1735 0,1774 0,1772
α2 1,5 1,5147 0,0147 0,1745 0,1774 0,1768
β0 2,0 1,9701 −0,0299 2,9235 3,0266 3,0264
β1 2,5 2,6039 0,1039 4,2107 4,3465 4,3453
β2 3,0 3,0016 0,0016 4,0784 4,1558 4,1558
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Tabela 5: Estimativas dos parâmetros para uma população com distribuição assimétrica
à esquerda e com grau de heterogeneidade alto.

n Parâmetro θ(t) θ̂
(t)
med b(θ̂(t))

√
Ktt

√
eqm sd

50 α0 2,0 1,8676 −0,1324 0,3772 0,4232 0,4019
α1 1,0 1,0331 0,0331 0,4953 0,5780 0,5771
α2 3,5 3,6107 0,1107 0,4913 0,5270 0,5153
β0 −2,0 −2,1208 −0,1208 8,2628 8,6051 8,6042
β1 −2,5 −2,3856 0,1144 10,208 10,560 10,560
β2 −3,0 −2,7769 0,2231 9,7556 10,066 10,064

100 α0 2,0 1,9401 −0,0599 0,2826 0,3016 0,2956
α1 1,0 0,9985 −0,0015 0,3785 0,4072 0,4072
α2 3,5 3,5556 0,0556 0,3479 0,3653 0,3611
β0 −2,0 −2,2476 −0,2476 4,7527 5,0080 5,0018
β1 −2,5 −2,1033 0,3967 6,8999 7,0151 7,0039
β2 −3,0 −2,8790 0,1210 7,3340 7,7643 7,7633

200 α0 2,0 1,9646 −0,0354 0,2048 0,2090 0,2060
α1 1,0 1,0122 0,0122 0,2497 0,2582 0,2579
α2 3,5 3,5268 0,0268 0,2655 0,2692 0,2678
β0 −2,0 −2,2056 −0,2056 4,8299 4,9439 4,9397
β1 −2,5 −2,4252 0,0748 6,4126 6,6829 6,6825
β2 −3,0 −2,6974 0,3026 6,3983 6,4914 6,4843

400 α0 2,0 1,9830 −0,0170 0,1358 0,1408 0,1397
α1 1,0 1,0025 0,0025 0,1775 0,1830 0,1830
α2 3,5 3,5163 0,0163 0,1768 0,1792 0,1784
β0 −2,0 −2,0030 −0,0030 2,7227 2,8257 2,8257
β1 −2,5 −2,5776 −0,0776 3,8361 3,8966 3,8958
β2 −3,0 −2,9549 0,0451 3,8984 4,0911 4,0909
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Tabela 6: Estimativas dos parâmetros para uma população com distribuição aproximada-
mente simétrica e com grau de heterogeneidade alto.

n Parâmetro θ(t) θ̂
(t)
med b(θ̂(t))

√
Ktt

√
eqm sd

50 α0 2,0 1,8473 −0,1527 0,4010 0,4909 0,4666
α1 1,0 1,0466 0,0466 0,5399 0,6645 0,6629
α2 3,5 3,6268 0,1268 0,5097 0,5752 0,5611
β0 1,0 1,0592 0,0592 8,6471 9,2879 9,2878
β1 −2,0 −2,4102 −0,4102 14,786 15,870 15,865
β2 −1,0 −0,6923 0,3077 9,8054 10,417 10,413

100 α0 2,0 1,9329 −0,0671 0,2636 0,2860 0,2780
α1 1,0 1,0138 0,0138 0,3469 0,3738 0,3736
α2 3,5 3,5554 0,0554 0,3671 0,3866 0,3826
β0 1,0 1,0038 0,0038 5,3149 5,6480 5,6479
β1 −2,0 −1,8814 0,1186 7,2106 7,7939 7,7930
β2 −1,0 −1,2385 −0,2385 8,4785 9,1409 9,1378

200 α0 2,0 1,9539 −0,0461 0,1920 0,2008 0,1955
α1 1,0 1,0212 0,0212 0,2559 0,2659 0,2650
α2 3,5 3,5392 0,0392 0,2539 0,2583 0,2553
β0 1,0 1,0135 0,0135 3,7645 4,0843 4,0843
β1 −2,0 −2,0600 −0,0600 4,9113 5,2011 5,2008
β2 −1,0 −1,0577 −0,0577 5,4465 5,7292 5,7289

400 α0 2,0 1,9839 −0,0161 0,1402 0,1434 0,1425
α1 1,0 1,0029 0,0029 0,1746 0,1806 0,1805
α2 3,5 3,5135 0,0135 0,1797 0,1831 0,1826
β0 1,0 1,0106 0,0106 3,0020 3,0991 3,0991
β1 −2,0 −2,0083 −0,0083 3,7546 3,8739 3,8739
β2 −1,0 −1,0381 −0,0381 4,1430 4,3307 4,3305
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Tabela 7: Estimativas dos parâmetros para uma população com distribuição assimétrica
à direita e com grau de heterogeneidade alto.

n Parâmetro θ(t) θ̂
(t)
med b(θ̂(t))

√
Ktt

√
eqm sd

50 α0 2,0 1,8795 −0,1205 0,3597 0,4031 0,3847
α1 1,0 1,0134 0,0134 0,4726 0,5305 0,5303
α2 3,5 3,5960 0,0960 0,4673 0,5165 0,5075
β0 2,0 1,9777 −0,0223 6,8304 7,2312 7,2312
β1 2,5 2,7173 0,2173 11,191 11,940 11,938
β2 3,0 2,4474 −0,5526 14,199 14,393 14,382

100 α0 2,0 1,9151 −0,0849 0,2780 0,3072 0,2952
α1 1,0 1,0177 0,0177 0,3320 0,3564 0,3559
α2 3,5 3,5781 0,0781 0,3494 0,3741 0,3658
β0 2,0 2,0098 0,0098 6,5685 6,7428 6,7428
β1 2,5 2,4399 −0,0601 8,2692 8,5082 8,5080
β2 3,0 3,0351 0,0351 8,0047 8,2647 8,2646

200 α0 2,0 1,9572 −0,0428 0,2014 0,2128 0,2084
α1 1,0 1,0170 0,0170 0,2597 0,2729 0,2724
α2 3,5 3,5388 0,0388 0,2458 0,2543 0,2514
β0 2,0 2,0415 0,0415 4,1000 4,1718 4,1715
β1 2,5 2,4548 −0,0452 5,0405 5,0903 5,0901
β2 3,0 2,9855 −0,0145 5,0590 5,2914 5,2913

400 α0 2,0 1,9791 −0,0209 0,1360 0,1388 0,1372
α1 1,0 1,0111 0,0111 0,1764 0,1799 0,1795
α2 3,5 3,5143 0,0143 0,1807 0,1826 0,1820
β0 2,0 1,9574 −0,0426 2,8038 2,8786 2,8783
β1 2,5 2,5884 0,0884 3,8390 3,9279 3,9269
β2 3,0 3,0241 0,0241 4,0184 4,2099 4,2098
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4.2 Teste de hipóteses

Nesta seção, iremos avaliar a performance dos testes de hipóteses de�nidos na Subseção

3.2.2, e veri�car o quanto o tamanho amostral e o número de parâmetros testados afeta

em seu desempenho. Com base no estudo de simulação realizado em Medeiros e Ferrari

(2017), em cada cenário considerado simulamos 10000 réplicas Monte Carlo, e obtemos

as estatísticas escore (Sr), Wald (Sw), razão de verossimilhanças (Sl) e gradiente (St) em
testes de hipóteses sobre os coe�cientes do modelo de regressão Lda.

Avaliamos o desempenho destas estatísticas através da taxa de rejeição da hipótese

nula. Esta taxa representa a proporção de vezes em que os valores obtidos das estatísti-

cas foram maiores do que o quantil que deixa uma probabilidade à direita igual ao nível

nominal desejado de sua respectiva distribuição assintótica. No estudo sobre o erro tipo

I, as amostras foram simuladas sob a hipótese nula, e os coe�cientes que não foram tes-

tados permaneceram com o valor especi�cado conforme indicado nas subseções seguintes.

Consideramos os seguintes níveis nominais ν = 10%, 5% e 1%, e os seguintes tamanhos

amostrais n = 50, 100, 200 e 400. Posteriormente, também avaliamos o poder do teste

em que foram obtidas as taxas de rejeição da hipótese nula em amostras geradas sobre a

hipótese alternativa.

4.2.1 Teste sobre os coe�cientes associados à dispersão

Inicialmente, iremos considerar o teste de hipóteses sobre os coe�ciente associados à

dispersão. Consideramos o modelo de regressão Lda especi�cado por

Yi ∼ LDA(φi, µi),

ηi = α0 + α1zi1 + · · ·+ αk−1zi(k−1), i = 1, 2, . . . , n,

µi = 0, 5 + 0, 5xi,

em que φi = exp(ηi) e geramos todas as variáveis explicativas, de forma independente,

de uma distribuição uniforme no intervalo (0, 1), permanecendo �xas em cada cenário

considerado. Para simular as observações, particionamos o vetor de parâmetros α da

forma α = (α1,α2)>, em que α1 = (1, 1, . . . , 1)> ∈ Rk−q e α2 = (0, 0, . . . , 0)> ∈ Rq.

As hipóteses testadas são

H0 : α2 = 0q contra Ha : α2 6= 0q.
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As Tabelas 8 e 9 apresentam as taxas de rejeição da hipótese nula, obtidas a partir

do teste de hipóteses sobre os coe�cientes associados à dispersão da distribuição Lda.

De modo geral, a estatística de Wald não apresentou bons resultados quando tamanhos

amostrais menores do que 200 são considerados. Por outro lado, as demais estatísticas

obtiveram um desempenho satisfatório, de modo que as taxas de rejeição observadas

estão próximas dos níveis nominais esperados, até mesmo para o menor tamanho amostral

considerado.

Tabela 8: Taxas de rejeição (%) da hipótese nula: H0 : αk−q+1 = αk−q+2 = · · · = αq = 0,
com k = 4.

q n ν(%) Sr Sw Sl St
10 8,3800 18,000 12,650 12,060

50 5 4,0400 11,160 6,6200 6,1700
1 0,6600 3,5100 1,5000 1,1100

10 9,3000 13,850 11,380 11,260
100 5 4,4900 8,1200 6,2500 6,1700

1 0,8200 2,1100 1,3500 1,2600
1

10 9,7300 11,630 10,660 10,610
200 5 4,7500 6,2200 5,5100 5,4700

1 0,8800 1,3900 1,0600 1,0100

10 9,7700 10,680 10,210 10,200
400 5 4,7000 5,3100 5,0200 5,0000

1 1,1300 1,2800 1,2000 1,2000
10 7,8300 33,330 12,010 8,9400

50 5 3,8100 25,420 5,9400 4,0600
1 0,6100 12,470 0,9400 0,6000

10 8,5500 20,110 11,780 10,480
100 5 4,1500 14,070 5,7900 4,8600

1 0,9800 6,7800 1,2300 0,9600
3

10 9,6100 13,880 11,170 11,040
200 5 4,9700 7,9100 5,9700 5,8900

1 1,1000 2,3300 1,3400 1,2300

10 9,9100 11,460 10,530 10,410
400 5 4,9200 6,0000 5,4400 5,3600

1 0,9900 1,4100 1,2000 1,1800

A proporção de parâmetros testados conjuntamente em relação ao número de coe-

�cientes (q/k) in�uencia de forma considerável nas taxas de rejeição apresentadas pela

estatística de Wald. De maneira geral, quanto maior o valor desta proporção, mais dis-
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tantes dos níveis nominais esperados são as taxas apresentadas por esta estatística. Simi-

larmente, na Tabela 8 é possível observar que com o aumento de q, as taxas apresentadas

pela estatística escore se distanciaram dos níveis nominais esperados para os tamanhos

amostrais n = 50 e 100.

Tabela 9: Taxas de rejeição (%) da hipótese nula: H0 : αk−q+1 = αk−q+2 = · · · = αq = 0,
com k = 6.

q n ν(%) Sr Sw Sl St
10 7,5300 23,970 13,670 12,190

50 5 3,4000 15,650 7,4500 6,4100
1 0,4200 5,8100 1,4300 1,1600

10 8,4400 15,530 11,340 11,010
100 5 3,8700 8,6100 5,5800 5,4700

1 0,6800 2,3900 1,1700 1,0600
2

10 9,0400 12,290 10,580 10,490
200 5 4,1300 6,1800 5,0700 5,0000

1 0,9300 1,5700 1,2400 1,2200

10 9,3800 10,650 9,9300 9,8800
400 5 4,8600 5,7600 5,3800 5,3800

1 0,9100 1,3300 1,1100 1,0900
10 7,5800 33,700 13,320 10,980

50 5 3,4800 24,380 6,9000 5,2100
1 0,6700 12,920 1,3600 0,9000

10 8,8400 20,530 12,140 11,360
100 5 4,3400 13,460 6,4100 5,7500

1 0,9100 5,9500 1,5300 1,2600
4

10 9,3900 14,270 11,190 10,970
200 5 4,7700 8,0200 5,7100 5,6500

1 1,0300 2,5200 1,2500 1,1500

10 9,4900 11,410 10,380 10,300
400 5 4,2200 5,6800 4,6800 4,6800

1 0,8500 1,1600 0,9600 0,9400

Em geral, quanto maior o tamanho da amostra, mais próximas dos níveis nominais

esperados são as taxas observadas. Além disso, neste estudo de simulação a estatística

escore possui o comportamento mais conservador dentre as estatísticas consideradas, no

sentido de que apresentou as menores taxas de rejeição da hipótese nula. Por outro lado,

a estatística de Wald mostrou-se mais liberal, de modo que apresentou as maiores taxas

observadas.
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Podemos concluir que as estatísticas escore e gradiente obtiveram o melhor desempe-

nho, uma vez que apresentaram as taxas de rejeição da hipótese nula mais próximas dos

níveis nominais esperados. Sugerimos a escolha da estatística gradiente quando o número

de parâmetros testados for maior do que 1, para tamanhos amostrais menores do que ou

iguais a 100. Adicionalmente, de acordo com as observações anteriores não recomendamos

a utilização da estatística de Wald para tamanhos amostrais menores do que 200.

As tabelas anteriores apresentam as taxas de rejeição obtidas a partir dos testes

realizados em amostras simuladas sob a hipótese nula. Entretanto, também é importante

levar em consideração o poder de cada um destes testes na análise do desempenho das

estatísticas. A seguir iremos apresentar um estudo numérico sobre o poder dos testes que

foram considerados neste estudo de simulação.

Com base nas Tabelas 8 e 9 é possível perceber que, para os cenários considerados

neste estudo de simulação, os testes apresentaram tamanhos diferentes. Em virtude disto,

inicialmente iremos simular 500000 réplicas Monte Carlo sob a hipótese nulaH0 : αk−q+1 =

αk−q+2 = · · · = αk = 0, de maneira que possamos obter o valor crítico de cada teste que

garanta o nível nominal esperado. Posteriormente, iremos obter as taxas de rejeição de H0

em amostras simuladas sob a hipótese alternativa Ha : αk−q+1 = αk−q+2 = · · · = αk = γ

com base em 10000 réplicas Monte Carlo.

Em razão do esforço computacional exigido, iremos considerar apenas o cenário no

qual n = 100, k = 4 e q = 1, e apresentaremos o grá�co do poder dos testes obtidos

nesta simulação considerando o nível nominal ν = 10%. A Figura 9 apresenta o grá�co

do poder obtido numericamente neste estudo. As curvas do poder do teste, na escala

utilizada, são praticamente indistinguíveis para as estatísticas consideradas neste estudo

de simulação. Concluímos que os testes apresentaram um comportamento satisfatório, no

sentido de que a amplitude dos valores utilizados para γ que fazem com que as taxas

obtidas aproximem-se de 1, foi pequena.

4.2.2 Teste sobre os coe�cientes associados à média

Nesta subseção, iremos avaliar as estatísticas no teste de hipóteses sobre os coe�cientes

associados à média. Consideramos o modelo de regressão Lda especi�cado por

Yi ∼ LDA(φi, µi),

ηi = 1, 5 + zi, i = 1, 2, . . . , n,

µi = β0 + β1xi1 + · · ·+ xi(p−1),
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Figura 9: Avaliação numérica do poder do teste sobre os coe�cientes associados à dispersão.

em que φi = exp(ηi), as variáveis explicativas associadas à média foram geradas de uma

distribuição uniforme no intervalo (0, 1) enquanto que zi foi simulada conforme uma dis-

tribuição uniforme no intervalo (1, 2). As variáveis explicativas foram geradas de forma

independente e permaneceram �xas nos cenários considerados. Analogamente à subseção

anterior, para simular as observações, particionamos o vetor de parâmetros β da forma

β = (β1,β2)> em que β1 = (1, 1, . . . , 1)> ∈ Rp−r e β2 = (0, 0, . . . , 0)> ∈ Rp e considera-

mos o teste sobre as seguintes hipóteses

H0 : β2 = 0r contra Ha : β2 6= 0r.

As Tabelas 10 e 11 apresentam as taxas de rejeição da hipótese nula, obtidas a partir do

teste de hipóteses sobre os coe�cientes associados à média da distribuição Lda. Assim como

na subseção anterior, a estatística de Wald não apresentou um desempenho satisfatório

para tamanhos amostrais pequenos. Por exemplo, para um tamanho amostral igual a 200,

p = 6 e r = 4, esta estatística apresentou uma taxa de rejeição de 15,57%, ainda distante

do verdadeiro nível nominal esperado (10%) em relação aos demais testes.

Por outro lado, as demais estatísticas do teste apresentaram um bom desempenho,

em que destacamos as estatísticas escore e gradiente por possuírem as taxas de rejeição

da hipótese nula mais próximas dos níveis nominais esperados. É possível perceber que,

em geral, quanto maior o tamanho da amostra, mais próximas dos níveis desejados são as

taxas observadas. Além disso, as taxas de rejeição são mais próximas dos níveis nominais
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esperados nos casos em que o número de parâmetros conjuntamente testados é pequeno.

Nos cenários considerados, a estatística escore apresentou o comportamento mais con-

servador dentre os testes utilizados neste estudo, enquanto que a estatística de Wald apre-

sentou o comportamento mais liberal. É notável que o aumento do número de covariáveis

associadas à média da distribuição afeta de forma considerável nas taxas da estatística

de Wald, que apresentou seu pior desempenho quando foram consideradas 5 covariáveis

(p = 6).

Tabela 10: Taxas de rejeição (%) da hipótese nula: H0 : βp−r+1 = βp−r+2 = · · · = βr = 0,
com p = 4.

r n ν(%) Sr Sw Sl St
10 9,5000 19,8700 13,0400 11,7500

50 5 4,5500 13,3700 7,2000 5,9200
1 0,8800 5,8300 1,6800 0,9800

10 10,080 14,230 11,920 11,560
100 5 4,9000 8,2900 6,4400 5,8100

1 0,9900 2,6800 1,6100 1,3100
1

10 9,9300 12,260 11,280 11,030
200 5 5,0100 6,5700 5,8100 5,4900

1 0,8600 1,5100 1,1400 0,9900

10 9,6800 10,720 10,120 10,060
400 5 4,5400 5,3600 4,9500 4,8500

1 0,8700 1,1100 0,9400 0,9100
10 8,8100 29,5300 15,820 10,7900

50 5 3,7800 22,2900 8,840 4,2700
1 0,4100 13,3000 1,900 0,3600

10 8,8800 16,960 12,010 10,200
100 5 4,2000 10,450 6,6900 5,0800

1 0,7400 4,1800 1,4600 0,7600
3

10 9,5800 13,630 11,410 10,690
200 5 5,0300 7,7500 6,2700 5,4800

1 0,8700 2,0900 1,3300 1,0900

10 9,6700 11,560 10,480 10,120
400 5 4,7500 6,0500 5,3200 4,9900

1 0,8100 1,3400 1,0400 0,8400

Concluímos que as estatísticas escore de Rao e gradiente obtiveram as melhores per-

formances, no entanto, recomendamos a preferência pela estatística gradiente quando
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deseja-se testar mais de um parâmetro em tamanhos amostrais menores do que ou iguais

a 100. Com base neste estudo, não sugerimos a utilização da estatística Wald para o teste

sobre os coe�cientes associados à média para tamanhos amostrais menores do que ou

iguais a 400.

Tabela 11: Taxas de rejeição (%) da hipótese nula: H0 : βp−r+1 = βp−r+2 = · · · = βr = 0,
com p = 6.

r n ν(%) Sr Sw Sl St
10 8,2400 29,470 15,420 11,580

50 5 3,8100 21,100 8,4400 5,0700
1 0,4800 9,9400 1,7300 0,6100

10 9,3700 21,230 13,480 11,700
100 5 4,5400 14,350 7,4800 6,0200

1 0,7800 6,0900 1,6500 1,0200
2

10 9,9000 14,800 11,930 11,240
200 5 4,9200 8,6900 6,2100 5,6000

1 0,9200 2,8200 1,3100 1,0100

10 9,9000 11,850 10,650 10,440
400 5 4,8800 6,1700 5,4300 5,1900

1 0,9200 1,4400 1,1400 1,0200
10 8,1200 41,510 16,710 8,9500

50 5 3,4800 33,510 9,1200 3,1600
1 0,3900 21,230 1,9600 0,1000

10 9,2500 26,230 14,390 11,090
100 5 4,3900 18,400 8,1000 5,2900

1 0,7200 9,2800 1,9900 0,6600
4

10 9,5200 15,570 11,880 10,650
200 5 4,7000 9,5800 6,2600 5,3300

1 0,8500 3,1400 1,2700 0,9100

10 10,210 13,030 11,2600 10,7200
400 5 4,8400 6,8200 5,3900 5,0600

1 0,8600 1,6400 1,2400 1,0400

De maneira similar a subseção anterior, também estamos interessados em avaliar o

poder dos testes considerados neste estudo de simulação. É possível perceber nas Tabelas

10 e 11 que os testes não possuem o mesmo tamanho. Por esta razão, mais uma vez

simulamos 500000 réplicas Monte Carlo sob a hipótese nula H0 : βp−r+1 = βp−r+2 = · · · =
βp = 0, e obtemos o valor crítico de cada teste de forma a garantir o nível nominal de

10%.
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Consideramos o cenário no qual n = 100, p = 4 e r = 1, e com base em 10000

réplicas Monte Carlo, foram obtidas as taxas de rejeição de H0 em amostras simuladas

sob a hipótese alternativa Ha : βp−r+1 = βp−r+2 = · · · = βp = γ. A Figura 10 apresenta o

grá�co do poder do teste obtido a partir desta simulação. Para valores de γ no intervalo

(−17, 6), os testes obtiveram taxas de rejeição similares entre si. Entretanto, chamamos

atenção que para valores de γ > 6 é possível perceber que a estatística de Wald apresentou

um poder maior do que as demais, em contraste com a estatística escore que apresentou

o menor poder.

Além disso, é notável a diferença do poder dos testes obtida quando são considerados

testes sobre os coe�cientes associados à média, em relação ao teste sobre os coe�cien-

tes associados à dispersão, em que observamos um poder baixo. Acreditamos que este

comportamento se deva a utilização da função de ligação no parâmetro de dispersão da

distribuição Lda.
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Figura 10: Avaliação numérica do poder do teste sobre os coe�cientes associados à média.

4.3 Resíduos

Neste estudo de simulação, estamos interessados em avaliar características e propri-

edades da distribuição amostral dos resíduos de Pearson e dos resíduos quantílicos alea-

torizados, de�nidos na Subseção 3.3.2. De acordo com Dunn e Smyth (1996), os resíduos

quantílicos aleatorizados são distribuídos conforme a distribuição normal-padrão, se a

distribuição assumida para a variável resposta for a correta. Entretanto, se faz necessário
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também veri�car esta suposição em amostras de tamanho �nito.

Com base em 15000 réplicas Monte Carlo, obtemos os resíduos de Pearson e os resíduos

quantílicos aleatorizados resultantes do ajuste do modelo de regressão Lda a amostras

simuladas conforme a especi�cação

Yi ∼ LDA(φi, µi),

ηi = α0 + α1zi, i = 1, . . . , n,

µi = β0 + β1xi,

em que φi = exp(ηi) e �xamos o tamanho amostral n = 30. Todas as covariáveis fo-

ram geradas, de forma independente, de uma distribuição uniforme no intervalo (0, 1) e

permaneceram �xas durante cada cenário considerado.

De forma geral, seja rij o resíduo obtido como resultado do ajuste do modelo Lda para

o i-ésimo indivíduo na j-ésima réplica. Em cada simulação realizada, obtemos a média,

o desvio-padrão, o coe�ciente de assimetria e coe�ciente de curtose de rij calculados,

respectivamente, por

sri =
1

15000

15000∑
j=1

rij,

sd(ri) =

√
1

14999

15000∑
j=1

(rij − sri)
2,

A(ri) =
m3(ri)

sd(ri)3
,

C(ri) =
m4(ri)

sd(ri)4
,

em que ml(ri) = 1
15000

∑15000
j=1 rlij, é o l-ésimo momento amostral de ri. Em particular,

uma vez que os resíduos quantílicos aleatorizados são distribuídos conforme a distribui-

ção normal-padrão, espera-se que apresentem as estatísticas descritivas neste estudo de

simulação, próximas a 0, 1, 0 e 3, respectivamente.

Semelhantemente ao primeiro estudo de simulação, estamos interessados em avaliar a

distribuição amostral dos resíduos de acordo com algumas características populacionais

que possam ser encontradas em aplicações práticas. Mais uma vez, escolhemos as combi-

nações dos parâmetros de forma que Yi possua uma distribuição assimétrica à esquerda,

aproximadamente simétrica e assimétrica à direita. Também controlamos o grau de he-

terogeneidade populacional de maneira que seja baixo λ ∈ (9, 12), e alto λ ∈ (48, 62). O
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esquema abaixo apresenta as combinações de parâmetros com as características popula-

cionais desejadas.

• Grau de heterogeneidade baixo: λ ∈ (9, 12)

• Assimetria à esquerda: α = (1, 4; 2, 5)> e β = (−1;−3, 3)>,

• Aproximadamente simétrica: α = (1, 4; 2, 5)> e β = (−1; 2)>,

• Assimetria à direita: α = (1, 4; 2, 5)> e β = (1; 3, 3)>.

• Grau de heterogeneidade alto: λ ∈ (48, 62)

• Assimetria à esquerda: α = (1, 4; 4)> e β = (−1;−3, 3)>,

• Aproximadamente simétrica: α = (1, 4; 4)> e β = (−1; 2)>,

• Assimetria à direita: α = (1, 4; 4)> e β = (1; 3, 3)>.

As Tabelas 12, 13 e 14 apresentam os resultados obtidos nos casos em que foram

consideradas populações com distribuição assimétrica à esquerda, aproximadamente si-

métrica e assimétrica à direita, respectivamente, e com grau de heterogeneidade baixo. As

estatísticas amostrais calculadas a partir da distribuição simulada dos resíduos quantílicos

aleatorizados apresentaram valores próximos aos respectivos valores que são esperados na

distribuição normal-padrão. A saber, as médias obtidas são próximas de 0, desvios-padrão

próximos de 1, coe�cientes de assimetria próximos de 0 e coe�cientes de curtose próximos

a 3.

Em geral, os resíduos de Pearson possuem médias próximas de 0 e desvios-padrão

próximos de 1. Entretanto, os coe�cientes de curtose observados apresentaram valores no

intervalo (4; 6, 5), aproximadamente, e não parecem ser afetados pelo tipo de assimetria da

distribuição populacional. O mesmo não pode ser dito a respeito dos coe�cientes de assi-

metria observados, uma vez que são predominantemente negativos quando a distribuição

populacional é assimétrica à esquerda, próximos de zero quando a distribuição popula-

cional é simétrica e predominantemente positivos quando a distribuição populacional é

assimétrica à direita. Também é possível notar que o tipo de assimetria da distribuição

populacional considerada também in�uencia, ainda que de forma sutil, na assimetria da

distribuição dos resíduos quantílicos aleatorizados.

As Tabelas 15, 16 e 17 apresentam os resultados obtidos de populações com distri-

buição Lda assimétrica à esquerda, aproximadamente simétrica e assimétrica à direita,
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respectivamente, e com grau de heterogeneidade alto. Em geral, obtemos conclusões simi-

lares as obtidas a partir das Tabelas 12, 13 e 14, o que sugere que o grau de heterogeneidade

considerado não in�uencia de forma substancial na distribuição de ambos os resíduos.

Tabela 12: Resíduos obtidos como resultado do ajuste do modelo Lda a uma amostra
simulada de uma população com distribuição assimétrica à esquerda e com grau de hete-
rogeneidade baixo.

Resíduos de Pearson Resíduos quantílicos aleatorizados
t srt sd(rt) A(rt) C(rt) srt sd(rt) A(rt) C(rt)
1 −0,0085 0,9475 −0,3036 4,4754 −0,0059 0,9819 −0,0594 2,6128
2 −0,0023 0,9866 −0,4481 4,8593 0,0034 1,0078 −0,0348 2,6478
3 −0,0392 0,9228 −1,3947 5,3486 −0,0654 0,9375 −0,2642 2,5199
4 −0,0105 0,9618 −0,3729 4,6434 −0,0085 0,9916 −0,0475 2,6253
5 −0,0144 0,9170 −1,2267 5,3771 −0,0252 0,9632 −0,0636 2,4910
6 0,0163 0,9369 −0,7474 4,8931 0,0135 0,9786 0,0226 2,5706
7 −0,0875 0,9003 −1,6427 5,9493 −0,1227 0,9246 −0,2592 2,8454
8 0,0189 1,0084 −0,1951 5,1340 0,0200 1,0178 0,0683 2,7440
9 0,0388 0,9315 −0,3020 4,7483 0,0378 0,9679 0,0755 2,5780
10 −0,0271 0,9809 −1,0374 5,6000 −0,0324 0,9916 −0,0892 2,7306
11 0,0115 0,8816 −0,9897 4,9319 0,0041 0,9463 −0,0065 2,4537
12 −0,0184 0,9349 −1,2525 5,3312 −0,0314 0,9651 −0,1262 2,5161
13 −0,0202 1,0082 −0,7127 5,5250 −0,0154 1,0115 −0,0751 2,7885
14 0,0298 0,9667 −0,3243 4,7390 0,0307 0,9976 0,0842 2,6110
15 0,0085 0,9634 −0,2117 4,5820 0,0099 0,9913 0,0101 2,6611
16 −0,0429 0,9477 −1,3447 5,4454 −0,0586 0,9615 −0,2131 2,5566
17 −0,0282 0,9984 −0,8426 5,3947 −0,0265 1,0039 −0,0934 2,7550
18 0,0139 0,9951 −0,2555 4,9908 0,0176 1,0104 0,0291 2,7181
19 0,0254 0,8861 −0,7658 5,0865 0,0147 0,9382 −0,0136 2,4761
20 −0,0678 0,9307 −1,5019 6,1179 −0,0923 0,9245 −0,3902 2,6706
21 −0,0468 1,0110 −1,0460 5,5889 −0,0460 1,0104 −0,1314 2,7547
22 −0,0136 0,9517 −0,4700 4,7274 −0,0123 0,9818 −0,0733 2,6190
23 −0,0086 0,9734 −0,3838 4,8256 −0,0068 0,9972 −0,0380 2,6708
24 −0,0119 1,0149 −0,4659 5,1719 −0,0075 1,0217 −0,0504 2,7324
25 0,0003 0,9707 −0,3467 4,7010 0,0010 0,9962 −0,0050 2,6724
26 −0,0009 0,9578 −0,1964 4,7273 0,0008 0,9866 −0,0207 2,6367
27 0,0208 0,9273 −0,7821 4,7951 0,0187 0,9719 0,0086 2,4929
28 −0,0187 1,0178 −0,6121 5,2815 −0,0140 1,0205 −0,0658 2,7885
29 0,0084 0,9762 −0,2517 5,1674 0,0083 0,9963 0,0238 2,7219
30 −0,0463 0,9872 −1,1947 5,6812 −0,0503 0,9887 −0,1739 2,6852

Podemos concluir, a partir dos cenários que foram considerados neste estudo de si-

mulação, que existem evidências de que os resíduos quantílicos aleatorizados possuam

distribuição normal-padrão. Por outro lado, os resultados sugerem que os resíduos de

Pearson possuem média igual a 0 e desvio-padrão igual a 1 com uma distribuição lepto-

cúrtica, isto é, apresenta coe�ciente de curtose maior do que o da a distribuição normal.
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Além disso, o tipo de assimetria da distribuição destes resíduos segue o mesmo tipo de

assimetria da distribuição da variável dependente.

Tabela 13: Resíduos obtidos como resultado do ajuste do modelo Lda a uma amostra
simulada de uma população com distribuição aproximadamente simétrica à esquerda e
com grau de heterogeneidade baixo.

Resíduos de Pearson Resíduos quantílicos aleatorizados
t srt sd(rt) A(rt) C(rt) srt sd(rt) A(rt) C(rt)
1 0,0179 0,9838 0,2317 4,6879 0,0186 1,0112 0,0516 2,6213
2 0,0005 0,8590 0,3092 4,0897 0,0025 0,9366 0,0207 2,3416
3 −0,0033 0,9151 0,0073 4,1995 −0,0024 0,9630 −0,0156 2,5605
4 −0,0141 0,9247 −0,3384 4,3693 −0,0192 0,9687 −0,0563 2,4632
5 0,0095 0,9292 0,1207 4,4979 0,0090 0,9697 0,0397 2,6137
6 0,0056 1,0033 −0,0478 5,0429 0,0054 1,0177 0,0036 2,7074
7 −0,0065 0,9754 0,1815 4,4292 −0,0066 1,0053 −0,0159 2,5808
8 −0,0151 0,7904 −0,5070 3,8689 −0,0197 0,8943 −0,0055 2,4505
9 −0,0047 1,0096 −0,0271 4,9928 −0,0038 1,0209 −0,0232 2,7663
10 −0,0115 0,9964 0,1021 4,9869 −0,0117 1,0111 −0,0306 2,7237
11 0,0045 0,9388 0,1630 4,2153 0,0046 0,9875 0,0417 2,4494
12 0,0005 0,8958 −0,0006 4,1656 −0,0019 0,9510 0,0121 2,5312
13 −0,0184 0,9479 −0,3181 4,5808 −0,0225 0,9841 −0,0503 2,5142
14 0,0058 0,9984 −0,0200 4,9613 0,0072 1,0118 0,0166 2,7284
15 0,0026 0,9810 −0,1526 4,9157 0,0039 1,0006 −0,0109 2,6779
16 −0,0003 0,9179 0,0241 4,3553 −0,0032 0,9631 0,0239 2,5603
17 0,0004 1,0074 −0,1537 5,2117 −0,0001 1,0170 0,0065 2,7517
18 0,0020 1,0176 0,0796 5,2593 0,0014 1,0232 0,0104 2,8149
19 −0,0123 0,9979 −0,1731 4,9044 −0,0149 1,0138 −0,0150 2,6960
20 0,0076 0,8614 0,3369 4,2209 0,0134 0,9299 0,0357 2,3473
21 −0,0058 1,0246 0,1231 5,0855 −0,0079 1,0278 −0,0038 2,7653
22 0,0013 0,9436 0,0709 4,1807 0,0011 0,9880 −0,0160 2,4661
23 0,0093 0,9987 0,1792 4,9618 0,0092 1,0131 0,0337 2,7042
24 −0,0027 0,8964 −0,1185 4,2087 −0,0072 0,9510 −0,0096 2,3844
25 −0,0094 0,9417 0,0605 4,4889 −0,0090 0,9779 −0,0360 2,6199
26 −0,0106 0,9669 −0,1606 4,7977 −0,0094 0,9909 −0,0430 2,6971
27 −0,0079 0,9747 0,1590 4,6758 −0,0079 1,0058 −0,0239 2,5860
28 −0,0152 1,0264 −0,0732 5,0213 −0,0169 1,0308 −0,0275 2,7604
29 0,0161 0,9476 0,1193 4,4486 0,0174 0,9836 0,0540 2,6008
30 −0,0053 1,0118 0,1567 5,1651 −0,0069 1,0195 −0,0143 2,7722
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Tabela 14: Resíduos obtidos como resultado do ajuste do modelo Lda a uma amostra
simulada de uma população com distribuição assimétrica à direita e com grau de hetero-
geneidade baixo.

Resíduos de Pearson Resíduos quantílicos aleatorizados
t srt sd(rt) A(rt) C(rt) srt sd(rt) A(rt) C(rt)
1 −0,0123 0,9852 0,3556 5,2073 −0,0133 1,0020 −0,0292 2,7196
2 0,0225 1,0078 0,8318 5,6533 0,0213 1,0122 0,0559 2,8109
3 0,0088 0,9356 0,2971 4,1871 0,0092 0,9804 0,0394 2,4965
4 −0,0104 0,9439 0,5360 4,7035 −0,0099 0,9845 −0,0267 2,6039
5 0,0062 1,0069 0,3605 5,0797 0,0031 1,0174 0,0221 2,7250
6 0,0139 0,9371 0,2300 4,2630 0,0142 0,9801 0,0427 2,4965
7 0,0443 0,9547 1,3640 5,8678 0,0598 0,9638 0,2082 2,6307
8 −0,0003 0,9400 0,4670 4,3668 −0,0057 0,9821 0,0469 2,4851
9 −0,0171 0,9545 0,1553 4,7304 −0,0170 0,9903 −0,0567 2,6294
10 0,0048 0,9802 0,4801 4,8090 −0,0017 1,0043 0,0498 2,6039
11 0,0414 0,9807 1,2894 6,0388 0,0482 0,9833 0,1613 2,7091
12 0,0070 0,9969 0,6093 5,2381 0,0030 1,0134 0,0191 2,6998
13 −0,0021 0,9765 0,3081 5,1544 −0,0016 0,9977 −0,0019 2,6863
14 −0,0200 0,8714 0,5802 4,7405 −0,0140 0,9300 0,0109 2,4176
15 0,0631 0,9022 1,5702 5,5357 0,1127 0,8992 0,4435 2,5496
16 −0,0009 0,9633 0,6502 5,0622 0,0011 0,9950 −0,0084 2,6632
17 −0,0163 0,8996 0,6403 5,0439 −0,0109 0,9484 0,0147 2,4856
18 0,0077 1,0003 0,6342 5,6352 0,0036 1,0117 0,0354 2,7417
19 0,0561 0,9180 1,5541 5,7024 0,0958 0,9126 0,4125 2,5810
20 0,0129 1,0122 0,5940 5,2127 0,0088 1,0194 0,0478 2,7428
21 0,0089 1,0013 0,7266 5,5768 0,0069 1,0099 0,0116 2,8226
22 0,0274 0,9292 1,3593 5,6276 0,0489 0,9473 0,1932 2,5684
23 0,0243 0,9812 0,6315 4,7905 0,0210 1,0016 0,0922 2,6304
24 0,0148 1,0110 1,0113 6,5020 0,0130 1,0125 0,0394 2,8208
25 −0,0112 0,9889 0,3335 5,0314 −0,0110 1,0057 −0,0374 2,7386
26 −0,0022 1,0017 0,3328 4,8722 −0,0037 1,0180 −0,0163 2,7117
27 −0,0434 0,8224 0,3617 4,2670 −0,0428 0,9133 −0,0978 2,3969
28 0,0750 0,9001 1,6269 5,7498 0,1237 0,9213 0,2343 2,9257
29 0,0288 0,9964 0,9655 5,7381 0,0265 1,0015 0,1100 2,7691
30 0,0287 0,9545 1,2899 5,6058 0,0405 0,9666 0,1707 2,6078
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Tabela 15: Resíduos obtidos como resultado do ajuste do modelo Lda a uma amostra
simulada de uma população com distribuição assimétrica à esquerda e com grau de hete-
rogeneidade alto.

Resíduos de Pearson Resíduos quantílicos aleatorizados
t srt sd(rt) A(rt) C(rt) srt sd(rt) A(rt) C(rt)
1 −0,0085 1,0194 −0,3232 5,2164 −0,0076 1,0227 −0,0077 2,8090
2 −0,0352 0,9774 −0,8238 5,2930 −0,0405 0,9888 −0,1143 2,6749
3 −0,0086 0,8839 −1,2748 5,2742 −0,0253 0,9390 −0,0727 2,4941
4 −0,0099 0,9533 −0,1820 4,2994 −0,0107 0,9887 −0,0309 2,5928
5 −0,0032 0,9155 −0,0792 3,9018 −0,0030 0,9688 −0,0143 2,4759
6 −0,0409 0,9297 −1,5041 6,1132 −0,0661 0,9392 −0,2638 2,5867
7 −0,0388 0,9260 −1,4210 5,6688 −0,0639 0,9390 −0,2612 2,5601
8 −0,0028 0,9888 −0,2510 5,0587 −0,0014 1,0045 −0,0196 2,7619
9 −0,0205 0,9867 −0,8360 5,3449 −0,0228 0,9959 −0,0726 2,7226
10 0,0151 0,9509 0,0659 4,3981 0,0126 0,9860 0,0688 2,6295
11 −0,0208 1,0088 −0,5630 5,1368 −0,0167 1,0152 −0,0872 2,7612
12 −0,0247 0,9766 −0,7025 5,2968 −0,0273 0,9910 −0,0795 2,7378
13 −0,0078 0,9452 −0,1134 4,3158 −0,0091 0,9844 −0,0143 2,5781
14 −0,0212 0,9839 −0,7477 5,1103 −0,0255 1,0021 −0,0287 2,7113
15 0,0149 0,9880 −0,3616 4,9598 0,0135 1,0062 0,0536 2,7080
16 0,0044 0,9753 −0,0585 4,7136 0,0048 0,9974 0,0140 2,7074
17 −0,0873 0,8943 −1,6365 5,9808 −0,1264 0,9177 −0,2834 2,7826
18 −0,0026 0,9276 −0,0686 3,9505 −0,0028 0,9777 −0,0041 2,4777
19 0,0137 0,9763 −0,4053 4,8586 0,0116 1,0008 0,0473 2,6597
20 −0,0163 1,0078 −0,3479 4,7356 −0,0162 1,0189 −0,0356 2,7253
21 −0,0020 0,9567 −0,1515 4,2183 0,0000 0,9935 −0,0224 2,5582
22 0,0321 0,8769 −0,5873 4,4740 0,0211 0,9312 0,0302 2,3953
23 −0,0632 0,9267 −1,4003 5,4944 −0,0938 0,9318 −0,3411 2,5647
24 −0,0127 1,0345 −0,6612 5,4782 −0,0060 1,0312 −0,0397 2,7944
25 0,0102 0,9723 −0,0983 4,6732 0,0115 0,9990 0,0194 2,6660
26 −0,0139 1,0259 −0,4582 5,1038 −0,0110 1,0290 −0,0269 2,7509
27 −0,0202 0,9094 −1,2990 5,3748 −0,0418 0,9410 −0,1783 2,4774
28 −0,0585 0,9574 −1,1955 5,7007 −0,0699 0,9637 −0,2450 2,6178
29 −0,0172 1,0006 −0,7084 5,5719 −0,0185 1,0061 −0,0368 2,8134
30 0,0366 0,8183 −0,8756 4,6135 0,0151 0,8883 −0,0270 2,3723
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Tabela 16: Resíduos obtidos como resultado do ajuste do modelo Lda a uma amostra
simulada de uma população com distribuição aproximadamente simétrica e com grau de
heterogeneidade alto.

Resíduos de Pearson Resíduos quantílicos aleatorizados
t srt sd(rt) A(rt) C(rt) srt sd(rt) A(rt) C(rt)
1 0,0058 0,9804 0,0597 4,8876 0,0076 0,9994 0,0089 2,7432
2 0,0012 1,0141 −0,0769 4,9919 0,0032 1,0210 −0,0088 2,7724
3 0,0068 0,9057 −0,0056 4,3480 0,0081 0,9534 0,0103 2,6235
4 −0,0106 0,9432 −0,1940 4,1699 −0,0109 0,9862 −0,0396 2,4276
5 0,0039 0,9687 0,0165 4,9393 0,0049 0,9914 0,0093 2,7437
6 −0,0064 1,0075 −0,0646 4,2104 −0,0061 1,0305 −0,0248 2,5413
7 −0,0066 0,9813 −0,0266 4,8630 −0,0070 1,0008 −0,0214 2,7522
8 0,0120 0,9327 0,1110 4,1808 0,0160 0,9765 0,0331 2,3716
9 −0,0035 0,9460 −0,0324 4,7531 −0,0046 0,9768 −0,0078 2,7261
10 0,0033 1,0252 −0,0060 5,1686 0,0046 1,0290 −0,0109 2,7894
11 0,0080 0,9495 −0,0910 4,1026 0,0076 0,9896 0,0140 2,3803
12 0,0160 0,8875 0,2633 4,1452 0,0172 0,9419 0,0734 2,3154
13 −0,0037 1,0215 −0,0456 5,0124 −0,0011 1,0275 −0,0324 2,7806
14 −0,0014 0,9634 −0,0012 4,7924 −0,0017 0,9888 −0,0011 2,7393
15 0,0018 0,9506 −0,0711 3,8699 0,0048 0,9965 −0,0073 2,3187
16 −0,0021 0,9812 0,0335 4,8684 −0,0050 1,0002 0,0158 2,7521
17 −0,0068 0,9289 −0,0902 4,5258 −0,0052 0,9684 −0,0374 2,6542
18 −0,0050 0,7675 0,1072 3,3316 −0,0062 0,8902 −0,0347 2,3594
19 0,0089 0,9900 0,1076 4,9759 0,0085 1,0047 0,0292 2,7575
20 0,0038 1,0196 −0,0528 5,2904 0,0025 1,0254 0,0211 2,7778
21 −0,0024 1,0223 0,0261 5,1216 −0,0019 1,0251 −0,0105 2,8063
22 −0,0074 0,9599 0,0009 4,9516 −0,0087 0,9845 −0,0138 2,7642
23 −0,0250 1,0125 −0,0813 5,0549 −0,0259 1,0216 −0,0738 2,7399
24 −0,0090 0,9809 −0,0306 4,1969 −0,0077 1,0127 −0,0223 2,4557
25 0,0081 0,9870 0,1062 5,2455 0,0063 1,0012 0,0499 2,8033
26 −0,0014 0,9088 −0,0310 4,3221 −0,0006 0,9560 −0,0149 2,6249
27 −0,0080 0,9487 −0,0569 4,8121 −0,0069 0,9792 −0,0312 2,7111
28 0,0025 0,9159 −0,1304 4,0434 −0,0015 0,9650 −0,0106 2,3906
29 −0,0085 0,7671 −0,2526 3,4147 −0,0164 0,8800 −0,0126 2,3725
30 0,0087 1,0332 0,0581 5,2327 0,0078 1,0317 0,0310 2,8137
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Tabela 17: Resíduos obtidos como resultado do ajuste do modelo Lda a uma amostra
simulada de uma população com distribuição assimétrica à direita e com grau de hetero-
geneidade alto.

Resíduos de Pearson Resíduos quantílicos aleatorizados
t srt sd(rt) A(rt) C(rt) srt sd(rt) A(rt) C(rt)
1 0,0374 0,9717 1,0278 5,4632 0,0451 0,9827 0,1357 2,6654
2 0,0111 0,9820 0,1771 4,6670 0,0105 1,0037 0,0372 2,6860
3 0,0118 0,9801 0,8356 5,2952 0,0137 0,9979 0,0410 2,6682
4 −0,0034 0,9691 0,3210 5,0861 −0,0045 0,9932 0,0039 2,6638
5 0,0531 0,9237 1,5803 5,9051 0,0820 0,9365 0,2738 2,6113
6 0,0040 0,9622 0,0257 4,3864 0,0046 0,9939 0,0048 2,6183
7 0,0608 0,8997 1,5961 5,7918 0,0985 0,9257 0,2177 2,7532
8 0,0391 0,9404 1,3603 5,6920 0,0604 0,9508 0,2310 2,5675
9 0,0012 0,9356 0,1333 4,1830 0,0000 0,9802 0,0216 2,5337
10 0,0747 0,9313 1,6471 6,3965 0,1085 0,9181 0,4439 2,5962
11 0,0278 0,9801 0,9864 5,3188 0,0319 0,9913 0,1017 2,6762
12 −0,0010 0,9370 0,0907 4,2333 −0,0022 0,9784 0,0095 2,5808
13 0,0025 1,0079 0,3408 5,1719 0,0013 1,0149 0,0066 2,7958
14 −0,0049 0,9535 0,0651 4,3478 −0,0053 0,9898 −0,0108 2,5907
15 0,0026 0,9381 0,5714 4,7655 0,0061 0,9723 0,0224 2,5564
16 −0,0201 0,7689 0,7375 4,3816 −0,0060 0,8695 −0,0061 2,5298
17 0,0121 0,9459 0,6497 4,9275 0,0170 0,9769 0,0490 2,6008
18 −0,0055 0,9876 0,1185 4,9360 −0,0076 1,0056 −0,0045 2,7161
19 0,0093 0,9951 0,2878 5,0723 0,0093 1,0068 0,0262 2,7905
20 0,0236 0,9074 1,3026 5,4356 0,0436 0,9371 0,1840 2,4960
21 0,0081 0,9397 0,8292 5,1100 0,0141 0,9718 0,0587 2,5872
22 0,0039 0,9859 0,1742 4,7292 0,0041 1,0058 0,0078 2,6982
23 −0,0074 0,9936 0,4391 5,1540 −0,0116 1,0080 0,0017 2,6980
24 0,0320 1,0084 0,6374 5,3611 0,0309 1,0105 0,0900 2,7903
25 0,0084 0,9138 0,0533 4,0945 0,0091 0,9639 0,0252 2,5420
26 −0,0023 1,0167 0,4039 5,4605 −0,0043 1,0202 −0,0041 2,8205
27 −0,0025 1,0143 0,1094 5,0625 −0,0039 1,0198 −0,0045 2,7725
28 0,0103 1,0044 0,5767 5,7340 0,0111 1,0088 0,0146 2,8082
29 0,0032 1,0063 0,1786 5,2738 0,0064 1,0135 −0,0231 2,7834
30 −0,0080 0,9406 0,0120 4,1785 −0,0073 0,9824 −0,0308 2,5615
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5 Aplicações

Neste capítulo, ilustramos o uso prático do modelo de regressão Lda para a análise

de observações que assumem valores no conjunto dos números inteiros. Iremos ajustar o

modelo a dois diferentes conjuntos de dados reais, que consistem em estudos clínicos nos

quais as variáveis resposta de interesse originais são variáveis discretas e não-negativas,

que foram medidas antes e após a aplicação de alguns tratamentos.

O primeiro conjunto de dados a ser analisado neste capítulo corresponde a um estudo

na área de psicologia, em que deseja-se avaliar o efeito da prática de atividades físicas sobre

os níveis de estresse de indivíduos encarcerados em uma especí�ca penitenciária francesa

(VERDOT et al., 2008). O segundo conjunto de dados consiste em um estudo odontológico,

realizado com a �nalidade de comparar alguns tratamentos para a diminuição do índice de

dentes cariados, perdidos ou obturados em crianças no estado do Espírito Santo (BÖHNING

et al., 1999). Como enfatizado nos capítulos anteriores, analisaremos estes dados sob uma

perspectiva diferente, em que iremos considerar a diferença entre as amostras observadas

como variável resposta.

5.1 Níveis de estresse no cárcere

É notável que transtornos de humor como estresse, depressão ou ansiedade sejam

a�orados em prisões com baixa qualidade de vida devido à superpopulação, perda de

identidade, estruturas arquitetônicas inadequadas, falta de privacidade, entre outras ad-

versidades (VERDOT et al., 2008). De acordo com Walmsley (2018), a população carcerária

mundial no ano de 2018 foi composta por um total de 10,74 milhões de pessoas e aumentou

cerca de 24% desde o ano 2000. Questões econômicas e a crescente taxa de criminalidade

di�cultam o planejamento de instituições que possam melhorar a qualidade de vida da

população carcerária em um curto intervalo de tempo (VERDOT et al., 2008).

Ainda conforme Verdot et al. (2008), uma maneira simples e prática que pode ser
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utilizada para tratar esta questão consiste na implementação de programas de atividades

físicas em prisões com a �nalidade de melhorar a qualidade de vida, saúde e bem-estar

dos prisioneiros. Os dados analisados nesta seção consistem em observações do nível de

estresse de indivíduos encarcerados que foram colhidos em um experimento conduzido por

Verdot et al. (2008) com o objetivo de encontrar possíveis associações entre transtornos

de humor e a prática de atividades físicas na prisão.

Para mensurar o nível de estresse dos indivíduos que participaram da pesquisa foi

utilizada a escala de estresse percebido (do inglês Perceived Stress Scale) ou índice PSS,

proposto por Cohen, Kamarck e Mermelstein (1983). Este índice é o instrumento psico-

lógico mais utilizado para medir a percepção de estresse em um indivíduo, de modo que

quanto mais alto o valor observado, maior o nível de estresse.

As observações do conjunto de dados consistem nos níveis de estresse, medidos antes

e após a aplicação dos tratamentos, em 26 prisioneiros de uma penitenciária francesa,

situada na região de Rhone-Alpes. Todos os detentos são do sexo masculino com idades

entre 20 e 59 anos, e foram mantidos em custódia por terem cometido crimes sexuais. O

tempo de reclusão dos participantes varia de 3 a 48 meses. Os indivíduos participantes

deste estudo foram escolhidos por estarem sujeitos a um estresse severo, em razão de

serem alojados separadamente dos outros presos devido a má percepção que estes têm de

seus crimes.

Os detentos participantes do estudo foram divididos em dois grupos, sendo estes for-

mados pelos indivíduos que, espontaneamente, optaram pela prática de esporte, e os que

não desejaram realizar a atividade física. Mais especi�camente, 15 dos 26 prisioneiros

participaram de 2 a 3 seções de exercícios físicos por semana, realizados em uma sala

especí�ca somente com a presença do instrutor, enquanto os outros 11 indivíduos perma-

neceram com suas rotinas durante o estudo. É importante mencionar que em razão disto,

não foi possível aleatorizar o experimento. Adicionalmente, este conjunto de dados está

disponível gratuitamente no software R (R Core Team, 2018), e pode ser obtido na base de

dados PrisonStress do pacote PairedData.

5.1.1 Análise exploratória

Inicialmente, iremos realizar uma análise exploratória com a �nalidade de obter in-

formações sobre características amostrais deste conjunto de dados. A Figura 11 apresenta

os índices PSS observados para cada indivíduo conforme os grupos considerados neste es-

tudo. Pode-se perceber que a maioria dos indivíduos do grupo de controle, Figura 11 (a),
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obtiveram aumento nos seus níveis de estresse durante o período de estudo considerado.

Em contraste, nota-se que os indivíduos do grupo que praticou atividades físicas, Figura

11 (b), obtiveram em sua maioria uma diminuição no seu nível de estresse.
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Figura 11: Índices PSS observados conforme o grupo.

A Figura 12 compara os índices observados dentre os grupos através de diagramas

de caixa (boxpplots). Com base na Figura 12 (a), a distribuição dos índices PSS dos

prisioneiros do grupo de controle concentrou-se em níveis de estresse mais altos na amostra

�nal do que na inicial. Em média, os índices deste grupo aumentaram de 16,36 para

23,73 com desvio padrão diminuindo de 10,74 para 7,11, entre as amostras inicial e �nal,

respectivamente. Já na Figura 12 (b), é possível observar que a distribuição dos índices

dos indivíduos que praticaram esporte concentrou-se em níveis de estresse mais baixos ao

�nal do estudo. O índice PSS médio deste grupo diminuiu de 23,93 para 20, com desvio

padrão diminuindo de 7,49 para 6,91, entre as amostras inicial e �nal, respectivamente.
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Figura 12: Boxplots dos índices PSS obtidos ao início e ao �nal do estudo conforme cada
grupo.
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Como comentado na introdução deste capítulo, iremos assumir que a variação entre

as amostras pareadas, mensurada por meio da diferença entre as observações da amostra

�nal e inicial, possui distribuição Lda. Nesta aplicação, em particular, observações nega-

tivas desta nova variável representam uma diminuição do nível de estresse, observações

nulas representam que não houve variação nos níveis, enquanto que observações positivas

representam aumento. A Figura 13 apresenta a distribuição amostral das diferenças entre

os índices PSS obtidos. Devido ao pequeno tamanho amostral a maioria dos valores da

variável resposta foram observados apenas uma vez.
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Figura 13: Distribuição amostral das diferenças entre os índices PSS obtidos ao �nal e ao
início do estudo.

A Tabela 18 apresenta algumas estatísticas descritivas da variável resposta. O valor

mínimo observado para a variação do índice PSS entre as amostras foi de −15, isto é,

a maior redução nos níveis de estresse observada foi de 15 pontos. A saber, este índice

foi obtido por um prisioneiro que optou pela realização de atividades físicas. Por outro

lado, o valor máximo obtido para as diferenças entre as amostras foi de 20. Este indivíduo

obteve um aumento no seu nível de estresse em 20 pontos, e, ao contrário do indivíduo

anterior, não optou pela prática de esportes.

Finalmente, a Figura 14 compara gra�camente a distribuição das diferenças entre os

índices PSS ao início e ao �nal do estudo por grupo através de boxplots. É notável que

os indivíduos que praticaram atividades físicas obtiveram uma redução em seu nível de

estresse maior do que o grupo de controle, e a sua distribuição das variações dos índices

PSS concentra-se, em grande parte, na área negativa do grá�co. Isto sustenta a ideia

inicial de que a prática de esportes pode possuir um efeito signi�cativo para a redução

nos níveis de estresse em indivíduos encarcerados.
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Tabela 18: Estatísticas descritivas da variável resposta.
Estatísticas Tratamento

Mínimo −15
1o Quartil −4,75
Mediana 0,50
Média 0,85

3o Quartil 6,25
Máximo 20

Desvio padrão 9,19
Coef. de assimetria 0,48

Controle Praticaram esporte

−
15

−
10

−
5

0
5

10
15

20
D

ife
re

nç
a 

en
tr

e 
os

 ín
di

ce
s 

P
S

S

Figura 14: Boxplots da variação dos índices PSS entre as amostras pareadas por grupo.

5.1.2 Ajuste do modelo de regressão Lda

Ajustaremos o modelo de regressão Lda aos dados observados utilizando como variável

dependente a variação dos índices PSS entre as amostras �nal e inicial. Nosso objetivo

é avaliar se a prática de esportes possui efeito signi�cativo na dispersão e na média da

variável resposta. Para isso, utilizaremos o grupo ao qual o indivíduo participa como

variável explicativa, de�nindo a variável dicotômica

xi =

{
1, se o i-ésimo indivíduo praticou esportes,

0, caso contrário.

Seja Yi a v.a. aleatória associada à diferença entre os índices PSS �nal e inicial do

i-ésimo indivíduo, i = 1, 2, . . . , 26. Assuma que, Y1, Y2, . . . , Y26 é uma amostra de variáveis

aleatórias independentes, em que Yi ∼ LDA(φi, µi) e as seguintes relações são satisfeitas:

ηi = α0 + α1xi, µi = β0 + β1xi e φi > |µi|,

sendo ηi = exp(φi).
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Inicialmente, iremos testar se a população a qual pertencem as observações possui

dispersão variável ou constante. Podemos realizar este teste considerando as seguintes

hipóteses

H0 : α1 = 0 (5.1)

Ha : α1 6= 0.

A Tabela 19 apresenta as estatísticas escore, Wald, razão de verossimilhanças e gradi-

ente, respectivamente, que foram obtidas no teste das hipóteses em (5.1). De acordo com

esta tabela, a hipótese de dispersão constante não pode ser descartada, pois a variável x

não é signi�cativa na dispersão das observações, considerando um nível de signi�cância

de 10%.

Tabela 19: Teste de hipóteses sobre a dispersão da população.
Sr Sw Sl St

Valor observado 1,9293 1,8668 1,8921 1,8964
Valor-p 0,1648 0,1718 0,1690 0,1685

Portanto, assuma que, Y1, Y2, . . . , Y26 é uma amostra de variáveis aleatórias indepen-

dentes, em que Yi ∼ LDA(φ, µi) para todo i = 1, 2, . . . , 26 e são satisfeitas

µi = β0 + β1xi e φ > |µi|.

A Tabela 20 apresenta as estimativas obtidas no ajuste �nal preliminar1 do modelo

de regressão Lda aos dados, bem como a signi�cância dos coe�cientes. A partir da simu-

lação realizada no Capítulo 4, concluímos que a estatística de Wald não apresentou bons

desempenhos nos cenários considerados para amostras com tamanho menor do que 200.

Por esta razão, não utilizaremos esta estatística nos testes realizados. De acordo com a

Tabela 20, a um nível de signi�cância de 10%, existem evidências de que a prática de

esportes possui efeito signi�cativo na média da variável resposta.

Tabela 20: Ajuste �nal preliminar do modelo de regressão Lda à diferença entre os índices
PSS ao �nal e ao início do estudo.
Parâmetro Estimativa Erro-padrão Int. de con�ança Est. gradiente Valor-p

φ 10,5783 2,2493 [6,1697; 14,9869] − −
β0 5,5736 2,4082 [0,8536; 10,2937] 5,3200 0,0080
β1 −10,719 3,5503 [−17,6772; −3,76018] 7,7129 0,0210

1De acordo com Hosmer e Lemeshow (2000), um ajuste pode ser considerado como um ajuste �nal
quando a qualidade do ajuste for avaliada.
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Estima-se que a redução nos níveis de estresse seja, em média, 10 pontos menor para

os prisioneiros que praticaram esportes do que para os que não praticam. Adicionalmente,

estima-se que esta redução seja de no mínimo de 3 pontos e no máximo de 17 pontos, com

con�ança de 95%. A Figura 15 apresenta as médias amostrais das diferenças observadas

em cada grupo, em que também são adicionadas as médias estimadas pelo modelo e seus

respectivos intervalos de con�ança aproximados com 95% de con�ança.
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Figura 15: Médias amostrais e estimadas pelo modelo de regressão Lda dentre os grupos.

5.1.3 Diagnóstico

Nesta subseção, iremos realizar uma análise de diagnóstico com a �nalidade de avaliar

o ajuste do modelo de regressão Lda aos dados apresentados na subseção anterior. Como

comentado anteriormente, em razão do tamanho amostral ser pequeno, existem muitos

valores da variável dependente que só foram observados uma única vez. Isto implica que

o banco de dados não possui observações o su�ciente para termos uma boa aproximação

para as verdadeiras frequências dos dados. Esta distorção pode ser observada nos grá�cos

de comparação entre as frequências observadas e esperadas na Figura 16 e também no

pseudo-R2 obtido igual a R̃2 = 18, 9%.

As Figuras 17 e 18 apresentam o resumo grá�co dos resíduos de Pearson e dos resíduos

quantílicos aleatorizados, respectivamente. Neste resumo, são mostrados os grá�cos dos

resíduos versus os índices das observações, versus a covariável x e versus a variação do nível

de estresse médio predita de cada indivíduo (µ̂i). Também são apresentados os grá�cos

de probabilidade normal com envelopes simulados. Como pode-se perceber, não existem

padrões aparentes e ambos os resíduos permanecem dentro dos limites de con�ança dos
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envelopes.
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Figura 16: Grá�cos comparativos entre as frequências observadas e esperadas.
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Figura 17: Resumo grá�co dos resíduos de Pearson.

Chamamos atenção para uma observação em particular do grá�co de envelopes do

resíduo quantílico aleatorizado, que encontra-se próxima ao limite de con�ança inferior.

Veri�camos que esta observação representa um indivíduo que optou pela prática de espor-

tes, mas a diferença observada entre seus índices PSS �nal e inicial foi de 4 pontos. Esta

observação consiste no valor máximo obtido para o grupo que praticou esportes durante
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o estudo, e uma análise sobre o per�l e a rotina deste indivíduo pode trazer informações

sobre fatores que não foram considerados no estudo.
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Figura 18: Resumo grá�co dos resíduos quantílicos aleatorizados.

A respeito da análise deste conjunto de dados, podemos concluir que a prática de

esporte possui um efeito signi�cativo para a redução dos níveis de estresse dos prisioneiros,

em que, estima-se que esta redução seja em média de 10 pontos no índice PSS de quem

praticou atividades físicas durante o estudo. Consideramos que o ajuste do modelo de

regressão Lda está adequado aos dados observados, e que os grá�cos de qualidade do

ajuste e o pseudo-R2 não evidenciam esta conclusão, em razão de sofrerem distorções pelo

pequeno tamanho amostral.

5.2 Índice de dentes cariados, perdidos ou obturados

Os índices CPO (abreviação para Cariados, Perdidos ou Obturados) são utilizados em

epidemiologia odontológica e agem como indicadores gerais acerca da saúde bucal de um

indivíduo (BÖHNING et al., 1999). Segundo Larmas (2010), estes índices têm sido utilizados

nos últimos 80 anos, e apesar de originalmente propostos para descrever o status dental de
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crianças que fazem parte do ensino básico escolar, também têm sido usados em adultos.

O índice CPO representa a contagem do número total de dentes, ou de superfícies,

que estão cariados, perdidos ou obturados em um indivíduo. Em particular, quando este

índice é utilizado somente nos dentes é conhecido como índice CPOD (LO, 2014). Em

termos interpretativos, quanto maior o índice observado, mais instável é a saúde bucal do

indivíduo ao qual foi submetida a medição.

Os dados a serem analisados nesta seção são provenientes de um estudo clínico re-

alizado em crianças, todas com 7 anos de idade no início do estudo, distribuídas em 6

diferentes escolas de ensino básico. Estas escolas foram selecionadas de acordo com si-

milaridades socio-econômicas, em uma área urbana da cidade de Belo Horizonte. Este

conjunto de dados é descrito e analisado por Böhning et al. (1999) de onde tiramos todas

as informações acerca das observações.

O objetivo principal do estudo fundamenta-se na comparação de quatro métodos

de prevenção de cáries dentárias. Para isso, 797 crianças foram submetidas a diferentes

tratamentos de prevenção em que antes e depois de aplicados os tratamentos foi medido

o índice CPOD. É importante mencionar que somente os 8 molares decíduos (conhecidos

coloquialmente como dentes de leite) foram considerados, o que implica que o número

mínimo do índice CPOD é 0 e o máximo é 8. Neste caso em particular, 0 representa uma

ótima saúde dental em que não foram encontrados dentes cariados, perdidos ou obturados,

enquanto que o valor 8 para o índice representa que todos os 8 molares da criança estão

com algum problema.

Tabela 21: Tratamentos aplicados às escolas selecionadas em Belo Horizonte.
Escola Tratamento Proporção (%)

1 Educação odontológica 17,06
2 Todos os métodos 15,56
3 Grupo de controle 15,93
4 Dieta escolar enriquecida 16,56
5 Enxágue bucal com �uoreto de sódio 19,45
6 Higiene bucal 15,43

Os tratamentos foram aleatorizados entre as seis escolas de forma que todos os alunos

de uma escola em particular receberam o mesmo tratamento. A Tabela 21 apresenta os

tratamentos que foram aplicados em cada escola, e a proporção de crianças que receberam

estes tratamentos dentre a amostra observada. Além dos tratamentos aplicados, foram

coletadas as variáveis sociais: gênero e o grupo étnico de cada criança. Os dados estão

disponíveis gratuitamente na base de dados dmft do pacote flexmix em linguagem de
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programação R (R Core Team, 2018).

5.2.1 Análise exploratória

Assim como a variável tratamento, as variáveis sociais: gênero e grupo étnico, são

variáveis categorizadas, i.e., são variáveis em que os indivíduos da amostra podem ser

classi�cados em duas ou mais categorias (níveis). Os níveis da variável gênero são feminino

e masculino, enquanto que os níveis da variável grupo étnico são negros, pardos e brancos.

Em relação a proporção amostral dos indivíduos, encontra-se que aproximadamente

48,81% das crianças são do gênero feminino, enquanto que 52,19% são do gênero mascu-

lino. Já para a variável grupo étnico, cerca de 14,05% são negros, 37,89% são pardos e

48,06% são brancos. A Figura 19 apresenta as frequências observadas de cada nível destas

variáveis em cada escola estudada.
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Figura 19: Frequências observadas por escola dos níveis das variáveis categorizadas: gênero
e grupo étnico.

Análogo à análise dos dados apresentada na Seção 5.1, estamos interessados em mode-

lar a diferença entre as observações das amostras pareadas. Neste contexto, em particular,

iremos utilizar como variável resposta a diferença entre os índices CPOD obtidos ao �nal

e ao início do estudo. A distribuição amostral desta nova variável pode ser visualizada

no grá�co de barras apresentado pela Figura 20. Pode-se observar que esta distribuição

possui assimetria à esquerda, coe�ciente de assimetria amostral igual a −0, 58, de modo

que predominantemente houve decréscimo dos índices após a aplicação dos tratamentos.

A Tabela 22 apresenta algumas estatísticas descritivas para as diferenças entre os

índices. O valor mínimo observado é de −8, que conforme a limitação dos dados, signi�ca

que a criança no início do estudo possuía problemas em todos os seus molares e após
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Figura 20: Distribuição amostral e função de autocorrelação da diferença entre os índices
CPOD �nais e iniciais.

a aplicação do tratamento, obteve um índice CPOD nulo. A título de interesse, este

comportamento foi evidenciado no índice de 5 alunos. Em contrapartida, o valor máximo

observado foi igual a 5, isto é, nestes casos, o índice aumentou em 5 pontos. Outro fato

que chama atenção é o 3o quartil que possui valor observado igual a 0. Isto traduz-se

de forma que até 75% dos alunos obtiveram uma redução no seu índice CPOD em pelo

menos um ponto depois de aplicado o tratamento.

Tabela 22: Estatísticas descritivas da variável resposta.
Estatísticas Valor observado

Mínimo −8
1o Quartil −3
Mediana −1
Média −1, 45

3o Quartil 0
Máximo 5

Desv. padrão 2,08

A Figura 21 compara a distribuição das diferenças entre os índices CPOD observados

em cada nível das variáveis explanatórias. Conforme esta �gura, não �ca claro se existe

uma diferença signi�cativa entre os efeitos dos níveis das variáveis por não haver um nível

que se distancie dos demais. Contudo, entre os níveis dos tratamentos, podemos destacar

a educação odontológica (escola 1), todos os métodos (escola 2) e o enxágue bucal com

�uoreto de sódio (escola 5) como níveis que obtiveram uma maior diminuição nos índices

após serem aplicados os tratamentos.

Em geral, analisar os fatores individualmente pode levar a conclusões errôneas a res-

peito do efeito destes fatores na resposta. A Figura 22 apresenta o grá�co das interações
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Figura 21: Boxplots das observações conforme cada variável explanatória.

entre dois fatores, de acordo com a média observada para a diferença entre os índices.

Esta �gura sugere que existe interação entre os fatores considerados neste estudo. Por

exemplo, na Figura 22 (a) é possível perceber que as alunas do gênero feminino com etnia

parda ou branca tiveram uma maior redução média nos índices CPOD. Por outro lado,

este comportamento é invertido quando consideramos os alunos do gênero masculino com

etnia negra.

Podemos destacar ainda que, de acordo com a Figura 22 (b), as escolas nas quais

foram aplicados os tratamentos: controle, educação, dieta enriquecida e higienização, os

alunos do gênero masculino apresentaram a maior redução média nos seus índices CPOD.

Já nas escolas nas quais foram aplicados todos os tratamentos e o enxágue bucal com

�uoreto de sódio, a maior redução média foi observada nas alunas com gênero feminino.
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Figura 22: Interações entre os fatores.

5.2.2 Ajuste do modelo de regressão Lda

Nesta subseção, iremos ajustar o modelo de regressão Lda aos dados observados. Nosso

propósito consiste em estimar o efeito esperado das variáveis explicativas na diferença entre

os índices CPOD obtidos ao �nal e ao início do estudo, e também avaliar quais níveis de

fato possuem efeitos signi�cativos na resposta. O banco de dados analisado nesta seção

possui três variáveis categorizadas, sendo elas: tratamento, gênero e grupo étnico, que

serão utilizadas como variáveis explicativas.

Para cada variável categorizada com m níveis, necessita-se de�nir m − 1 variáveis

auxiliares dicotômicas que assumem o valor 0 ou 1. Um nível de cada um dos fatores

precisa ser escolhido como referência, de modo que um indivíduo que pertença a este nível

em particular é representado quando todas as variáveis auxiliares forem iguais a zero. Neste

caso, todas as estimativas dos efeitos principais dos demais níveis serão interpretadas em

termos do nível de referência utilizado.
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A Tabela 23 apresenta os fatores, e seus respectivos níveis, que foram considerados

neste estudo. Para facilitar a apresentação dos resultados, utilizaremos uma codi�cação

para os fatores e níveis que também é apresentada na Tabela 23. Optamos por utilizar

os níveis feminino, pardo e grupo de controle dos fatores gênero, etnia e tratamento,

respectivamente, como níveis de referências. No total, existem 8 efeitos principais a serem

estimados que são representados pelos demais níveis.

Tabela 23: Fatores e níveis utilizados no estudo e sua codi�cação (em parênteses).
Fatores

Tratamento (A) Etnia (B) Gênero (C)
Grupo de controle (Referência) Pardos (Referência) Feminino (Referência)
Educação odontológica (A1) Negros (B1) Masculino (C)

Níveis Todos os métodos (A2) Brancos (B2)
Dieta escolar enriquecida (A3)
Enxágue bucal (A4)
Higiene bucal (A5)

Seja Yi a v.a. aleatória associada à diferença entre os índices CPOD obtidos ao �nal e

ao início do estudo para o i-ésimo aluno, i = 1, 2, . . . , 797. Assuma que, Y1, Y2, . . . , Y797 é

uma amostra de variáveis aleatórias independentes, em que Yi ∼ LDA(φi, µi) para todo

i = 1, 2, . . . , 797. Relacionamos os fatores com os parâmetros φi e µi da forma

ηi = Intercepto +Ai + Bi + Ci +Ai ∗ Bi +Ai ∗ Ci + Bi ∗ Ci +Ai ∗ Bi ∗ Ci,

µi = Intercepto +Ai + Bi + Ci +Ai ∗ Bi +Ai ∗ Ci + Bi ∗ Ci +Ai ∗ Bi ∗ Ci,

em que φi > |µi| e ηi = exp(φi), i = 1, 2, . . . , 797.

A Tabela 24 apresenta as estatísticas escore, Wald, razão de verossimilhanças e gra-

diente, respectivamente, que foram obtidas no teste de dispersão constante. Neste teste,

avaliamos a hipótese dos efeitos das covariáveis não serem conjuntamente signi�cativos

na dispersão das observações. Uma vez que as interações entre dois e três fatores são

consideradas, enfatizamos que o número de parâmetros testados foi igual a 35.

Tabela 24: Teste de hipóteses sobre a dispersão da população.
Sr Sw Sl St

Valor observado 62,5053 24,5580 24,6132 26,2281
Valor-p 0,0029 0,9062 0,9048 0,8577

De acordo com a Tabela 24, percebemos uma discrepância entre os valores obtidos

para a estatística escore e as demais. No entanto, acreditamos que esta discrepância existe

em razão de uma possível instabilidade numérica. Por outro lado, com base nos testes
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de Wald, razão de verossimilhanças e gradiente, a hipótese de dispersão constante não

pode ser descartada, uma vez que as variáveis explicativas não foram conjuntamente

signi�cativas na dispersão das observações.

Portanto, assuma que Y1, Y2, . . . , Y797 é uma amostra de variáveis aleatórias indepen-

dentes, em que Yi ∼ LDA(φ, µi) para todo i = 1, 2, . . . , 797, em que os fatores são

relacionados com a média de Yi da seguinte forma

µi = Intercepto +Ai + Bi + Ci +Ai ∗ Bi +Ai ∗ Ci + Bi ∗ Ci +Ai ∗ Bi ∗ Ci,

e φ > |µi| para todo i = 1, 2, . . . , 797.

Uma das etapas mais importantes no ajuste de um modelo de regressão com múlti-

plas variáveis explicativas consiste na escolha de quais variáveis de fato possuem efeito

signi�cativo na resposta observada. De acordo com Hosmer e Lemeshow (2000, Cap. 4,

p. 92), quanto mais variáveis explicativas forem consideradas no modelo, maiores serão os

erros-padrão estimados dos coe�cientes e mais difícil será uma generalização do modelo

para a população estudada.

Utilizaremos o procedimento descrito em Hosmer e Lemeshow (2000, Cap. 4, p. 92-94)

para selecionar as variáveis a serem incluídas no modelo �nal preliminar desta análise. Este

procedimento é fundamentado no algoritmo stepwise, que consiste em um dos métodos que

geralmente é utilizado para a seleção de variáveis em uma análise de regressão múltipla.

Podemos resumir este procedimento nos seguintes passos.

Passo 1: Análise univariada da signi�cância de cada efeito principal, em que ajustamos um

modelo simples para cada nível dos fatores considerados;

Passo 2: Ajuste conjunto (modelo completo) dos efeitos que apresentaram níveis de signi�-

cância menores do que ou iguais a 25% no Passo 1;

Passo 3: Identi�cação de variáveis importantes que foram signi�cativas no modelo completo

que devem permanecer no modelo, e eliminação dos efeitos não signi�cativos (modelo

reduzido). No modelo reduzido, também consideramos as covariáveis que não foram

signi�cativas no Passo 1, adicionando ou removendo conforme o nível de signi�cância

a 10%;

Passo 4: Veri�cação das frequências observadas em cada categoria signi�cativa no Passo 3.

Neste passo, avaliamos se existe alguma categoria com um número reduzido de ob-

servações ou com frequências nulas. Se não houver implicações, o modelo resultante
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do Passo 3 é chamado de modelo de efeitos principais preliminar;

Passo 5: Adição das interações entre os fatores. Consideramos a introdução de cada interação

individualmente, de forma que foram incluídas no modelo as interações signi�cativas

a um nível de 10%. É importante mencionar que todos os efeitos principais, ou in-

terações de menor ordem, presentes em interações signi�cativas devem ser incluídos

no modelo �nal preliminar.

A Tabela 25 apresenta o ajuste �nal preliminar do modelo de regressão Lda aos dados

analisados nesta seção. De acordo com o estudo de simulação apresentado no Subseção

4.2.2, a estatística de Wald apresentou um bom desempenho para um tamanho amostral

igual a 400. Em virtude disto, optamos por utilizar esta estatística em razão da facilidade

e da velocidade de sua obtenção, uma vez que não necessita-se realizar dois processos de

otimização para obtê-la.

Tabela 25: Ajuste �nal preliminar do modelo de regressão Lda à diferença entre os índices
CPOD ao �nal e ao início do estudo.

Efeito Estimativa Erro-padrão Estatística Z Valor-p
Intercepto −1,2845 0,2022 −6,3538 0,0000

A1 −0,3987 0,1678 −2,3760 0,0175
A2 −0,7007 0,2509 −2,7930 0,0052
A3 0,1310 0,2088 0,6274 0,5304
A4 −0,3581 0,3004 −1,1921 0,2332
B1 0,0372 0,3283 0,1134 0,9097
B2 0,3907 0,2191 1,7828 0,0746
C −0,2631 0,2319 −1,1347 0,2565

A2*C 1,2970 0,3748 3,4609 0,0005
A2*B1 0,9796 0,8060 1,2155 0,2242
A3*B1 1,2068 0,6406 1,8839 0,0596
A4*B2 −0,8411 0,3547 −2,3713 0,0177
A4*C 0,0389 0,3884 0,1000 0,9203
B1*C −0,0986 0,3963 −0,2487 0,8036
B2*C −0,4763 0,2898 −1,6439 0,1002

A2*B1*C −2,2139 0,8778 −2,5220 0,0117
A4*B2*C 1,2517 0,5434 2,3036 0,0212

A estimativa do parâmetro de dispersão φ, é dada por φ̂ = 2, 2468 com erro-padrão

estimado de 0, 1015. Conforme a Tabela 25, o efeito da higiene bucal não foi signi�cativo

na resposta observada. Por outro lado, estima-se que em média, a utilização da educação

odontológica para o tratamento dental realizado nos alunos reduza o índice CPOD em

0,3987 ponto em relação ao grupo de controle quando os níveis dos demais fatores estão
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�xos. Os demais efeitos principais não podem ser analisados individualmente, pois estão

presentes em efeitos de interações que foram signi�cativos.

Estima-se que em média, alunos de etnia negra que são tratados com uma dieta

escolar enriquecida possuam um aumento no seu índice CPOD em 1,2060 ponto (soma

dos efeitos estimados dos níveis A3, B1 e A3*B1) considerando que o gênero está �xo. Além

disso, estima-se que alunos de etnia negra do gênero masculino que foram submetidos a

um tratamento odontológico com todos os métodos de tratamento possuem uma redução

média de 0,9625 ponto no seu índice CPOD (soma dos efeitos estimados dos níveis A2,

B1, C, A2*B1, A2*C, B1*C e A2*B1*C). Estimamos ainda, que alunos de etnia branca do

gênero masculino que receberam o tratamento odontológico enxágue bucal com �uoreto

de sódio possuem uma redução média em seu índice CPOD de 0,2573 ponto (neste caso

corresponde a soma dos efeitos estimados dos níveis A4, B2, C, A4*B2, A4*C, B2*C e

A4*B2*C).

5.2.3 Diagnóstico

Nesta subseção, iremos avaliar a qualidade do ajuste do modelo de regressão Lda aos

dados observados. Assim como na Subseção 5.1.3, iremos realizar o diagnóstico do ajuste

com base nas de�nições apresentadas na Seção 3.3. A Figura 23 compara as frequências

observadas com as frequências esperadas pelo modelo. Observe que ambos os grá�cos

utilizados sugerem que o modelo está bem ajustado. Além disso, obtemos um pseudo-R2

igual a R̃2 = 96, 6%.
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Figura 23: Grá�cos comparativos entre as frequências observadas e esperadas.

As Figuras 24 e 25 apresentam um resumo grá�co dos resíduos de Pearson e dos

resíduos quantílicos aleatorizados, respectivamente, que foram resultantes do ajuste do

modelo. Em ambas as �guras, são apresentados os grá�cos dos resíduos versus os índices
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das observações, resíduos versus a média ajustada para cada indivíduo (µ̂i), função de au-

tocorrelação amostral e grá�co de probabilidade normal com envelope simulado. Podemos

perceber que os resíduos �utuam entre os valores obtidos de forma aleatória e sem pa-

drão aparente. No entanto, observamos a existência de uma possível causa de mau ajuste,

evidenciada pelo grá�co de probabilidade normal.
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Figura 24: Resumo grá�co dos resíduos de Pearson.

Acreditamos que este comportamento foi observado em virtude da limitação dos da-

dos. Uma vez que cada observação do estudo original só assume valores no conjunto

{0, 1, . . . , 8}, consequentemente, as diferenças entre as observações das amostras pareadas
apenas assumem valores no conjunto {−8,−7, . . . , 7, 8}, que corresponde a um conjunto

bastante limitado no que diz respeito ao suporte da distribuição Lda. Podemos concluir

que o modelo de regressão Lda apresentou um bom ajuste, no sentido de que foi capaz

de predizer de maneira satisfatória as frequências observadas neste conjunto de dados.

No entanto, sugerimos cautela nos procedimentos inferenciais pois o modelo também pre-

diz frequências para observações que nunca poderiam ser observadas neste estudo (por

exemplo, −9,−10, . . .).
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Figura 25: Resumo grá�co dos resíduos quantílicos aleatorizados.
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6 Considerações �nais

Ao início deste trabalho, descrevemos diferentes situações práticas nas quais é possível

obter dados que assumem valores no conjunto dos números inteiros. Muitas vezes, o inte-

resse na análise de dados desta natureza consiste na procura por um conjunto de variáveis

que sejam capazes de explicar, ao menos em parte, o comportamento das observações.

Neste contexto, um modelo de regressão é um dos principais alicerces teóricos utilizados

para justi�car possíveis associações entre duas ou mais variáveis.

No entanto, a de�nição de novos modelos de regressão para a análise de observações

independentes que assumem valores inteiros, podendo também assumir valores negativos,

não tem sido um tema abordado com frequência na literatura até o momento. Diante

disto, neste trabalho de dissertação de�nimos um novo modelo de regressão com tal ca-

racterística, utilizando a distribuição Lda como modelo de probabilidade base.

Dentre as distribuições de probabilidade existentes que possuem suporte sobre o con-

junto Z, a distribuição Lda destaca-se em virtude das boas propriedades e expressões

analíticas de importantes características populacionais que apresenta. Além disso, neste

trabalho propomos uma nova parametrização para esta distribuição, em termos da média

e de um parâmetro de dispersão, que permite uma fácil interpretação dos coe�cientes.

Consideramos o estimador de m.v. para a etapa de estimação dos parâmetros desco-

nhecidos do modelo. Nesta etapa, a restrição entre os parâmetros φ e µ (φ > |µ|) tornou-se
um obstáculo que exigiu tempo e um cuidado em particular. Para obter as estimativas,

levando em consideração a restrição sobre o domínio da função de log-verossimilhança,

utilizamos o método da programação quadrática sequencial implementado em linguagem

de programação R (R Core Team, 2018), que pode ser utilizado com a função nloptr per-

tencente ao pacote de mesmo nome.

Com base na distribuição assintótica do estimador de m.v., de�nimos intervalos de

con�ança aproximados e testes de hipóteses sobre os coe�cientes do modelo. Neste, foram

consideradas as estatísticas do teste: escore, Wald, razão de verossimilhanças e gradiente.
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Além disso, propomos métodos de diagnóstico para avaliar a qualidade do ajuste do

modelo de regressão Lda em aplicações práticas, em que de�nimos os resíduos de Pearson

e os resíduos quantílicos aleatorizados.

Realizamos três estudos de simulação com a �nalidade de avaliar o desempenho do

método de obtenção das estimativas dos parâmetros, testes de hipóteses sobre os coe�-

cientes e resíduos, respectivamente, em amostras de tamanho �nito. Concluímos que o

método de obtenção das estimativas apresentou um bom desempenho, no sentido de que

nos cenários que foram considerados, as estimativas apresentaram um viés próximo de

zero e uma variabilidade próxima da esperada.

No teste de hipóteses sobre os coe�cientes do modelo, os melhores desempenhos fo-

ram obtidos pelas estatísticas escore e gradiente. Sugerimos a preferência pela estatística

gradiente quando o número de parâmetros testados for maior do que 1, para tamanhos

amostrais menores do que ou iguais a 100. Não recomendamos a utilização da estatística

de Wald quando o tamanho amostral disponível for inferior a 400.

Por �m, podemos concluir, com base nos cenários considerados no último estudo de

simulação, que os resíduos de Pearson possuem média igual 0, devio-padrão igual a 1 e que

possui coe�ciente de curtose no intervalo (4, 5). Além disso, o tipo de assimetria da dis-

tribuição destes resíduos é o mesmo tipo da população da qual a amostra foi retirada. Por

outro lado, encontramos evidências que veri�cam a normalidade dos resíduos quantílicos

aleatorizados sob o contexto de uma correta especi�cação do modelo.

Destacamos como principais contribuições deste trabalho de dissertação, a de�nição

de um novo modelo de regressão que, além de ser útil para a análise de observações que

assumem valores inteiros, também pode ser usado em estudos clínicos para avaliar o efeito

e a signi�cância de diferentes tratamentos na resposta observada. Além disso, este modelo

está inserido em uma classe de modelos de regressão que não tem recebido atenção na

literatura até o momento.

Como trabalhos futuros, sugerimos uma análise comparativa do modelo de regressão

Lda com outras metodologias utilizadas para a análise de dados discretos não-negativos

provenientes de estudos clínicos. Por exemplo, Proudfoot et al. (2018) realiza uma com-

paração entre o teste t-pareado, o teste de Wilcoxon, dois diferentes modelos MLGM e

também dois modelos de equações de estimação generalizadas. Além disso, muitas vezes

estes estudos possuem uma limitação �nanceira e temporal, que permite apenas a dispo-

nibilidade de um tamanho amostral, relativamente, pequeno. Nestes casos, não é con�ável

utilizar a aproximação da distribuição qui-quadrado para as estatísticas do teste (MEDEI-
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ROS; FERRARI, 2017). Por esta razão, sugerimos um estudo sobre correções que podem ser

aplicadas nestas estatísticas. Finalmente, para a etapa de diagnóstico do ajuste do mo-

delo, também sugerimos um estudo sobre a detecção e análise de observações in�uentes

na amostra observada.
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APÊNDICE A -- Demonstração das

propriedades da distribuição

Lda

Neste apêndice, iremos demonstrar as propriedades apresentadas no Capítulo 2. Re-

corde que por (2.1), uma variável aleatória Y possui distribuição de probabilidade Lda de

parâmetros φ > |µ| e µ ∈ R, se sua função de probabilidade é expressa da forma

f(y;φ, µ) =
1

1 + φ



(
φ− µ

2 + φ− µ

)−y
, y ∈ {−1,−2, . . .},

(
φ+ µ

2 + φ+ µ

)y
, y ∈ {0, 1, 2, . . .}.

Para veri�car que a função f é uma legítima função de probabilidade, devemos de-

monstrar que as seguintes condições são satisfeitas

(i) f(y) > 0 para todo y ∈ Z,

(ii)
∑
y∈Z

f(y) = 1.

De fato, por (2.1),

f(y;φ, µ) =
fZ(y)∑

x∈Z
fZ(x)

y ∈ Z,

em que fZ é a função densidade de probabilidade de uma v.a. Z com distribuição Laplace

assimétrica de�nida em (2.2), com

φ =
e−κ/σ

1− e−κ/σ
+

e−1/κσ

1− e−1/κσ
e µ =

e−κ/σ

1− e−κ/σ
− e−1/κσ

1− e−1/κσ

É evidente que a condição (i) é satisfeita uma vez que fZ é uma função densidade. A

condição (ii) também veri�ca-se pois
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∑
y∈Z

f(y;φ, µ) =
∑
y∈Z

fZ(y)∑
x∈Z

fZ(x)
= 1.

Portanto, a função f é uma legítima função de probabilidade.

Dado q ∈ R,

P (Y ≤ q) =

bqc∑
y=−∞

f(y;φ, µ)

No caso em que q < 0,

P (Y ≤ q) =

bqc∑
y=−∞

(1 + φ)−1
(

φ− µ
2 + φ− µ

)−y
=

+∞∑
y=0

(1 + φ)−1
(

φ− µ
2 + φ− µ

)y−bqc
= (1 + φ)−1

(
2 + φ− µ
φ− µ

)bqc +∞∑
y=0

(
φ− µ

2 + φ− µ

)y
=

(2 + φ− µ)bqc+1

2(1 + φ)(φ− µ)bqc
.

Por outro lado, se q ≥ 0,

P (Y ≤ q) = (1 + φ)−1

 −1∑
y=−∞

(
φ− µ

2 + φ− µ

)−y
+

bqc∑
y=0

(
φ+ µ

2 + φ+ µ

)y
= (1 + φ)−1

{
+∞∑
y=1

(
φ− µ

2 + φ− µ

)y
+

(
2 + φ+ µ

2

)[
1−

(
φ+ µ

2 + φ+ µ

)bqc+1
]}

=
1

2(1 + φ)

{
φ− µ+ (2 + φ+ µ)

[
1−

(
φ+ µ

2 + φ+ µ

)bqc+1
]}

=
1

2(1 + φ)

[
2(1 + φ)− (φ+ µ)

(
φ+ µ

2 + φ+ µ

)bqc]

= 1− (φ+ µ)

2(1 + φ)

(
φ+ µ

2 + φ+ µ

)bqc
.

O que mostra a expressão em (2.5) para a função de distribuição de Y . É importante

enfatizar que as séries matemáticas que aparecem nesta demonstração, e nas demais que

serão apresentadas posteriormente, convergem em razão da restrição φ > |µ|.

Para demonstrar a expressão obtida no Capítulo 2 para função quantílica de Y ∼
LDA(φ, µ), de�na

Q(u;φ, µ) = F−1(u;φ, µ) = inf {q ∈ R;u ≤ F(q;φ, µ)} ,
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sendo u ∈ (0, 1).

No caso em que u < F(0;φ, µ) = (2 + φ+ µ)/2(1 + φ), temos que

Q(u;φ, µ) = inf {q ∈ R;u ≤ F(q;φ, µ)}

= inf
{
q ∈ R;u ≤ (2 + φ− µ)bqc+1

2(1 + φ)(φ− µ)bqc

}
= inf {q ∈ R; bqc ≥ q1(u)} ,

em que

q1(u) =
log [2(1 + φ)u/(2 + φ− µ)]

log [(2 + φ− µ)/(φ− µ)]
.

Logo,

Q(u;φ, µ) = inf {q ∈ R; bqc ≥ q1(u)} = dq1(u)e.

Analogamente, no caso em que u ≥ F(0;φ, µ) = (2 + φ+ µ)/2(1 + φ)

Q(u;φ, µ) = inf {q ∈ R;u ≤ F(q;φ, µ)}

= inf

{
q ∈ R;u ≤ 1− (φ+ µ)

2(1 + φ)

(
φ+ µ

2 + φ+ µ

)bqc}
= inf {q ∈ R; bqc ≥ q2(u)} ,

em que

q2(u) =
log [2(1 + φ)(1− u)/(φ+ µ)]

log [(φ+ µ)/(2 + φ+ µ)]
.

Logo,

Q(u;φ, µ) = inf {q ∈ R; bqc ≥ q2(u)} = dq2(u)e.

Portanto,

Q(u;φ, µ) =

{
dq1(u)e, se u < (2 + φ+ µ)/2(1 + φ),

dq2(u)e, se u ≥ (2 + φ+ µ)/2(1 + φ).

A seguir, demonstraremos as expressões apresentadas no Capítulo 2 para a função

característica e momentos ordinários e absolutos de Y ∼ LDA(φ, µ).

E(eitY ) =
∑
y∈Z

eityf(y;φ, µ)

= (1 + φ)−1

[
+∞∑
y=1

e−ity
(

φ− µ
2 + φ− µ

)y
+

+∞∑
y=0

eity
(

φ+ µ

2 + φ+ µ

)y]
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= (1 + φ)−1

{
+∞∑
y=1

[
e−it

(
φ− µ

2 + φ− µ

)]y
+

+∞∑
y=0

[
eit
(

φ+ µ

2 + φ+ µ

)]y}

= (1 + φ)−1
[

e−it(φ− µ)

2 + (φ− µ)(1− e−it)
+

2 + φ+ µ

2 + (φ+ µ)(1− eit)

]
=

(φ− µ) [(2 + φ+ µ)e−it + 2− (2 + φ+ µ)e−it] + 2(2 + φ+ µ)

(1 + φ) [2 + (φ− µ)(1− e−it)] [2 + (φ+ µ)(1− eit)]

=
4

[2 + (φ− µ)(1− e−it)] [2 + (φ+ µ)(1− eit)]
.

Para demonstrar as expressões dos momentos ordinários e absolutos de Y , considere

a seguinte identidade combinatória

+∞∑
y=1

yrpy =
r∑
j=1

S(r, j)j!
pj

(1− p)j+1
, |p| < 1, (A.1)

em que

S(r, j) = j!−1
j−1∑
i=0

(−1)i

(
j

i

)
(j − i)r.

Assim, utilizando a identidade (A.1),

E(Y r) =
∑
y∈Z

yrf(y;φ, µ)

= (1 + φ)−1

[
+∞∑
y=1

(−y)r
(

φ− µ
2 + φ− µ

)y
+

+∞∑
y=1

yr
(

φ+ µ

2 + φ+ µ

)y]

=
r∑
j=1

(−1)r
S(r, j)j!

2j+1

(2 + φ− µ)

(1 + φ)
(φ− µ)j +

r∑
j=1

S(r, j)j!

2j+1

(2 + φ+ µ)

(1 + φ)
(φ+ µ)j

=
(2 + φ+ µ)(2 + φ− µ)

(1 + φ)

r∑
j=1

j!S(r, j)

2j+1

[
(φ+ µ)j

2 + φ− µ
+ (−1)r

(φ− µ)j

2 + φ+ µ

]
.

Analogamente,

E(|Y |r) =
∑
y∈Z

|y|rf(y;φ, µ)

= (1 + φ)−1

[
+∞∑
y=1

yr
(

φ− µ
2 + φ− µ

)y
+

+∞∑
y=1

yr
(

φ+ µ

2 + φ+ µ

)y]

=
r∑
j=1

S(r, j)j!

2j+1

(2 + φ− µ)

(1 + φ)
(φ− µ)j +

r∑
j=1

S(r, j)j!

2j+1

(2 + φ+ µ)

(1 + φ)
(φ+ µ)j
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=
(2 + φ+ µ)(2 + φ− µ)

(1 + φ)

r∑
j=1

j!S(r, j)

2j+1

[
(φ+ µ)j

2 + φ− µ
+

(φ− µ)j

2 + φ+ µ

]
.

Assim, podemos calcular que o primeiro, o segundo e o terceiro momento da v.a.

Y ∼ LDA(φ, µ) são dados, respectivamente, por

E(Y ) =
(2 + φ+ µ)(2 + φ− µ)

1 + φ

S(1, 1)

4

(
φ+ µ

2 + φ+ µ
− φ− µ

2 + φ− µ

)
=

4µφ+ 4µ

4(1 + φ)
= µ,

E(Y 2) =
(2 + φ+ µ)(2 + φ− µ)

1 + φ

{
S(2, 1)

4

(
φ+ µ

2 + φ+ µ
+

φ− µ
2 + φ− µ

)
+
S(2, 2)

4

[
(φ+ µ)2

2 + φ+ µ
+

(φ− µ)2

2 + φ− µ

]}
=

1

2(1 + φ)

(
φ3 + 3φ2 + 2φ+ 3µ2φ+ 3µ2

)
=
φ2 + 2φ+ 3µ2

2
,

E(Y 3) =
(2 + φ+ µ)(2 + φ− µ)

1 + φ

{
S(3, 1)

4

(
φ+ µ

2 + φ+ µ
− φ− µ

2 + φ− µ

)
+

2S(3, 2)

8

[
(φ+ µ)2

2 + φ+ µ
− (φ− µ)2

2 + φ− µ

]
+

6S(3, 3)

16

[
(φ+ µ)3

2 + φ+ µ
− (φ− µ)3

2 + φ− µ

]}
=

1

2(1 + φ)

[
2µ(1 + φ) + 18µφ2 + 6µφ3 + 6µ3φ+ 12µφ+ 6µ3

]
= µ(3µ2 + 6φ+ 3φ2 + 1).

Para obter as expressões da variância e coe�ciente de assimetria de Y , basta utilizar

as seguintes relações,

V(Y ) = E(Y 2)− [E(Y )]2 e A(Y ) =
E(Y 3)− 3µσ2 − µ3

σ3
,

em que σ = V(Y )
1
2 .

Finalmente, a seguir apresentamos a demonstração da Proposição 1. Sejam X1 e X2

variáveis aleatórias independentes com distribuição geométrica de parâmetros 2/(2+φ+µ)

e 2/(2 + φ− µ), respectivamente. As funções características de X1 e X2 são dadas por
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ϕX1(t) =
2

2 + (φ+ µ)(1− eit)
,

ϕX2(t) =
2

2 + (φ− µ)(1− eit)
,

respectivamente. Seja Y = X1 −X2, então

ϕY (t) = ϕX1(t)ϕX2(−t) = 4
{[

2 + (φ+ µ)(1− eit)
] [

2 + (φ− µ)(1− e−it)
]}−1

que, por (2.6), corresponde a função característica de uma v.a. Y ∼ LDA(φ, µ).

O procedimento para a obtenção das expressões apresentadas na Seção 2.5 (função

escore, matriz Hessiana e matriz da informação de Fisher) é análogo aos cálculos e de-

monstrações apresentadas no Apêndice B para o modelo de regressão Lda.
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APÊNDICE B -- Função escore, matriz

Hessiana e matriz da

informação de Fisher no

modelo de regressão Lda

Sejam Yi, i = 1, 2, . . . , n uma amostra de variáveis aleatórias independentes em

que Yi ∼ LDA(φi, µi) e as relações apresentadas em (3.1) são satisfeitas. Recorde que

por (3.2), a função de log-verossimilhança do vetor de parâmetros θ =
(
α>,β>

)> ∈
Θ =

{(
α>,β>

)>
; g−1(ηi) > |µi| ∀i = 1, 2, . . . , n

}
, dada a amostra observada y = (y1, y2,

. . . , yn)>, é expressa por

`(θ) =
n∑
i=1

`i(φi, µi),

em que

`i(φi, µi) =− log(1 + φi) + δiyi [log(φi + µi)− log(2 + φi + µi)]

− (1− δi) yi [log(φi − µi)− log(2 + φi − µi)] ,

sendo δi = 1, se yi ≥ 0 e 0 caso contrário.

Inicialmente, considere o cálculo das derivadas de primeira ordem da i-ésima compo-

nente da função de log-verossimilhança `i. Dado i ∈ {1, 2, . . . , n}, as primeiras derivadas
da são expressas por

∂`i(φi, µi)

∂φi
= −(1 + φi)

−1 + 2δiyici − 2(1− δi)yidi,

∂`i(φi, µi)

∂µi
= 2δiyici + 2(1− δi)yidi,

em que ci e di são dados em (3.4).
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Utilizando a regra da cadeia, dados j ∈ {1, 2, . . . , k} e l ∈ {1, 2, . . . , p}

∂`(θ)

∂αj
=

n∑
i=1

∂`i(φi, µi)

∂φi

dφi
dηi

∂ηi
∂αj

,

∂`(θ)

∂βl
=

n∑
i=1

∂`i(φi, µi)

∂µi

∂µi
∂βl

,

em que dφi/dηi = g′(φi)
−1, ∂ηi/∂αj = zij e ∂µi/∂βl = xil. Logo,

∂`(θ)

∂αj
=

n∑
i=1

[
−(1 + φi)

−1 + 2δiyici − 2(1− δi)yidi
] zij
g′(φi)

,

∂`(θ)

∂βl
=

n∑
i=1

[2δiyici + 2(1− δi)yidi]xil.

Não é difícil veri�car que em forma vetorial

∂`(θ)

∂α
= Z>Du1 e

∂`(θ)

∂β
= X>u2,

sendo u1,u2 e D as quantidades de�nidas em (3.3).

Por outro lado, as segundas derivadas da função `i são expressas por

∂2`i(φi, µi)

∂φ2
i

= (1 + φi)
−2 − 4δiyic

2
i (1 + φi + µi) + 4(1− δi)yid2i (1 + φi − µi),

∂2`i(φi, µi)

∂µi
= −4δiyic

2
i (1 + φi + µi)− 4(1− δi)yid2i (1 + φi − µi),

∂2`i(φi, µi)

∂µ2
i

= −4δiyic
2
i (1 + φi + µi) + 4(1− δi)yid2i (1 + φi − µi).

Utilizando a regra da cadeia mais uma vez, dados j, l ∈ {1, 2, . . . , k} obtemos que

∂2`(θ)

∂αjαl
=

n∑
i=1

∂

∂φi

(
∂`t(φi, µi)

∂φi

dφi
dηi

)
dφi
dηi

∂ηi
∂αj

∂ηi
∂αl

=
n∑
i=1

(
∂2`i(φi, µi)

∂φ2
i

dφi
dηi

+
∂`i(φi, µi)

∂φi

∂

∂φi

dφi
dηi

)
dφi
dηi

zijzil,

em que
∂

∂φi

dφi
dηi

= − g
′′(φi)

g′(φi)2
.
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Logo,

∂2`(θ)

∂αjαl
=

n∑
i=1

{[
(1 + φi)

−2 − 4δiyic
2
i (1 + φi + µi) + 4(1− δi)yid2i (1 + φi − µi)

] 1

g′(φi)
+

[
(1 + φi)

−1 − 2δiyici + 2(1− δi)yidi
] g′′(φi)
g′(φi)2

}
zijzil
g′(φi)

.

Por outro lado, dados j ∈ {1, 2, . . . , k} e l ∈ {1, 2, . . . , p},

∂2`(θ)

∂αjβl
=

n∑
i=1

∂

∂µi

(
∂`i(φi, µi)

∂φi

)
dφi
dηi

∂ηi
∂αj

dµi
dβl

=
n∑
i=1

[
−4δiyic

2
i (1 + φi + µi)− 4(1− δi)yid2i (1 + φi − µi)

] zijxil
g′(φi)

.

Finalmente, para quaisquer j, l ∈ {1, 2, . . . , p},

∂2`(θ)

∂βjβl
=

n∑
i=1

∂

∂µi

(
∂`i(φi, µi)

∂µi

∂µi
∂βj

)
∂µi
∂βl

=
n∑
i=1

(
∂2`i(φi, µi)

∂µ2
i

∂µi
∂βj

+
∂`i(φi, µi)

∂µi

∂

∂µi

∂µi
∂βj

)
∂µi
∂βl

.

Em razão de não haver necessidade de uma função de ligação que relacione µi e os

parâmetros β, tem-se que
∂

∂µi

∂µi
∂βl

= 0,

logo,

∂2`t(θ)

∂βjβl
=

n∑
i=1

∂2`i(φi, µi)

∂µ2
i

∂µi
∂βj

∂µi
∂βl

=
n∑
i=1

[
−4δiyic

2
i (1 + φi + µi) + 4(1− δi)yid2i (1 + φi − µi)

]
xijxil.

Portanto, em forma matricial, a matriz Hessiana é escrita como a seguinte matriz

particionada

J(θ) =
∂2` (θ)

∂θ∂θ>
=

 Jαα Jαβ

Jβα Jββ

 ,
em que Jαα = Z>V1DZ, Jαβ = Z>V2DX, Jβα = J>αβ e Jββ = X>V3X sendo V1,

V2 e V3 matrizes diagonais de�nidas em (3.5).
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A matriz da informação de Fisher é de�nida por

K(θ) ≡ E
[
U(θ)U(θ)>

]
,

em que U(θ) é a função escore de�nida em (3.3).

Para mostrar que a matriz K pode ser expressa da forma que foi apresentada em

(3.11), é necessário demonstrar os seguintes resultados.

A�rmação 1. Seja Y uma variável aleatória em que Y ∼ LDA(φ, µ). Então,

(i) E (δY ) =
1

4c(1 + φ)
, (iii) E

(
δY 2

)
=

1 + φ+ µ

4c(1 + φ)
,

(ii) E [(1− δ)Y ] =
−1

4d(1 + φ)
, (iv) E

[
(1− δ)Y 2

]
=

1 + φ− µ
4d(1 + φ)

,

em que δ = 1 se Y ≥ 0 e 0 caso contrário, e as quantidades c e d são de�nidas por

c = [(φ+ µ)(2 + φ+ µ)]−1 e d = [(φ− µ)(2 + φ− µ)]−1, respectivamente.

Demonstração.

Com efeito,

(i)

E (δY ) =
∑
y∈Z

δyf(y;φi, µi) =
+∞∑
y=0

yf(y;φ, µ) = (1 + φ)−1
+∞∑
y=0

y

(
φ+ µ

2 + φ+ µ

)y
=

1

1 + φ

(
φ+ µ

2 + φ+ µ

)(
2 + φ+ µ

2

)2

=
(φ+ µ)(2 + φ+ µ)

4(1 + φ)
=

1

4c(1 + φ)
.

(ii) De forma mais direta, e utilizando (i), temos que

E [(1− δ)Y ] = E(Y )− E (δY ) = µ− (φ+ µ)(2 + φ+ µ)

4(1 + φ)

=
−(φ− µ)(2 + φ− µ)

4(1 + φ)
=

−1

4d(1 + φ)
.

(iii)

E
(
δY 2

)
=
∑
y∈Z

δy2f(y;φi, µi) =
+∞∑
y=0

y2f(y;φ, µ) = (1 + φ)−1
+∞∑
y=0

y2
(

φ+ µ

2 + φ+ µ

)y
=

(φ+ µ)(1 + φ+ µ)(2 + φ+ µ)

4(1 + φ)
=

1 + φ+ µ

4c(1 + φ)
.
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(iv) Por (iii),

E
[
(1− δ)Y 2

]
= E(Y 2)− E

(
δY 2

)
=
φ(2 + φ) + 3µ2

2
− (φ+ µ)(1 + φ+ µ)(2 + φ+ µ)

4(1 + φ)

=
(φ− µ)(1 + φ− µ)(2 + φ− µ)

4(1 + φ)
=

1 + φ− µ
4d(1 + φ)

.

Assim, observe que

K(θ) = E

[
UαU

>
α UαU

>
β

UβU
>
α UβU

>
β

]
=

[
Z>DE(u1u

>
1 )DZ Z>DE(u1u

>
2 )X

X>E(u2u
>
1 )DZ X>E(u2u

>
2 )X

]
,

em que u1 = (u
(1)
1 , u

(1)
2 , . . . , u

(1)
n )> e u2 = (u

(2)
1 , u

(2)
2 , . . . , u

(2)
n )> cujos elementos são

u
(1)
i = −(1 + φi)

−1 + 2δiyici − 2(1− δi)yidi e u
(2)
i = 2δiyici + 2(1− δi)yidi,

como de�nido em (3.3).

Após algumas manipulações algébricas, temos que

u1u
>
1 =

n∑
i=1

[
u
(1)
i

]2
=

n∑
i=1

(1 + φi)
−2 − 2(1 + φi) [2δiyici − 2(1− δi)yidi] + 4δiy

2
i c

2
i + 4(1− δi)y2i d2i ,

u1u
>
2 =

n∑
i=1

u
(1)
i u

(2)
i =

n∑
i=1

−(1 + φi)
−1 [2δiyici + 2(1− δi)yidi] + 4δiy

2
i c

2
i − 4(1− δi)y2i d2i ,

u2u
>
2 =

n∑
i=1

[
u
(2)
i

]2
=

n∑
i=1

4δiy
2
i c

2
i + 4(1− δi)y2i d2i .

Logo, utilizando a A�rmação 1 pode-se mostrar que

E(u1u
>
1 ) =

n∑
i=1

−(1 + φ)−2 + ci(1 + φi + µi)(1 + φi)
−1 + di(1 + φi − µi)(1 + φi)

−1,

E(u1u
>
2 ) =

n∑
i=1

ci(1 + φi + µi)(1 + φi)
−1 − di(1 + φi − µi)(1 + φi)

−1,

E(u2u
>
2 ) =

n∑
i=1

ci(1 + φi + µi)(1 + φi)
−1 + di(1 + φi − µi)(1 + φi)

−1.
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De�na as matrizes W1 = diag{w(1)
1 , w

(1)
2 , . . . , w

(1)
n }, W2 = diag{w(2)

1 , w
(2)
2 , . . . , w

(2)
n } e

W3 = diag{w(3)
1 , w

(3)
2 , . . . , w

(3)
n }, com elementos

w
(1)
i = [−(1 + φi)

−2 + ci(1 + φi + µi)(1 + φi)
−1 + di(1 + φi − µi)(1 + φi)

−1] g′(φi)
−1,

e
w

(2)
i = ci(1 + φi + µi)(1 + φi)

−1 − di(1 + φi − µi)(1 + φi)
−1,

w
(3)
i = ci(1 + φi + µi)(1 + φi)

−1 + di(1 + φi − µi)(1 + φi)
−1,

como de�nido em (3.11). Não é difícil veri�car que em forma matricial

K(θ) ≡ E
[
U(θ)U(θ)>

]
= E

[
UαU

>
α UαU

>
β

UβU
>
α UβU

>
β

]
=

 Kαα Kαβ

Kβα Kββ

 ,
sendo Kαα = Z>W1DZ, Kαβ = Z>W2DX, Kβα = K>αβ e Kββ = X>W3X.
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APÊNDICE C -- Apoio grá�co dos estudos de

simulação

Neste apêndice, apresentamos um apoio grá�co dos resultados obtidos nos estudos

de simulação realizados no Capítulo 4, como um material suplementar com a �nalidade

de auxiliar as interpretações das tabelas de resultados. Os grá�cos são apresentados em

três grandes grupos de simulações e na mesma ordem apresentada do Capítulo 4, que

consiste em: (i) analisar as estimativas de máxima verossimilhança quando o tamanho da

amostra aumenta sob algumas características populacionais; (ii) comparar a distribuição

qui-quadrado com a distribuição amostral das estatísticas escore de Rao, Wald, razão

de verossimilhanças e gradiente; e (iii) comparar a distribuição amostral dos resíduos de

Pearson e dos resíduos quantílicos aleatorizados com a distribuição normal-padrão.
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Figura 26: Boxplots das estimativas de máxima verossimilhança, correspondentes a Tabela
2 para uma distribuição populacional assimétrica à esquerda e com grau de heterogenei-
dade baixo.
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Figura 27: Boxplots das estimativas de máxima verossimilhança, correspondentes a Ta-
bela 3, para uma distribuição populacional aproximadamente simétrica e com grau de
heterogeneidade baixo.
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Figura 28: Boxplots das estimativas de máxima verossimilhança, correspondentes a Tabela
4, para uma distribuição populacional assimétrica à direita e com grau de heterogeneidade
baixo.
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Figura 29: Boxplots das estimativas de máxima verossimilhança, correspondentes a Tabela
5, para uma distribuição populacional assimétrica à esquerda e com grau de heterogenei-
dade alto.
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Figura 30: Boxplots das estimativas de máxima verossimilhança, correspondentes a Ta-
bela 6, para uma distribuição populacional aproximadamente simétrica e com grau de
heterogeneidade alto.
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Figura 31: Boxplots das estimativas de máxima verossimilhança, correspondentes a Tabela
7, para uma distribuição populacional assimétrica à direita e com grau de heterogeneidade
alto.



124

0 5 10 15

0
2

4
6

8
10

12
14

Quantis teóricos

Q
ua

nt
is

 o
bs

er
va

do
s 

de
 S

r

0 5 10 15

0
2

4
6

8
10

12

Quantis teóricos

Q
ua

nt
is

 o
bs

er
va

do
s 

de
 S

r

0 5 10 15

0
10

0
20

0
30

0
40

0
50

0

Quantis teóricos

Q
ua

nt
is

 o
bs

er
va

do
s 

de
 S

w

0 5 10 15

0
2

4
6

8
10

12

Quantis teóricos

Q
ua

nt
is

 o
bs

er
va

do
s 

de
 S

w

0 5 10 15

0
5

10
15

Quantis teóricos

Q
ua

nt
is

 o
bs

er
va

do
s 

de
 S

l

0 5 10 15

0
2

4
6

8
10

12

Quantis teóricos

Q
ua

nt
is

 o
bs

er
va

do
s 

de
 S

l

0 5 10 15

0
2

4
6

8
10

12
14

Quantis teóricos

Q
ua

nt
is

 o
bs

er
va

do
s 

de
 S

t

0 5 10 15

0
2

4
6

8
10

12

Quantis teóricos

Q
ua

nt
is

 o
bs

er
va

do
s 

de
 S

t

Figura 32: Grá�cos quantil-quantil das estatísticas do teste, correspondentes a Tabela 8,
com k = 4, q = 1 e tamanho amostral n = 50 (primeira coluna) e n = 400 (segunda
coluna), em comparação com a distribuição chi-quadrado com 1 graus de liberdade.
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Figura 33: Grá�cos quantil-quantil das estatísticas do teste, correspondentes a Tabela 8,
com k = 4, q = 3 e tamanho amostral n = 50 (primeira coluna) e n = 400 (segunda
coluna), em comparação com a distribuição chi-quadrado com 3 graus de liberdade.
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Figura 34: Grá�cos quantil-quantil das estatísticas do teste, correspondentes a Tabela 9,
com k = 6, q = 2 e tamanho amostral n = 50 (primeira coluna) e n = 400 (segunda
coluna), em comparação com a distribuição chi-quadrado com 2 graus de liberdade.
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Figura 35: Grá�cos quantil-quantil das estatísticas do teste, correspondentes a Tabela 9,
com k = 6, q = 4 e tamanho amostral n = 50 (primeira coluna) e n = 400 (segunda
coluna), em comparação com a distribuição chi-quadrado com 4 graus de liberdade.
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Figura 36: Grá�cos quantil-quantil das estatísticas do teste, correspondentes a Tabela 10,
com p = 4, r = 1 e tamanho amostral n = 50 (primeira coluna) e n = 400 (segunda
coluna), em comparação com a distribuição chi-quadrado com 1 graus de liberdade.
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Figura 37: Grá�cos quantil-quantil das estatísticas do teste, correspondentes a Tabela 10,
com p = 4, r = 3 e tamanho amostral n = 50 (primeira coluna) e n = 400 (segunda
coluna), em comparação com a distribuição chi-quadrado com 3 graus de liberdade.
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Figura 38: Grá�cos quantil-quantil das estatísticas do teste, correspondentes a Tabela 11,
com p = 6, r = 2 e tamanho amostral n = 50 (primeira coluna) e n = 400 (segunda
coluna), em comparação com a distribuição chi-quadrado com 2 graus de liberdade.
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Figura 39: Grá�cos quantil-quantil das estatísticas do teste, correspondentes a Tabela 11,
com p = 6, r = 4 e tamanho amostral n = 50 (primeira coluna) e n = 400 (segunda
coluna), em comparação com a distribuição chi-quadrado com 4 graus de liberdade.
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Figura 40: Grá�cos quantil-quantil dos resíduos de Pearson (primeira coluna) e dos re-
síduos quantílicos aleatorizados (segunda coluna), correspondentes as Tabelas de 14-16,
para distribuições populacionais assimétricas à esquerda (primeira linha), aproximada-
mente simétrica (segunda linha) e assimétrica à direita (terceira linha) com grau de hete-
rogeneidade baixo.
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Figura 41: Grá�cos quantil-quantil dos resíduos de Pearson (primeira coluna) e dos re-
síduos quantílicos aleatorizados (segunda coluna), correspondentes as Tabelas de 14-16,
para distribuições populacionais assimétricas à esquerda (primeira linha), aproximada-
mente simétrica (segunda linha) e assimétrica à direita (terceira linha) com grau de hete-
rogeneidade alto.


