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Resumo

A classe de modelos de regressão beta é usada para modelar variáveis respostas no intervalo

(0, 1), como taxas e proporções. Ferrari e Cribari-Neto (2004) propuseram um modelo de

regressão beta que incorpora covariáveis na média da distribuição utilizando uma função

de ligação genérica. Entretanto, para estudos cuja variável resposta apresenta assimetria

e/ou valores discrepantes, esse modelo pode não ser o mais adequado. Uma medida de

tendência central mais apropriada neste tipo de situação é a moda da distribuição, devido a

sua robustez com relação a valores discrepantes e sua fácil interpretação também em casos

assimétricos. Zhou e Huang (2019) propuseram uma reparametrização para a distribuição

beta em termos da moda e de um parâmetro de precisão. Assumindo essa distribuição

para a variável resposta, Zhou e Huang (2019) propuseram um modelo de regressão para

dados contínuos no intervalo unitário, visando ser mais robusto a outliers. Neste trabalho,

realizamos um estudo mais aprofundado das propriedades e do desempenho desse modelo,

bem como a comparação deste com o modelo proposto por Ferrari e Cribari-Neto (2004).

Realizamos estudos de simulação para avaliar as estimativas de máxima verossimilhança

em casos simétricos e assimétricos e a sensibilidade à outliers das estimativas quando são

impostos alguns padrões de perturbação. Além disso, �zemos a proposição e a avaliação

de três resíduos para esta classe de modelos. Nossos estudos de simulação sugerem que

o modelo de regressão beta que considera a moda apresenta bom desempenho em dados

simétricos e assimétricos e que, na maioria dos cenários, apresenta melhor desempenho

na presença de outliers do que o modelo de regressão beta que considera a média. Por

�m, apresentamos duas aplicações a conjuntos de dados reais, um retirado do censo 2010

e outro proveniente do ENEM 2017, comparando o ajuste dos modelos de regressão beta

para a média e para a moda.

Palavras-chave: Moda. Regressão beta. Regressão modal paramétrica.
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Abstract

The beta regression model is a class of models used for continuous response variables

restricted to the interval (0,1), such as rates and proportions. Ferrari and Cribari-Neto

(2004) proposed a beta regression model that incorporates covariates in the mean of the

distribution using a generic link function. However, for studies which response variable

has asymmetry and / or discrepant values, this model may not be the most appropri-

ated. A more appropriated measure of central tendency in this kind of situation is the

mode of distribution because of its robustness to outliers and its easy interpretation in

cases of asymmetry. Zhou and Huang (2019) proposed a parameterization for the beta

distribution in terms of the mode and a precision parameter. Assuming that the response

variable follows this distribution, Zhou and Huang (2019) proposed a regression model

for continuous data in the interval (0,1), in order to be more robust to outliers. In this

work, we present a more complete study of this model properties and performance as well

as a comparison between this model and the model proposed by Ferrari and Cribari-Neto

(2004). We developed simulation studies to evaluate the maximum likelihood estimates in

cases of asymmetry and the sensitivity to outliers when come perturbation patterns are

imposed. Furthermore, we proposed and evaluated three residuals to this class of models.

Our simulation studies suggest that the model developed to the mode has a good perfor-

mance on symmetrical and asymmetrical data and in most scenarios it performs better

in the presence of outliers than the beta regression model that considers the mean. In

addition, we present two applications to real dataset and a �t comparison of the models

that consider the mean and the mode.

Keywords : Mode. Beta regression. Parametric modal regression.
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1 Introdução

Existem diversos estudos cuja variável de interesse apresenta valores no intervalo uni-

tário (0, 1), sendo expressos como taxas e/ou proporções. Esses estudos estão presentes

nas mais diversas áreas do conhecimento, como por exemplo, na área da saúde, estudando

a proporção de pessoas com demência em Portugal (SANTANA et al., 2015); na área econô-

mica, estudando a proporção de ganhos e prejuízos de investidores da bolsa de valores

(KARSTEN, 2006); na área da educação, estudando a taxa de analfabetismo no Brasil

(LORENZO, 2007), entre outros.

Para modelar esse tipo de conjunto de dados, existem algumas distribuições de pro-

babilidade na literatura, sendo a distribuição beta uma das distribuições mais utilizadas

devido à sua simplicidade em relação a alguns outros modelos e a diversidade de formas

assumidas para diferentes valores dos parâmetros.

Na prática, existem situações em que o interesse é avaliar o comportamento de uma

variável especí�ca com relação a outras variáveis. Como por exemplo, estudar se a renda de

domicílios in�uencia na taxa de trabalho infantil de determinado município. Para estudar a

relação entre essas variáveis, podemos utilizar os modelos de regressão. Um dos modelos de

regressão mais utilizados na literatura é o modelo de regressão linear normal. No entanto,

esse modelo não é apropriado em situações em que a variável resposta está restrita ao

intervalo (0, 1). Segundo Ferrari e Cribari-Neto (2004), apesar de ser possível transformar

a variável resposta para assumir valores na reta real e utilizar o modelo de regressão

linear normal, essa abordagem traz algumas limitações, como por exemplo a di�culdade

de interpretar os parâmetros do modelo em termos da variável resposta original. Devido a

isso, tem-se a necessidade de utilizar um modelo de regressão em que a variável resposta

assuma valores no intervalo (0, 1).

Kieschnick e McCullough (2003) propuseram um modelo de regressão para dados de

proporção assumindo que a variável resposta segue uma distribuição beta. No entanto,

esse modelo utiliza uma função de ligação �xa para introduzir covariáveis no parâme-
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tro de interesse, a função logito, o que torna o modelo restrito. Ferrari e Cribari-Neto

(2004) propuseram um modelo de regressão para dados que apresentam valores no in-

tervalo unitário, assumindo que esses dados possuem distribuição beta e possibilitando o

uso de uma função de ligação mais genérica. Além disso, os autores reparametrizaram a

distribuição em termos da média e de um parâmetro de dispersão, incluindo covariáveis

na média da distribuição. Diversos trabalhos publicados estudaram esse modelo, dentre

eles, Espinheira, Ferrari e Cribari-Neto (2008a) propuseram ferramentas de diagnóstico

de in�uência do modelo, Espinheira, Ferrari e Cribari-Neto (2008b) apresentaram dois

tipos de resíduos para esta classe de modelos, Ospina e Ferrari (2010) desenvolveram um

modelo beta in�acionado de zeros e/ou uns, e Espinheira, Santos e Cribari-Neto (2017)

propuseram um novo resíduo para ser usado em modelos de regressão beta lineares e não

lineares.

Entretanto, existem dados no intervalo unitário que apresentam assimetria e/ou pos-

suem valores discrepantes. Nessas situações, a média não é a medida de tendência central

mais indicada. Desta forma, o modelo de regressão beta proposto por Ferrari e Cribari-

Neto (2004) pode não ser o mais indicado para dados com essas características. Como

alternativa a esse modelo, Bayes et al. (2012) propuseram um modelo de regressão para

dados no intervalo unitário em que a variável resposta assume uma distribuição beta re-

tangular, proposta por Hahn (2008). Os autores consideraram a abordagem Bayesiana

para as inferências e adotaram o uso de algoritmos MCMC (Markov Chain Monte Carlo).

Os estudos de simulação mostraram que o modelo de regressão beta retangular é menos

sensível a valores discrepantes do que o modelo de regressão beta para modelar a média.

Apesar do ótimo desempenho, o modelo beta retangular inclui um parâmetro a mais do

que o modelo beta desenvolvido para a média.

Devido à moda ser uma medida de tendência central de fácil interpretação, ser ro-

busta a valores discrepantes e ser mais representativa em dados assimétricos (ver Oelker

et al. (2015)), surgiu a necessidade de considerá-la também nos modelos de regressão.

A estimação da moda recebeu uma atenção considerável na literatura estatística, sendo

estudada em diversos trabalhos, dentre eles Parzen (1962), Cherno� (1964), Grenander

(1965), Romano (1988) e Eddy (1980). Hedges e Shah (2003) compararam diversos méto-

dos desenvolvidos para estimar a moda de uma distribuição em um conjunto de dados real

retirado de um estudo sobre relógio molecular. Os autores recomendaram o uso do método

de estimação half-range obtido via bootstrap, devido a sua simplicidade. Os modelos de

regressão que abordam a modelagem da moda condicional da variável resposta dado um

conjunto de preditores são conhecidos na literatura como modelos de regressão modal. A
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ideia de regressão modal foi inicialmente proposta por Sager e Thisted (1982). A estima-

ção não-paramétrica da moda condicional é o assunto de um grande número de artigos,

como Collomb, Härdle e Hassani (1986), Samanta e Thavaneswaran (1990), Quintela-

Del-Rio e Vieu (1997) e Ziegler (2003). Lee (1989) e Lee (1993) desenvolveram alguns

estudos pioneiros da regressão modal. Os autores introduziram estimadores semiparamé-

tricos para a moda condicional baseando-se na minimização da função perda associada.

Yao e Li (2014) desenvolveram um modelo de regressão linear modal, com o intuito de

explorar dados de alta dimensão. Nesse modelo, os autores consideram uma função de

ligação linear para modelar a moda condicional da variável resposta dado um conjunto

de variáveis preditoras. Através de estudos com dados reais e simulados, concluíram que

o modelo proposto fornece intervalos de predição menores do que os intervalos obtidos

através dos modelos de regressão linear para a média e para a mediana. No contexto para-

métrico, a regressão modal ainda não foi muito explorada. Aristodemou (2014) propôs um

modelo de regressão modal paramétrico baseado na distribuição gama, em que considerou

uma nova parametrização em termos da moda e assumiu precisão constante no modelo.

Bourguignon, Leão e Gallardo (2019) propuseram uma extensão do modelo proposto por

Aristodemou (2014), considerando uma nova reparametrização para a distribuição gama

e possibilitando a suposição de precisão não constante, através da incorporação de uma

estrutura de regressão no parâmetro de precisão.

A distribuição beta não possui expressão fechada da mediana da distribuição para

valores arbitrários de seus parâmetros, conforme explicado em detalhes no Capítulo 2

deste trabalho. Neste contexto, é mais intuitivo para a modelagem de dados no intervalo

(0, 1) que apresentam assimetria e/ou outliers assumir a distribuição beta para a variável

resposta e modelar a moda, uma vez que essa medida possui forma fechada nesta distri-

buição. Tendo em vista isso, Zhou e Huang (2019) estabeleceram um modelo de regressão

modal assumindo a distribuição beta para modelar dados no intervalo unitário utilizando

uma função de ligação geral. Para isto, propuseram uma nova reparametrização para a

distribuição beta em termos da moda e de um parâmetro de precisão. Neste trabalho, será

realizado um estudo mais aprofundado desse modelo (chamado aqui de modelo de regres-

são beta modal). Como contribuição dessa dissertação, exploramos os seguintes aspectos:

(1) Obtenção da matriz de informação de Fisher; (2) Realização de um estudo mais com-

pleto sobre o desempenho das estimativas do modelo em casos de simetria e assimetria;

(3) Análise da probabilidade de cobertura dos intervalos de con�ança aproximados; (4)

Avaliação e comparação via simulação da sensibilidade a valores discrepantes do modelo

de regressão beta desenvolvido para a média e do modelo de regressão beta modal; (5)
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Proposição de três diferentes tipos de resíduos e avaliação numérica dos mesmos; e (6)

Aplicação do modelo de regressão beta modal e do modelo de regressão beta desenvolvido

para a média à dois conjuntos de dados reais e comparação do ajuste dos mesmos.

No Capítulo 2, estão dispostas algumas informações sobre a distribuição beta clássica,

como a função de densidade e propriedades da distribuição, uma reparametrização da

distribuição beta em termos da moda, bem como alguns aspectos inferenciais. O Capítulo

3, traz a de�nição do modelo de regressão beta modal e alguns aspectos inferenciais

sobre os parâmetros do modelo. Além disso, apresentamos um estudo de simulação para

avaliar as estimativas dos parâmetros do modelo de regressão beta modal, através do

método de Monte Carlo. No Capítulo 4, é estudada a sensibilidade do modelo com relação

a valores discrepantes, visando comparar o desempenho do modelo de regressão beta

(FERRARI; CRIBARI-NETO, 2004), chamado neste trabalho de modelo de regressão beta

usual (ou simplesmente modelo beta usual), e o modelo de regressão beta modal quando

os dados apresentam outliers. No Capítulo 5, é feita a proposição de três resíduos para

esta classe de modelos, bem como um estudo de simulação para avaliação dos resíduos.

No Capítulo 6, são realizadas duas aplicações do modelo à dados reais. Nesse capítulo, é

feita a comparação dos ajustes dos modelos de regressão beta usual e beta modal. Além

disso, é avaliada a adequação dos modelos aos conjuntos de dados através da análise dos

resíduos. No último capítulo deste trabalho, são apresentadas as considerações �nais e as

propostas de trabalhos futuros.
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2 Distribuição beta

2.1 Distribuição beta

A distribuição beta (também conhecida como distribuição beta tipo I) é uma família

de distribuições de probabilidade contínuas de�nidas no intervalo (0, 1). Essa distribuição

é bastante utilizada para modelar dados de taxa ou proporção, tendo em vista a variedade

de formas que assume para dados no intervalo unitário. Ospina, Cribari-Neto e Vascon-

cellos (2006) utilizaram a distribuição beta para modelar dados de proporção de petróleo

bruto que é convertido em gasolina após o processo de destilação fracionada. Smithson

e Verkuilen (2006) utilizaram a regressão beta para analisar dados cuja resposta era o

nível de ansiedade, medido no intervalo (0, 1), de 166 mulheres da cidade de Townsville

na Austrália e também para modelar e comparar a habilidade de leitura de crianças com

dislexia em relação as demais, cujos dados foram obtidos de Pammer e Kevan (2007). Para

mais exemplos de aplicação, ver Gupta e Nadarajah (2004) e Krishnamoorthy (2016).

A função densidade de probabilidade de uma variável aleatória X com distribuição

beta de parâmetros de forma α > 0 e β > 0 é dada por

f(x;α, β) =
xα−1(1− x)β−1

B(α, β)
, 0 < x < 1, (2.1)

em que B(α, β) = Γ(α)Γ(β)/Γ(α + β) é a função beta, e Γ(a) =
∫∞
0
ta−1e−tdt é a função

gama. Utiliza-se a notação X ∼ Beta(α, β) para dizer que X é uma variável aleatória

com distribuição beta de parâmetros α e β. Quando α = β a distribuição beta apresenta

forma simétrica, e quando α < β ou α > β, apresenta assimetria à direita e à esquerda,

respectivamente. A esperança e a variância de X são dadas, respectivamente, por

E(X) =
α

α + β
e Var(X) =

αβ

(α + β)2(α + β + 1)
.
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A função de distribuição acumulada de X é dada por

F (x;α, β) =
B(x;α, β)

B(α, β)
= Ix(α, β),

em que B(x;α, β) =
∫ x
0
tα−1(1− t)β−1dt é a função beta incompleta e Ix(α, β) é a função

beta incompleta regularizada (ou simplesmente função beta regularizada).

Essa distribuição não possui forma fechada para a função quantílica e, consequente-

mente, não possui expressão fechada da mediana da distribuição para valores arbitrários

de α e β. No entanto, além da média, a distribuição possui forma fechada para outra

medida de tendência central, a moda, que é dada por

Moda(X) =
α− 1

α + β − 2
= m, α > 1 e β > 1.

Para mais propriedades da distribuição beta, ver Johnson, Kotz e Balakrishnan (1970)

e Krishnamoorthy (2016).

Ferrari e Cribari-Neto (2004) propuseram uma reparametrização da distribuição beta

em termos da média e de um parâmetro de precisão. Nesta reparametrização, foram

considerados os parâmetros µ = α/(α + β) e φ = α + β. A função de densidade da

distribuição proposta pelos autores, foi obtida a partir da substituição dos parâmetros da

beta clássica, α e β, na expressão (2.1), por µφ e (1 − µ)φ, respectivamente. Assim, a

função de densidade de probabilidade de X ∼ Beta(µ, φ) é dada por

f(x) =
xµφ−1(1− x)(1−µ)φ−1

B(µφ, (1− µ)φ)
, 0 < x < 1, 0 < µ < 1, φ > 0. (2.2)

Utilizando esta parametrização, obtém-se E(X) = µ e Var(X) = µ(1−µ)/(1 +φ). No

decorrer do texto, o modelo gerado pela distribuição dada em (2.2) é chamado de modelo

beta usual. Para mais detalhes sobre esta distribuição ver Ferrari e Cribari-Neto (2004).

2.2 Distribuição beta reparametrizada em termos da

moda e de um parâmetro de precisão

Neste trabalho, é considerada a reparametrização da distribuição beta em termos da

moda e de um parâmetro de precisão, proposta por Zhou e Huang (2019). Considere

m = (α − 1)/(α + β − 2) a moda da distribuição beta e φ = α + β − 2 um parâmetro

de precisão. Sob essa nova parametrização, ao avaliar α = mφ + 1 e β = (1 − m)φ + 1

na expressão (2.1) obtém-se a função de distribuição acumulada e função densidade de
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probabilidade dadas, respectivamente, por

F (y;α, β) = Iy(mφ+ 1, (1−m)φ+ 1) (2.3)

e

f(y;m,φ) =
ymφ(1− y)(1−m)φ

B(mφ+ 1, (1−m)φ+ 1)
, 0 < y < 1, 0 < m < 1 e φ > 0. (2.4)

Dessa forma, tem-se a distribuição beta reparametrizada em termos da moda da dis-

tribuição, chamada aqui de distribuição beta modal. Considere a notação Y ∼ MB(m,φ)

para nos referirmos a variável aleatória Y cuja a densidade é dada em (2.4). Neste caso,

a moda, a esperança e a variância da distribuição são dadas, respectivamente por

Moda(Y ) = m, E(Y ) =
mφ+ 1

φ+ 2
e Var(Y ) =

[mφ+ 1][(1−m)φ+ 1]

(φ+ 2)2(φ+ 3)
.

É importante notar que, assumindo uma estrutura de regressão para modelar o parâ-

metro m, a variância é uma função das covariáveis do modelo, o que permite a utilização

deste modelo para respostas com variâncias não-constantes. Esse modelo de regressão é

apresentado no Capítulo 3 deste trabalho.

A Figura 1 exibe o comportamento da função de densidade de Y ∼ MB(m,φ) para

diferentes combinações dos parâmetros. A Figura 1(a) exibe a função de densidade de

Y considerando diferentes valores de m para um valor �xo do parâmetro φ, buscando

entender a in�uência do parâmetrom na forma da distribuição. Neste caso, o parâmetrom

possui in�uência na assimetria da distribuição, sendo a distribuição assimétrica à direita,

simétrica e assimétrica à esquerda para m < 0, 5, m = 0, 5 e m > 0, 5, respectivamente.

As Figuras 1(b), 1(c) e 1(d) exibem a função de densidade de Y considerando diferentes

valores de φ para um valor �xo de m. Neste caso, quanto menor o valor de φ mais dispersa

é a distribuição, ou seja, φ atua como um parâmetro de precisão.
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Figura 1: Função de densidade de Y ∼ MB(m,φ) para diferentes combinações de parâ-

metros.
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Quando φ→ 0, obtém-se

lim
φ→0

f(y;m,φ) = lim
φ→0

ymφ(1− y)(1−m)φ

B(mφ+ 1, (1−m)φ+ 1)
=
y0(1− y)0

B(1, 1)
= 1, para y ∈ (0, 1),

isto é, Y ∼ U(0, 1). Esse comportamento pode ser veri�cado na Figura 1(e).

Os coe�cientes de assimetria e curtose de Y ∼ MB(m,φ) são dados, respectivamente,

por

δ =
2φ(1− 2m)

√
φ+ 3

(φ+ 4)
√

[mφ+ 1][(1−m)φ+ 1]
, (2.5)

e

κ =
6 {φ2(2m− 1)2(φ+ 3)− [mφ+ 1][(1−m)φ+ 1](φ+ 4)}

[mφ+ 1][(1−m)φ+ 1](φ+ 4)(φ+ 5)
.

O fator (1− 2m) controla o sinal em (2.5), ou seja, constatamos o que foi observado

na Figura 1(a), se m = 0.5, m > 0.5 e m < 0.5 a distribuição é simétrica, assimétrica à

esquerda e assimétrica à direita, respectivamente.
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Figura 2: Grá�co comparativo entre a densidade da distribuição beta reparametrizada em

termos da média, (a) e (b), e a densidade da distribuição beta modal, (c) e (d).
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A Figura 2 exibe uma comparação grá�ca entre a densidade da distribuição beta com

a parametrização proposta por Ferrari e Cribari-Neto (2004) e a densidade da distribuição

beta modal. Para isso, �xou-se os mesmos valores para o primeiro e o segundo parâmetro

das duas distribuições sob um cenário de assimetria à esquerda e outro de assimetria à

direita. Nota-se que o primeiro parâmetro da distribuição beta modal é mais interpretativo

nesse cenário do que o modelo beta usual, pois representa o ponto de maior concentração

na massa da distribuição. Isto se dá pelo fato da moda não ser afetada por esse tipo de

situação.

2.2.1 Inferência sobre os parâmetros

A obtenção das estimativas para os parâmetros da distribuição é realizada através

do método da máxima verossimilhança. Considere y1, . . . , yn uma amostra observada de

tamanho n de Y ∼ MB(m,φ) e θ = (m,φ)> o vetor de parâmetros de interesse. A função

de log-verossimilhança de θ é dada por

`(θ) = mφ
n∑
i=1

log(yi) + (1−m)φ
n∑
i=1

log(1− yi)− n log[B(mφ+ 1, (1−m)φ+ 1)].

O estimador de máxima verossimilhança (EMV) de θ, θ̂, é obtido maximizando `(θ)

com respeito a θ. Ou seja, θ̂ é obtido como solução simultânea do sistema de equações

∂`(θ)/∂m|θ=θ̂ = 0 e ∂`(θ)/∂φ|θ=θ̂ = 0. O vetor escore para este modelo, cujas entradas

são dadas pelas derivadas da função de log-verossimilhança com respeito a cada um dos

parâmetros, é dado por U(θ) = (Um,Uφ)>, sendo

Um = φ
n∑
i=1

(y∗i −m∗)

e

Uφ = m

n∑
i=1

(y∗i −m∗) +
n∑
i=1

log(1− yi)− nΨ(0)((1−m)φ+ 1) + nΨ(0)(φ+ 2),

em que y∗i = log
(

yi
1−yi

)
, m∗ = Ψ(0)(mφ + 1) − Ψ(0)((1 − m)φ + 1) com Ψ(0) sendo a

função digama (primeira derivada do logaritmo da função gama). Não existe uma forma

analítica fechada para θ̂ nesta classe de modelos. Portanto, deve-se utilizar algum método

numérico para obter o EMV de m e φ.

Seja K(m,φ) a matriz de informação esperada de Fisher para o vetor de parâmetros

(m,φ)>, dada por



20

K(m,φ) =

[
Kmm Kmφ

Kφm Kφφ

]
,

em que

Kmm = nφ2m∗∗,

Kmφ = Kφm = nφ{mm∗∗ −Ψ(1)((1−m)φ+ 1)},

Kφφ = n{m2m∗∗ − (1− 2m)Ψ(1)((1−m)φ+ 1)−Ψ(1)(φ+ 2)},

com m∗∗ = Ψ(1)(mφ+ 1) + Ψ(1)((1−m)φ+ 1) e Ψ(1)(x) = dΨ(0)(x)/dx.

Um método numérico que pode ser utilizado para a obtenção das estimativas de
máxima verossimilhança é o método escore de Fisher, dado pela resolução iterativa das
equações

m(l+1) = m(l) +
1

nφ(l)m∗∗(l)

n∑
i=1

(y∗i −m∗(l)),

φ(l+1) = φ(l) +

m(l)
n∑

i=1

(y∗i −m∗(l))− nΨ(0)((1−m(l))φ(l) + 1) +
n∑

i=1

log(1− yi) + nΨ(0)(φ(l) + 2)

n{m2(l)m∗∗(l) − (1− 2m(l))Ψ(1)((1−m(l))φ(l) + 1)−Ψ(1)(φ(l) + 2)}
,

em que as quantidades avaliadas na l-ésima iteração do procedimento iterativo são in-

dicadas com o sobrescrito (l), sendo l ∈ {0, 1, 2, . . .}. Esse processo é repetido até que

|γ(l+1) − γ(l)| < ε, em que γ(l+1) representa a estimativa obtida no passo l + 1, γ(l) repre-

senta a estimativa obtida no passo l e ε é uma quantidade pequena pré-de�nida.

Quando n é su�cientemente grande e sob condições de regularidade, tem-se que

(
m̂

φ̂

)
∼̇N2

((
m

φ

)
,K(m,φ)−1

)
,

em que ∼̇ representa �assintoticamente distribuído� e K(m,φ)−1 é a inversa da matriz de

informação de Fisher, dada por

K(m,φ)−1 =

[
Kmm Kmφ

Kφm Kφφ

]
,

sendo

Kmm =
1

A
n{m2m∗∗ − (1− 2m)Ψ(1)((1−m)φ+ 1)−Ψ(1)(φ+ 2)},

Kmφ = Kφm = − 1

A
nφ{mm∗∗ −Ψ(1)((1−m)φ+ 1)},

Kφφ =
1

A
nφ2m∗∗,
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com A = n2φ2m∗∗[(4m− 1)Ψ(1)((1−m)φ+ 1)−Ψ(1)(φ+ 2)]−n2φ2(Ψ(1)((1−m)φ+ 1))2.

Devido a propriedade de normalidade assintótica do estimador de máxima verossi-

milhança, é possível obter intervalos de con�ança aproximados para os parâmetros do

modelo. Considerando um nível de con�ança de 100(1−α)%, com α ∈ (0, 1), os intervalos

de con�ança aproximados para m e φ são dados, respectivamente, por

(
m̂− z1−α/2

√
K(θ̂)mm, m̂+ z1−α/2

√
K(θ̂)mm

)
e (

φ̂− z1−α/2
√
K(θ̂)φφ, φ̂+ z1−α/2

√
K(θ̂)φφ

)
.

As variâncias assintóticas de m̂ e φ̂ são, respectivamente, K(θ̂)mm e K(θ̂)φφ, e z1−α/2

denota o quantil 1− α/2 da distribuição normal padrão.

Pode-se ter o interesse em saber se os dados são simétricos ou não e, nesse caso,

de�ne-se a hipótese nula como H0 : m = 0, 5 e a alternativa como H1 : m 6= 0, 5. Para

testar essas hipóteses pode-se utilizar a estatística da razão de verossimilhança (WILKS,

1938), de Wald (WALD, 1943), escore de Rao (RAO, 1948) e gradiente (TERRELL, 2002),

dadas por

SLR = −2
[
`(θ̃;y)− `(θ̂;y)

]
,

SW = (m̂− 0, 5)2K(θ̂)mm,

SR = U(θ̃)2mK(θ̃)mm, e

ST = (m̂− 0, 5)U(θ̃)m,

em que θ̂ = (m̂, φ̂)> é o estimador de máxima verossimilhança irrestrito de θ e θ̃ é o

estimador de máxima verossimilhança de θ restrito à hipótese nula, isto é, θ̃ = (0, 5; φ̃)>.

Sob a hipótese nula, a distribuição assintótica dessas estatísticas de teste é qui-quadrado

com 1 grau de liberdade (χ2
1).
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3 Modelo de regressão beta modal

Os modelos de regressão são utilizados quando se tem o interesse de entender o com-

portamento de uma variável com relação a variação de outras. Neste capítulo, será descrito

um modelo de regressão para dados no intervalo (0, 1) que, com o intuito de apresentar

melhor desempenho em dados assimétricos e com valores discrepantes, assume para a va-

riável resposta a distribuição beta modal estudada na Seção 2.2 e incorpora covariáveis

na moda da distribuição. Este modelo foi proposto por Zhou e Huang (2019) e está sendo

chamado neste trabalho como modelo de regressão beta modal.

3.1 De�nição

Sejam Y1, Y2, . . . , Yn variáveis aleatórias independentes, em que cada Yi, i = 1, . . . , n,

tem função de densidade dada por (2.4) de parâmetros 0 < mi < 1 e φ > 0, ou seja,

Yi ∼ MB(mi, φ), sendo Moda(Yi) = mi. Suponha que a moda de Yi satisfaz a seguinte

relação:

g(mi) = x>i β = ηi, i = 1, . . . , n, (3.1)

em que g : (0, 1) → R é uma função de ligação estritamente monótona e pelo menos

duas vezes diferenciável, x>i = (xi1, . . . , xip) é o vetor de covariáveis associadas à i-ésima

resposta, β = (β1, . . . , βp)
> é o vetor de parâmetros desconhecidos associados às co-

variáveis e ηi é chamado de preditor linear. Assume-se que a matriz de planejamento

X = (x1, . . . ,xn)> de dimensão n × p possui posto completo, com posto(X) = p. Além

disso, o parâmetro de precisão φ é desconhecido e o mesmo para todas as observações.

Assume-se também que as condições de regularidade usuais para estimação de máxima

verossimilhança e inferência em grandes amostras são satisfeitas (Cox e Hinkley, 1974,

Cap. 9).

A função g de�nida em (3.1) possibilita o uso de diversas funções, tornando o modelo

mais �exível. As funções de ligação que satisfazem as condições exigidas e que são bastante
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utilizadas para dados no intervalo (0, 1) são as funções: logito, probito e complemento

log-log. Quando aplicadas à (3.1) obtem-se, respectivamente, g(mi) = log[mi/(1 −mi)],

g(mi) = Φ−1(mi), em que Φ(·) é a função de distribuição acumulada de uma variável

aleatória normal padrão, e g(mi) = log{− log(1−mi)}.

3.2 Inferência sobre os parâmetros do modelo

O método mais utilizado para a estimação dos parâmetros do modelo de regressão é o

método da máxima verossimilhança, que consiste em encontrar os valores dos parâmetros

para os quais a função de verossimilhança seja máxima. A função de verossimilhança para

esta classe de modelos é dada por

L(β, φ) =
n∏
i=1

f(yi;mi, φ) =
n∏
i=1

ymiφ
i (1− yi)(1−mi)φ

B(miφ+ 1, (1−mi)φ+ 1)
. (3.2)

No processo de maximização, é necessária a obtenção de derivadas da função de ve-

rossimilhança. No entanto, se torna inviável a obtenção das derivadas da função dada em

(3.2), tendo em vista que o grande número de fatores tornariam mais complexas as ex-

pressões das derivadas. Devido a isso, utiliza-se o logaritmo da função de verossimilhança,

conhecido como função de log-verossimilhança. A função de log-verossimilhança baseada

em uma amostra de n observações independentes para esta classe de modelos é dada por

log[L(β, φ)] = `(β, φ) =
n∑
i=1

`(mi, φ),

em que

`(mi, φ) = miφ log(yi) + (1−mi)φ log(1− yi)− log[B(miφ+ 1, (1−mi)φ+ 1)].

O vetor escore, obtido através da derivação da função de log-verossimilhança com

relação aos parâmetros do modelo, é dado por U(β, φ) = (U>β ,Uφ)>, com

Uβ = φX>D(y∗ −m∗)

e

Uφ =
n∑
i=1

{mi(y
∗
i −m∗i ) + log(1− yi)−Ψ(0)((1−mi)φ+ 1) + Ψ(0)(φ+ 2)},

sendoD = diag{g′(m1)
−1, . . . , g′(mn)−1}, y∗ = (y∗1, . . . , y

∗
n)>,m∗ = {m∗1, . . . ,m∗n}, com y∗i =

log
(

yi
1−yi

)
e m∗i = Ψ(0)(miφ+ 1)−Ψ(0)((1−mi)φ+ 1).
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Os estimadores de máxima verossimilhança β̂ = (β̂1, . . . , β̂p)
> e φ̂ de β = (β1, . . . , βp)

>

e φ, respectivamente, são obtidos resolvendo simultaneamente o sistema de equações Uβ =

0p×1 e Uφ = 0. No entanto, neste caso, o sistema de equações não pode ser resolvido

analíticamente, sendo necessário o uso de algoritmos de otimização não linear.

Um método iterativo que pode ser utilizado para estimar os parâmetros do modelo
de regressão beta modal é o método escore de Fisher, que é dado pela resolução iterativa
das equações

β(l+1) = β(l) + (X>W(l)X)−1X>D(l)(y∗ −m∗(l)),

φ(l+1) = φ(l) +
1

tr(V(l))

n∑
i=1

{m(l)
i (y∗i −m

∗(l)
i ) + log(1− yi)−Ψ(0)((1−m(l)

i )φ(l) + 1) + Ψ(0)(φ(l) + 2)},

em que tr(V (l)) representa o traço da matriz V (l) e as quantidades avaliadas na l-

ésima iteração do procedimento iterativo são indicadas com o sobrescrito (l), sendo l ∈
{0, 1, 2, . . .}. Esse processo é repetido até que a diferença em módulo da estimativa obtida

no passo l+1 e a obtida no passo l seja menor do que uma quantidade pequena especi�cada.

Seja K(β, φ) a matriz de informação de Fisher para o vetor de parâmetros (β, φ)>,

dada por

K(β, φ) =

[
Kββ Kβφ

K>βφ Kφφ

]
=

[
φX>WX X>Dc

c>DX tr(V)

]
,

em que W = diag{w1, . . . , wn}, c = (c1, . . . , cn)>, V = diag{v1, . . . , vn}, com wi =

φm∗∗i g
′(mi)

−2, ci = φ{mim
∗∗
i − Ψ(1)((1 −mi)φ + 1)}, vi = m2

im
∗∗
i −miΨ

(1)((1 −mi)φ +

1)+(1−mi)
2Ψ(1)((1−mi)φ+1)−Ψ(1)(φ+2) e m∗∗i = Ψ(1)(miφ+1)+Ψ(1)((1−mi)φ+1).

Nota-se que, os parâmetros β e φ não são ortogonais, pois a matriz de informação de

Fisher não é bloco diagonal.

Tendo em vista que a distribuição beta é membro da família exponencial, os estima-

dores de máxima verossimilhança possuem as propriedades estabelecidas para essa classe

de distribuições. Para mais detalhes ver (JØRGENSEN, 1983). Logo, quando n é su�cien-

temente grande e sob condições de regularidade, tem-se que

(
β̂

φ̂

)
∼̇Np+1

((
β

φ

)
,K(β, φ)−1

)
.

Em virtude da propriedade assintótica do estimador de máxima verossimilhança,

pode-se obter intervalos de con�ança aproximados para os parâmetros do modelo. Para

a obtenção do erro padrão assintótico, é necessária a obtenção da inversa da matriz de

informação de Fisher, que é dada por
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K(β, φ)−1 =

[
Kββ Kβφ

Kφβ Kφφ

]
,

em que

Kββ = (Kββ −KβφK
−1
φφKφβ)−1,

Kβφ = (Kφβ)> = −(Kββ −KβφK
−1
φφKφβ)−1KβφK

−1
φφ ,

Kφφ = (Kφφ −KφβK
−1
ββKβφ)−1.

Considerando um nível de con�ança de 100(1−α)%, com α ∈ (0, 1), e θ = (β>, φ)>, os

intervalos de con�ança aproximados para βr, r = 1, . . . , p, e φ são dados, respectivamente,

por

(
β̂r − z1−α/2

√
K(θ̂)mmrr , β̂r + z1−α/2

√
K(θ̂)mmrr

)
e (

φ̂− z1−α/2
√
K(θ̂)φφ, φ̂+ z1−α/2

√
K(θ̂)φφ

)
,

em que K(θ̂)ββrr e K(θ̂)φφ são, respectivamente, as variâncias assintóticas de β̂r e φ̂, sendo

K(θ̂)ββrr o r-ésimo elemento da diagonal da matriz K(θ̂)ββ. Além disso, z1−α/2 denota o

quantil 1− α/2 da distribuição normal padrão.

Pode-se utilizar os intervalos de con�ança para testar se um particular βr é igual a

zero. Nesta abordagem, é veri�cado se o intervalo de con�ança obtido contém o valor

zero. Fixado um nível de signi�cância α, caso o intervalo contenha o valor zero, diz-se que

não há evidências estatísticas para rejeitar a hipótese de que o valor desse parâmetro é

igual a zero. Caso o intervalo obtido não contenha o valor zero, diz-se que há evidências

estatísticas para rejeitar a hipótese de que o valor real do parâmetro é igual a zero, dado

um nível de signi�cância α.

3.3 Avaliação numérica

O desempenho dos estimadores de máxima verossimilhança dos parâmetros do modelo

de regressão foi avaliado através de simulações de Monte Carlo, com o auxílio do software

R (R Core Team, 2019). Foram geradas n observações de uma variável aleatória Y com

distribuição beta reparametrizada em termos da moda, isto é, n observações de Y ∼
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MB(mi, φ). Foi considerado o modelo de regressão beta modal com estrutura

g(mi) = log

(
mi

1−mi

)
= β1xi1 + . . .+ βpxip = ηi, i = 1, . . . , n, (3.3)

em que x1 = (x11, . . . , xn1)
> foi gerado de uma distribuição uniforme no intervalo (0, 1).

Foram considerados três tamanhos amostrais (n = 50, 100 e 500), três tamanhos para

o vetor de parâmetros β (p = 2, p = 3 e p = 4), em que para cada p foram escolhidas

combinações dos β's que geram cenários de simetria, assimetria à esquerda e a assimetria

à direita. Para o parâmetro de precisão foi considerado o valor φ = 50. Os cenários da

simulação foram obtidos a partir da combinação dessas quantidades e para cada cenário

foram realizadas r = 10.000 réplicas de Monte Carlo. Todas as maximizações da função

de log-verossimilhança para os parâmetros do modelo foram realizadas considerando o

método BFGS através da função optim. Além disso, os valores iniciais para a obtenção

das estimativas dos parâmetros foram as estimativas do modelo beta usual, através da

função betareg do pacote de mesmo nome, implementado no software R.

Para cada tamanho amostral, foram calculadas as seguintes quantidades: a média das

R estimativas; o viés (b); o desvio padrão (dp); a raiz do erro quadrático médio (reqm);

o coe�ciente de variação (cv) e o erro padrão assintótico (EP), obtidos, respectivamente,

por

θ̂mc =
1

r

r∑
i=1

θ̂i,

b(θ̂mc) = θ̂mc − θ,

dp(θ̂mc) =

√√√√ 1

r − 1

r∑
i=1

(θ̂i − θ̂mc)2,√
eqm(θ̂mc) =

√
dp2(θ̂mc) + b2(θ̂mc),

cv(θ̂mc) =
dp(θ̂mc)

|θ̂mc|
× 100,

EPas =

√
K(θ̂mc)ββ,

em que θ é o verdadeiro valor do parâmetro, θ̂i é a estimativa de máxima verossimilhança

na i-ésima réplica de monte carlo e θ̂mc é a estimativa de Monte Carlo (média das r

estimativas).

As Tabelas 1, 2 e 3 exibem as estimativas para os parâmetros do modelo de regressão

beta modal sob os cenários de assimetria à esquerda, simetria e assimetria à direita,
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respectivamente. Observa-se que a raíz do erro quadrático médio, o desvio padrão, o erro

padrão assintótico e o coe�ciente de variação das estimativas dos parâmetros β diminuem a

medida que o tamanho amostral aumenta para todos os cenários. Na maioria dos cenários,

o viés para essas estimativas diminui a medida que o tamanho amostral aumenta. Observa-

se também que as estimativas de β1 tendem a subestimar o valor do parâmetro quando

os dados são assimétricos à esquerda e superestimar quando os dados são assimétricos à

direita.

Observa-se que a medida que o tamanho amostral aumenta, a reqm, o dp, o cv, o

EP e o viés das estimativas de φ diminuem. Além disso, as estimativas de φ tendem a

superestimar o valor real do parâmetro, independente do cenário estudado. Outro ponto

que pode ser observado é que adicionar mais covariáveis ao modelo diminui levemente a

precisão das estimativas. A última coluna das Tabelas 1, 2 e 3 exibe o valor absoluto do

cv das estimativas em porcentagem. O cv representa quantos porcento da estimativa é

explicado pela variabilidade. Ressalta-se que os valores do dp, a raiz do reqm e o EP para

todos os parâmetros em todos os cenários são próximos.

A Figura 3 exibe os boxplot's das estimativas de máxima verossimilhança para os

parâmetros do modelo considerando φ = 50. Fazendo analogia da Figura 3 com a forma

de uma matriz, as linhas representam os parâmetros β0, β1, β2, β3 e φ, respectivamente,

e as colunas representam o tipo de assimetria considerado, sendo assimetria à esquerda,

simetria e assimetria à direita, respectivamente. Observa-se, pela Figura 3, que para to-

dos os cenários as estimativas se tornam mais precisas a medida que o tamanho amostral

aumenta. Nota-se também, que em todos os cenários as estimativas do parâmetro φ para

n = 50 e n = 100 superestimam, em mediana, o verdadeiro valor do parâmetro. No

entanto, como esperado, a medida que o tamanho amostral aumenta, as estimativas con-

vergem em mediana para o valor real do parâmetro.

A Tabela 4 apresenta as probabilidades de cobertura dos intervalos assintóticos para

os parâmetros do modelo para dados assimétricos à esquerda, à direita e dados simétricos,

considerando três níveis de con�ança (90%, 95% e 99%). Como análise geral, nota-se que

a probabilidade de cobertura estimada é próxima do nível de con�ança estabelecido em

todos os cenários. Nota-se que, quanto maior o tamanho amostral mais próxima do nível

de con�ança estabelecido está a probabilidade de cobertura estimada. Apesar do número

de covariáveis in�uenciar no valor da probabilidade de cobertura, mesmo incluindo mais

covariáveis nota-se que as estimativas da probabilidade de cobertura estão próximas do

nível de con�ança.
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Tabela 1: Resultados numéricos considerando o modelo de regressão beta modal sob assi-
metria à esquerda.

n Parâmetro θ θ̂mc b(θ̂mc) dp(θ̂mc) EPas
√
eqm(θ̂mc) cv(θ̂mc)

50

β0 1,0 0,99963 −0,00037 0,15004 0,14537 0,15005 15,01
β1 5,0 4,98545 −0,01455 0,61685 0,59329 0,61703 12,37
φ 50,0 54,42191 4,42191 11,89280 10,96131 12,68826 21,85

β0 1,0 1,00519 0,00519 0,20007 0,18873 0,20014 19,90
β1 5,0 4,96734 −0,03266 0,46945 0,44242 0,47059 9,45
β2 −1,0 −1,00134 −0,00134 0,29208 0,27505 0,29209 29,17
φ 50,0 55,76210 5,76210 12,16515 11,28335 13,46078 21,82

β0 1,0 1,00942 0,00942 0,27383 0,25405 0,27399 27,13
β1 5,0 4,95127 −0,04873 0,53871 0,50150 0,54091 10,88
β2 −1,0 −1,00433 −0,00433 0,32535 0,30646 0,32538 32,39
β3 0,5 0,49512 −0,00488 0,31753 0,30110 0,31756 64,13
φ 50,0 56,93075 6,93075 12,73010 11,47508 14,49450 22,36

100

β0 1,0 0,99991 −0,00009 0,10362 0,10214 0,10362 10,36
β1 5,0 4,99298 −0,00702 0,42395 0,41999 0,42401 8,49
φ 50,0 51,96969 1,96969 7,55623 7,39856 7,80873 14,54

β0 1,0 0,99778 −0,00222 0,13730 0,13278 0,13732 13,76
β1 5,0 4,98952 −0,01048 0,32180 0,31535 0,32197 6,45
β2 −1,0 −0,99485 0,00515 0,19847 0,19308 0,19854 19,95
φ 50,0 52,55989 2,55989 7,80828 7,51787 8,21720 14,86

β0 1,0 1,00325 0,00325 0,18418 0,17605 0,18421 18,36
β1 5,0 4,97096 −0,02904 0,36817 0,35427 0,36932 7,41
β2 −1,0 −0,99610 0,00390 0,21829 0,21127 0,21832 21,91
β3 0,5 0,49522 −0,00478 0,21425 0,20789 0,21430 43,26
φ 50,0 53,33488 3,33488 7,94023 7,59573 8,61212 14,89

500

β0 1,0 0,99987 −0,00013 0,04514 0,04539 0,04514 4,52
β1 5,0 4,99664 −0,00336 0,18587 0,18751 0,18590 3,72
φ 50,0 50,52643 0,52643 3,33156 3,21530 3,37289 6,59

β0 1,0 1,00008 0,00008 0,05957 0,05897 0,05957 5,96
β1 5,0 4,99799 −0,00201 0,14334 0,14112 0,14335 2,87
β2 −1,0 −0,99952 0,00048 0,08601 0,08539 0,08601 8,60
φ 50,0 50,57573 0,57573 3,26322 3,23412 3,31362 6,45

β0 1,0 0,99971 −0,00029 0,07864 0,07810 0,07864 7,87
β1 5,0 4,99510 −0,00490 0,16147 0,15971 0,16154 3,23
β2 −1,0 −0,99732 0,00268 0,09281 0,09342 0,09285 9,31
β3 0,5 0,49929 −0,00071 0,09126 0,09171 0,09126 18,28
φ 50,0 50,59401 0,59401 3,26373 3,21927 3,31735 6,45
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Tabela 2: Resultados numéricos considerando o modelo de regressão beta modal sob si-
metria.
n Parâmetro θ θ̂mc b(θ̂mc) dp(θ̂mc) EPas

√
eqm(θ̂mc) cv(θ̂mc)

50

β0 0,5 0,50003 0,00003 0,08989 0,08639 0,08989 17,98
β1 1,0 0,99870 −0,00130 0,16519 0,15971 0,16519 16,54
φ 50,0 54,59774 4,59774 12,13697 11,24070 12,97864 22,23

β0 0,5 0,49945 −0,00055 0,11376 0,10930 0,11376 22,78
β1 1,0 0,99811 −0,00189 0,15170 0,14697 0,15171 15,20
β2 −2,0 −1,99803 0,00197 0,15731 0,15074 0,15732 7,87
φ 50,0 55,80749 5,80749 12,57540 11,47016 13,85163 22,53

β0 0,5 0,49942 −0,00058 0,14363 0,13534 0,14363 28,76
β1 1,0 1,00092 0,00092 0,16290 0,15215 0,16291 16,28
β2 −2,0 −1,99648 0,00352 0,16572 0,15654 0,16576 8,30
β3 1,0 0,99563 −0,00437 0,15903 0,15235 0,15909 15,97
φ 50,0 56,76541 6,76541 12,49831 11,66742 14,21191 22,02

100

β0 0,5 0,49964 −0,00036 0,06248 0,06156 0,06248 12,51
β1 1,0 0,99969 −0,00031 0,11527 0,11370 0,11527 11,53
φ 50,0 52,15307 2,15307 7,79450 7,60264 8,08640 14,95

β0 0,5 0,49965 −0,00035 0,07944 0,07756 0,07945 15,90
β1 1,0 0,99948 −0,00052 0,10574 0,10437 0,10574 10,58
β2 −2,0 −1,99947 0,00053 0,11113 0,10713 0,11113 5,56
φ 50,0 52,85160 2,85160 7,96661 7,69258 8,46159 15,07

β0 0,5 0,49983 −0,00017 0,09876 0,09625 0,09876 19,76
β1 1,0 0,99876 −0,00124 0,11117 0,10817 0,11118 11,13
β2 −2,0 −1,99866 0,00134 0,11521 0,11139 0,11522 5,76
β3 1,0 0,99886 −0,00114 0,11038 0,10824 0,11039 11,05
φ 50,0 53,10744 3,10744 8,06133 7,73271 8,63952 15,18

500

β0 0,5 0,49967 −0,00033 0,02753 0,02761 0,02753 5,51
β1 1,0 1,00051 0,00051 0,05109 0,05100 0,05109 5,11
φ 50,0 50,40493 0,40493 3,32383 3,28943 3,34841 6,59

β0 0,5 0,50025 0,00025 0,03544 0,03492 0,03544 7,08
β1 1,0 0,99950 −0,00050 0,04763 0,04696 0,04763 4,77
β2 −2,0 −2,00025 −0,00025 0,04858 0,04820 0,04858 2,43
φ 50,0 50,52443 0,52443 3,28210 3,29304 3,32374 6,50

β0 0,5 0,49991 −0,00009 0,04321 0,04311 0,04321 8,64
β1 1,0 0,99999 −0,00001 0,04890 0,04848 0,04890 4,89
β2 −2,0 −1,99945 0,00055 0,05007 0,04997 0,05008 2,50
β3 1,0 0,99944 −0,00056 0,04839 0,04850 0,04839 4,84
φ 50,0 50,63104 0,63104 3,33981 3,30154 3,39891 6,60
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Tabela 3: Resultados numéricos considerando o modelo de regressão beta modal sob assi-
metria à direita.
n Parâmetro θ θ̂mc b(θ̂mc) dp(θ̂mc) EPas

√
eqm(θ̂mc) cv(θ̂mc)

50

β0 −1,0 −1,00045 −0,00045 0,15209 0,14518 0,15209 15,20
β1 −5,0 −4,97891 0,02109 0,61874 0,59067 0,61910 12,43
φ 50,0 54,48589 4,48589 11,59103 10,97634 12,42881 21,27

β0 −1,0 −1,00016 −0,00016 0,19843 0,18812 0,19843 19,84
β1 −5,0 −4,96886 0,03114 0,47141 0,44294 0,47244 9,49
β2 1,0 0,99521 −0,00479 0,28671 0,27486 0,28675 28,81
φ 50,0 55,65919 5,65919 12,47138 11,26355 13,69532 22,41

β0 −1,0 −0,99734 0,00266 0,22849 0,21672 0,22850 22,91
β1 −5,0 −4,96164 0,03836 0,41922 0,39045 0,42097 8,45
β2 1,0 0,99366 −0,00634 0,26832 0,25521 0,26839 27,00
β3 0,5 0,49403 −0,00597 0,26708 0,25164 0,26715 54,06
φ 50,0 57,21014 7,21014 12,87887 11,61202 14,75979 22,51

100

β0 −1,0 −1,00048 −0,00048 0,10423 0,10196 0,10423 10,42
β1 −5,0 −4,99227 0,00773 0,42883 0,41925 0,42890 8,59
φ 50,0 52,14481 2,14481 7,71038 7,42272 8,00313 14,79

β0 −1,0 −1,00017 −0,00017 0,13787 0,13269 0,13787 13,78
β1 −5,0 −4,98210 0,01790 0,32248 0,31445 0,32298 6,47
β2 1,0 0,99505 −0,00495 0,19690 0,19292 0,19696 19,79
φ 50,0 52,64895 2,64895 7,86629 7,53233 8,30033 14,94

β0 −1,0 −1,00011 −0,00011 0,15620 0,15201 0,15620 15,62
β1 −5,0 −4,97955 0,02045 0,28373 0,27763 0,28447 5,70
β2 1,0 0,99700 −0,00300 0,18186 0,17803 0,18188 18,24
β3 0,5 0,49903 −0,00097 0,18148 0,17535 0,18148 36,37
φ 50,0 53,34565 3,34565 7,86443 7,65622 8,54650 14,74

500

β0 −1,0 −1,00056 −0,00056 0,04529 0,04543 0,04529 4,53
β1 −5,0 −4,99418 0,00582 0,18610 0,18746 0,18619 3,73
φ 50,0 50,54951 0,54951 3,32904 3,21703 3,37409 6,59

β0 −1,0 −0,99866 0,00134 0,05969 0,05904 0,05970 5,98
β1 −5,0 −4,99821 0,00179 0,14265 0,14111 0,14266 2,85
β2 1,0 0,99828 −0,00172 0,08656 0,08547 0,08658 8,67
φ 50,0 50,53103 0,53103 3,24069 3,23145 3,28391 6,41

β0 −1,0 −0,99985 0,00015 0,06788 0,06758 0,06788 6,79
β1 −5,0 −4,99584 0,00416 0,12558 0,12503 0,12565 2,51
β2 1,0 0,99927 −0,00073 0,07912 0,07899 0,07913 7,92
β3 0,5 0,49921 −0,00079 0,07879 0,07785 0,07879 15,78
φ 50,0 50,64253 0,64253 3,28597 3,25019 3,34820 6,49
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Figura 3: Boxplot's das estimativas de máxima verossimilhança dos parâmetros β0, β1,

β2, β3 e φ por tamanho amostral, com φ = 50. As colunas representam os cenários de

assimetria à esquerda, simetria e assimetria à direita, respectivamente.
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Tabela 4: Probabilidade de cobertura dos intervalos de con�ança assintóticos para os
parâmetros do modelo, sob diferentes assimetrias e diferentes níveis de con�ança.

Assimetria à esquerda Simetria Assimetria à direita
n Parâmetro 90(%) 95(%) 99(%) 90(%) 95(%) 99(%) 90(%) 95(%) 99(%)

50

β0 88,8 94,2 98,6 88,1 93,8 98,4 88,2 93,7 98,5
β1 87,4 92,3 97,2 88,1 93,9 98,6 86,9 92,3 97,0
φ 89,6 95,1 99,2 89,5 95,5 99,1 90,8 95,8 99,2

β0 88,3 93,8 98,3 88,0 93,8 98,4 87,8 93,6 98,2
β1 86,4 92,2 97,1 88,2 93,9 98,5 86,4 91,8 96,9
β2 87,8 93,6 98,3 88,3 93,3 98,2 88,0 93,8 98,4
φ 89,9 95,4 99,2 89,0 94,7 99,2 89,3 94,9 98,9

β0 87,8 93,4 98,3 87,3 93,1 98,1 87,7 93,4 98,3
β1 85,9 91,4 96,3 87,0 92,7 98,0 85,9 91,7 97,0
β2 88,1 93,5 98,3 87,6 93,3 97,9 87,7 93,4 98,3
β3 87,8 93,2 98,3 87,6 93,2 98,3 87,6 93,2 98,4
φ 88,6 94,9 99,2 89,1 95,5 99,4 88,2 94,7 99,2

100

β0 89,1 94,3 98,9 89,4 94,3 98,8 88,6 94,3 98,7
β1 88,8 93,6 98,2 89,3 94,3 98,8 88,4 93,2 97,7
φ 90,5 95,4 99,0 89,9 95,3 99,1 90,0 94,9 99,1

β0 88,8 94,4 98,6 89,0 94,3 98,7 88,8 94,1 98,6
β1 88,5 93,9 98,3 89,4 94,6 98,8 88,3 93,8 98,1
β2 89,3 94,1 98,6 88,4 93,8 98,8 89,1 94,2 98,7
φ 89,5 95,1 99,1 89,8 95,3 99,1 89,7 95,1 99,1

β0 88,7 93,8 98,6 89,0 94,4 98,6 88,7 94,4 98,7
β1 87,6 92,8 97,9 88,8 94,2 98,5 88,4 94,0 98,3
β2 88,6 93,9 98,7 88,4 94,0 98,7 89,2 94,3 98,8
β3 88,7 94,0 98,7 88,9 94,4 98,8 88,8 94,1 98,7
φ 89,1 94,8 99,3 89,4 95,0 99,1 89,7 95,3 99,3

500

β0 90,0 95,0 99,2 90,3 95,0 98,9 90,0 94,8 98,9
β1 90,1 95,0 98,9 89,7 94,9 98,9 89,9 94,8 98,8
φ 88,8 94,6 99,1 89,9 94,9 98,9 88,9 94,3 98,9

β0 89,4 94,8 99,2 89,3 94,5 98,8 89,4 94,7 98,9
β1 88,9 94,5 98,9 89,4 94,7 98,9 89,4 94,3 98,9
β2 89,6 94,9 99,0 89,5 94,7 98,9 89,7 94,8 98,8
φ 89,8 95,1 99,2 90,4 95,4 99,2 90,1 95,3 99,2

β0 89,7 94,7 99,0 90,0 95,1 99,1 89,9 94,8 98,8
β1 89,7 94,6 98,8 89,8 94,8 98,9 89,7 94,7 99,0
β2 90,0 95,4 99,1 89,9 94,9 99,0 89,9 94,8 98,9
β3 90,2 95,2 99,2 89,8 95,1 99,1 89,3 94,6 99,0
φ 89,6 94,8 99,0 89,9 95,3 99,0 89,7 94,8 99,0
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4 Sensibilidade: estudo de simulação

Neste capítulo, é realizado um estudo de simulação para comparar a sensibilidade

na presença de outliers do modelo beta usual e o modelo beta modal. O procedimento

utilizado neste estudo foi baseado no procedimento descrito por Bayes et al. (2012). Para

avaliar a in�uência de observações discrepantes (outliers) nas estimativas dos parâmetros

de regressão, foi considerada uma contaminação de 2% na variável resposta para os dados

simulados, ou seja, os valores de 2% das observações (y?i ) foram substituídos pelos seus

valores contaminados y?i (∆) = y?i ± ∆. Três casos foram considerados para o padrão de

perturbação:

i. Uma diminuição de ∆ unidades na variável resposta para valores altos da variável

x;

ii. Um aumento de ∆ unidades na variável resposta para valores baixos da variável x;

iii. Uma diminuição e um aumento de ∆ unidades na variável resposta para valores

altos e baixos da variável x, respectivamente.

A Figura 4 ilustra cada um dos três casos anteriormente descritos, mostrando como

se dá o deslocamento das observações que são consideradas outliers. Para esta ilustração

foi considerado o mesmo tamanho de amostra e a mesma combinação de parâmetros uti-

lizada na simulação que será posteriormente descrita. A Figura 4(a) ilustra o primeiro

padrão de perturbação, em que 2% das observações para valores altos de x foram selecio-

nadas aleatoriamente e deslocadas ∆ unidades para baixo na variável resposta. A Figura

4(b) ilustra o segundo padrão de perturbação, em que 2% das observações para valores

pequenos de x foram selecionadas aleatoriamente e deslocadas ∆ unidades para cima na

variável resposta. E por �m, a Figura 4(c) ilustra o terceiro padrão de perturbação, em

que ocorre os casos i e ii simultaneamente.

Os valores de ∆ variaram de 0 a 0,6 com incremento de 0,05 unidades (13 casos) para
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os casos i e ii e variaram de 0 a 0,55 com incremento de 0,05 unidades (12 casos) para o

caso iii.

Foram considerados n = 200, β0 = 0, 5, β1 = 1, φ = 30 e a função de ligação logito.

Os dados para a covariável x foram gerados a partir de uma distribuição uniforme no

intervalo (−3, 3).
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Figura 4: Geração de dados contaminados sob três diferentes padrões de perturbação na

variável resposta.

Inicialmente, os dados foram gerados da distribuição beta modal por Ferrari e Cribari-

Neto (2004) e foi ajustado o modelo de regressão para a média da distribuição, conside-

rando log[µi/(1 − µi)] = β0 + β1xi, i = 1, . . . , n. Então, foi realizada uma simulação de

Monte Carlo com 5.000 réplicas para cada caso de perturbação anteriormente descrito.

Depois, os dados foram gerados considerando a distribuição beta modal e foi ajustado
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o modelo de regressão para a moda da distribuição, considerando log[mi/(1 − mi)] =

β0 + β1xi, i = 1, . . . , n. Então, foi realizada uma simulação de Monte Carlo com 5.000

réplicas para cada caso de perturbação anteriormente descrito.

Visando comparar, no contexto de valores discrepantes, o desempenho do modelo

beta usual com o modelo beta modal, foram obtidas as estimativas de Monte Carlo dos

parâmetros dos dois modelos para diferentes valores de ∆. Além disso, foi calculado para

cada um dos casos e cada um dos modelos o viés relativo (VR), dado por, V R = | θ̂−θ
θ
| ×

100 ≥ 0, em que θ̂ é a estimativa de Monte Carlo e θ é o verdadeiro valor do parâmetro.

Se o valor da estimativa fosse exatamente igual ao valor real do parâmetro, o viés relativo

teria valor igual a zero, o que signi�ca que quanto mais próximo de zero estiver o valor do

VR mais próximo do valor real está a estimativa. Os valores iniciais considerados para o

modelo beta modal foram as estimativas do modelo beta usual, cuja rotina computacional

está implementada no software R.
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Figura 5: Estimativas de Monte Carlo e o viés relativo dos parâmetros de regressão para

o caso i.
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Figura 6: Estimativas de Monte Carlo e o viés relativo dos parâmetros de regressão para

o caso ii.

As Figuras 5, 6 e 7 exibem as curvas formadas pela média das 10.000 estimativas sob

o modelo beta usual e o modelo beta modal para os parâmetros β0 e β1, em relação a cada

valor de ∆, para os casos i, ii e ii, respectivamente, bem como as curvas do viés relativo

para cada parâmetro. Para o caso i, observa-se que as estimativas geradas pelo modelo

beta modal apresentam melhor desempenho, tendo em vista que estão mais próximas do

verdadeiro valor do parâmetro do que as estimativas do modelo usual e consequentemente

apresentam valores menores do viés relativo, tanto para β0 quanto para β1.

Para o caso ii, observa-se que para o parâmetro β1 as estimativas do modelo beta

modal estão mais próximas e possuem menor amplitude de variação quando compara-

das as estimativas do modelo beta usual. Como consequência, as estimativas do modelo

beta modal para β1 apresentam menor viés relativo. Entretanto, para o parâmetro β0, o

modelo usual que modela a média da distribuição mostrou, neste único cenário, melhor

desempenho do que o modelo beta modal.
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Figura 7: Estimativas de Monte Carlo e o viés relativo dos parâmetros de regressão para

o caso iii.

Para o caso iii, observa-se que para o parâmetro β0 as estimativas do modelo beta

modal apresentam maior proximidade do verdadeiro valor do parâmetro do que as esti-

mativas do modelo beta usual. Além disso, apresentam menor viés relativo até ∆ = 0, 5.

Para o parâmetro β1, vê-se que o modelo beta modal possui desempenho similar ao visto

no caso i, isto é, melhor desempenho que o usual para qualquer valor de ∆. Portanto,

conclui-se que o modelo beta modal apresenta, na maioria dos cenários, melhor desem-

penho que o modelo beta usual, principalmente na modelagem do parâmetro associado à

covariável x (β1).
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5 Análise de resíduos

Na prática, quando um modelo de regressão é aplicado a um conjunto de dados,

espera-se que ele seja uma representação matemática adequada da relação entre as variá-

veis do estudo, para que através dele seja possível de�nir os fatores que verdadeiramente

in�uenciam na variável de interesse. Entretanto, o modelo ajustado pode não ser o ideal

para os dados estudados, podendo haver afastamento de suas suposições, como má es-

peci�cação da distribuição da variável resposta, presença de outliers, ou problemas com

a função de ligação escolhida. Desta forma, faz-se necessário a utilização de técnicas de

diagnóstico para avaliar a adequabilidade do modelo e fornecer maior con�ança de um

ajuste que corresponde com a realidade.

A principal técnica de diagnóstico utilizada nesse contexto é a análise de resíduos do

modelo postulado. Os resíduos são quantidades de�nidas com o objetivo de descrever a

discrepância entre o modelo ajustado e os dados analisados. Existem diversas formula-

ções de resíduos na literatura, sendo a maioria delas baseadas na diferença entre valores

observados e ajustados, calculada a partir de yi − Ê(yi). São exemplos disso os resíduos

ordinários e ponderados. Uma referência importante sobre resíduos é Cox e Snell (1968),

onde é proposta uma forma geral de de�nir resíduos.

Os resíduos quantílicos aleatorizados foram inicialmente propostos por Dunn e Smyth

(1996) e vêm sendo utilizados desde então. Alguns exemplos de artigos que �zeram uso

desse resíduo são Benjamin, Rigby e Stasinopoulos (2003), Rigby e Stasinopoulos (2005) e

Ospina e Ferrari (2012). Esses resíduos não exigem distribuição especí�ca para a variável

resposta e seguem distribuição normal padrão, desde que a distribuição especi�cada no

modelo seja a correta. Os resíduos quantílicos aleatorizados propostos para essa classe de

modelos são expressos como

rqi = Φ−1(F (y; θ)),

em que Φ(·) é a função de distribuição acumulada da normal padrão e F (y; θ) é a função

de distribuição acumulada dada em (2.3).
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Ospina (2007) propôs um resíduo ponderado padronizado para a classe de modelos

de regressão beta usual. Esse resíduo baseia-se na diferença y∗i − µ̂∗i , em que y∗i é o logito

da observação yi e µ̂∗i é a estimativa de máxima verossimilhança de E(y∗i ), e também

no fato da distribuição beta ser membro da família exponencial canônica biparamétrica.

Considere a seguinte de�nição da família exponencial

fW (w; θ) = h(w)exp

{
k∑
i=1

τi(θ)Ti(w)− A(θ)

}
,

em que h, ηi, τi e A são funções reais conhecidas. Note que, a função de densidade da

distribuição beta reparametrizada em termos da moda pode ser escrita nessa forma, pois

f(y;m,φ) =
ymφ(1− y)(1−m)φ

B(mφ+ 1, (1−m)φ+ 1)

= exp {mφ log(y) + (1−m)φ log(1− y)− logB(mφ+ 1, (1−m)φ+ 1)}

= exp {mφ log (y/(1− y)) + φ log (1− y)− logB (mφ+ 1, (1−m)φ+ 1)} ,

isto é, pertence a família exponencial canônica biparamétrica (k = 2) com τ(θ) =

(τ1, τ2) = (mφ, φ), T = (T1, T2) = (log(y/(1 − y)), log(1 − y)), A(θ) = log(B(mφ +

1, (1 − m)φ + 1)) e h(y) = 1. Devido a isso e ao fato de y∗ = log(y/(1 − y)) (Cap. 3),

tem-se que

E(T1) = E(Y ∗) =
∂A

∂τ1
= Ψ(0)(mφ+ 1)−Ψ(0)((1−m)φ+ 1) = m∗

e

V ar(T1) = V ar(Y ∗) =
∂2A

∂τ 21
=
∂m∗

∂τ1
= Ψ(1)(mφ+ 1) + Ψ(1)((1−m)φ+ 1) = m∗∗i .

Assim, pode-se de�nir o seguinte resíduo para a classe de modelos de regressão beta

modal:

rpi =
y∗i − m̂∗i√

m̂∗∗i
,

que consiste na padronização de y∗i , subtraindo o seu valor esperado e dividindo pelo seu

desvio padrão.

Outro resíduo bastante conhecido é o de Cox-Snell, proposto por Cox e Snell (1968).

Esses resíduos possuem distribuição exponencial de parâmetro 1 (exponencial padrão),

desde que o modelo esteja bem ajustado. O resíduo de Cox-Snell para essa classe de

modelos é dado por

rci = − log(1− F (y;m,φ)),
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em que F (y;m,φ) tem a forma dada em (2.3). Segundo Klein e Moeschberger (2003),

para utilizar os resíduos de Cox-Snell deve-se observar que a distribuição exponencial

deles se mantém somente quando são usados os verdadeiros valores dos parâmetros em

sua expressão, podendo acarretar em incertezas sobre a distribução, principalmente na

cauda direita. Segundo Colosimo e Giolo (2006), essa incerteza é maior em amostras

pequenas.

O grá�co de probabilidade normal é geralmente utilizado para veri�car a suposição

de normalidade dos resíduos. Ele é construído comparando os quantis da distribuição

amostral dos resíduos com os quantis teóricos da distribuição normal. Se o modelo está

bem ajustado, espera-se que os pontos do grá�co se aproximem de uma reta diagonal. No

entanto, seu uso só faz sentido quando a distribuição teórica dos resíduos considerados é

a distribuição normal. Como existem resíduos formulados que seguem uma distribuição

diferente, é necessária a utilização de outra ferramenta para auxiliar nas conclusões. Para

isto, pode-se fazer uso de grá�cos quantil quantil, que são uma forma generalizada do

grá�co de probabilidade normal, podendo ser utilizados para qualquer outra distribuição.

Conhecidos como QQ-plots, esses grá�cos comparam os quantis da distribuição amostral

dos resíduos com os quantis da distribuição teórica dos mesmos, desde que seja conhecida.

Entretanto, em diversas situações, a distribuição do resíduo postulado não é conhecida e

para esses casos Atkinson (1985) sugere o uso de envelopes simulados no grá�co de pro-

babilidade normal para melhor auxiliar na veri�cação de da qualidade do ajuste. Quando

a distribuição teórica dos resíduos é conhecida e diferente da distribuição normal, faz-se

o uso dos envelopes simulados no grá�co quantil quantil.

Os envelopes simulados funcionam como bandas de con�ança que delimitam o espaço

grá�co que os resíduos podem ocupar para serem considerados bem ajustados. Essa técnica

possui uma interpretação visual simples e é construída através de simulações de monte

carlo. A construção dos envelopes simulados para os resíduos dessa classe de modelos é

feita a partir dos seguintes passos:

(1) Ajuste o modelo de regressão beta modal ao conjunto de dados e obtenha as esti-

mativas dos parâmetros, isto é, m̂ = g−1(Xβ) e φ̂;

(2) Gere uma amostra aleatória de tamanho n de yi ∼MB(m̂, φ̂);

(3) Ajuste o modelo de regressão beta modal aos dados simulados e obtenha os resíduos

quantílicos aleatorizados, os resíduos ponderados padronizados e os resíduos de Cox-

Snell ordenados;
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(4) Repita os passos (2) e (3) r vezes de forma que sejam obtidas três matrizes (uma

para cada resíduo) com n colunas cada, em que cada uma dessas colunas contenham

os r resíduos ordenados;

(5) Tome uma matriz por vez das obtidas em (4) e para cada coluna obtenha a média,

o mínimo, o máximo, e os percentis 0,005, 0,025, 0,975 e 0,995;

(6) Construa os grá�cos (um para cada resíduo) dos resíduos ordenados provenientes

do ajuste do modelo de regressão beta modal aos dados originais versus os quantis

teóricos da distribuição normal padrão, para os resíduos quantílicos aleatorizados

e resíduos ponderados padronizados, e da distribuição exponencial padrão para os

resíduos de Cox-Snell;

(7) Adicione ao grá�co gerado em (6) as quantidades obtidas em (5), de forma que os

valores sejam exibidos como linhas nos grá�cos.

Os envelopes construídos dessa forma possuem três bandas de con�ança construídas

com as quantidades obtidas no passo (5), uma mais externa, uma intermediária e uma mais

interna. A banda mais externa é construída com dos máximos e mínimos, a intermediária

é construída com os percentis 0,025 e 0,975 e representa con�ança de 95% e, por �m,

a mais interna com os percentis 0,005 e 0,995 que representa con�ança de 99%. Se o

modelo está bem ajustado, espera-se que os resíduos estejam dentro dos limites da banda

mais externa e as outras bandas são usadas para avaliar a intensidade da relação entre os

quantis observados e os teóricos.

5.1 Estudo de simulação

O estudo de simulação dos resíduos foi realizado em duas etapas, através de simulações

de Monte Carlo. Foram geradas n observações de uma variável aleatória Y com distribui-

ção beta reparametrizada em termos da moda, isto é, n observações de Y ∼MB(mi, φ),

e considerado o modelo beta modal com estrutura

g(mi) = log

(
mi

1−mi

)
= β0 + β1xi1 = ηi, i = 1, . . . , n, (5.1)

em que xi1 = (x11, . . . , xn1)
> foi gerado de uma distribuição uniforme no intervalo (0, 1).

Para ambas as etapas, foi considerado tamanho amostral de 20 observações (n = 20),

parâmetro de precisão igual a 50 (φ = 50) e 10.000 réplicas de Monte Carlo. Na primeira
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etapa, o vetor de β's foi de�nido como β = (0.5, 1) e na segunda etapa, foram escolhidas

três combinações diferentes para o vetor de β's, sendo elas: β = (−2.2, 1.8), β = (−0.4, 0.8)

e β = (0.4; 2), que geram m ∈ [0, 1; 0, 4), m ∈ [0, 4; 0, 6) e m ∈ [0, 6; 0, 9], respectivamente.

Todas as maximizações da função de log-verossimilhança para os parâmetros do modelo

foram realizadas considerando o método BFGS através da função optim. Além disso, os

valores iniciais considerados para a obtenção das estimativas dos parâmetros foram as

estimativas do modelo beta usual, através da função betareg do pacote de mesmo nome,

implementado no software R.

A Tabela 5.1 exibe a média, o desvio padrão, a curtose e o coe�ciente de assimetria dos

resíduos quantílico aleatorizado, ponderado padronizado e de Cox-Snell. A distribuição

normal padrão possui média 0, desvio padrão 1, curtose 0 e assimetria 0. Já a distribuição

exponencial padrão possui média 1, desvio padrão 1, curtose 6 e assimetria 2. Nota-se que

há, no geral, uma concordância entre esses valores amostrais e teóricos.

Tabela 5: Média, desvio padrão, curtose e o coe�ciente assimetria dos resíduos: quantílico

aleatorizado (rqi ), ponderado padronizado (rpi ) e Cox-Snell (r
c
i )

n
Média Desvio Padrão Curtose Assimetria

rqi rpi rci rqi rpi rci rqi rpi rci rqi rpi rci

1 −0,00304 −0,00331 0,99573 0,99978 0,99784 0,97743 −0,08653 −0,04809 4,79396 −0,04623 0,08394 1,85044

2 −0,01164 −0,01176 0,98987 0,99797 0,99808 0,99330 −0,11580 −0,02737 5,73333 0,03786 0,16889 1,93908

3 0,01005 0,00997 1,00954 1,00161 1,00103 0,98607 −0,17448 −0,12994 3,74520 −0,02810 0,09702 1,72602

4 0,00812 0,00833 1,00940 1,00384 1,00362 0,99842 −0,09874 −0,03853 5,07953 −0,01380 0,11927 1,87757

5 −0,00653 −0,00678 0,99174 0,99638 0,99548 0,97472 −0,16275 −0,10367 4,38138 −0,01665 0,11107 1,80717

6 −0,00268 −0,00268 0,99698 0,99825 0,99814 0,99168 −0,08909 −0,02388 4,68757 0,00784 0,14092 1,87125

7 0,00004 −0,00047 0,99378 0,98934 0,98846 0,97508 −0,13511 −0,06692 4,97846 −0,00558 0,12342 1,86554

8 −0,00079 −0,00083 1,00043 1,00151 1,00101 0,99713 −0,07255 −0,00963 5,16693 0,00286 0,13615 1,91703

9 −0,00158 −0,00160 0,99883 1,00142 1,00052 0,98914 −0,08898 −0,02176 5,16817 −0,02049 0,11253 1,90960

10 −0,00755 −0,00739 0,99286 0,99962 0,99844 0,97842 −0,16606 −0,11137 4,72426 −0,01452 0,11348 1,81745

11 −0,00414 −0,00447 0,99200 0,99343 0,99232 0,97591 −0,09412 −0,04590 4,85206 −0,01803 0,11358 1,84713

12 −0,01290 −0,01281 0,99027 1,00327 1,00212 0,98347 −0,13795 −0,08046 4,64129 −0,01039 0,11724 1,84448

13 0,01085 0,01161 1,02001 1,01690 1,01696 1,01471 −0,14167 −0,09154 4,28583 −0,01053 0,12060 1,80328

14 0,00803 0,00811 1,00844 1,00213 1,00176 0,99853 −0,09756 −0,02185 5,64901 −0,00868 0,12669 1,93261

15 −0,00323 −0,00338 0,99619 0,99807 0,99754 0,98253 −0,17526 −0,10229 4,61446 −0,00282 0,12453 1,83105

16 −0,00797 −0,00752 0,99694 1,00577 1,00541 1,00287 −0,08563 0,00324 6,37245 0,01608 0,15087 2,01901

17 0,00618 0,00618 1,00438 0,99671 0,99677 0,99428 −0,12393 −0,05804 4,86975 0,01370 0,14475 1,86682

18 0,01284 0,01231 1,00670 0,99163 0,99135 0,98428 −0,14367 −0,07018 5,60362 −0,00820 0,12076 1,89326

19 0,00575 0,00594 1,00762 1,00178 1,00268 1,00706 −0,11935 −0,02927 5,00982 0,03205 0,16564 1,90542

20 −0,00001 0,00013 1,00159 0,99949 1,00048 1,01083 −0,06720 0,02738 5,49224 0,05339 0,18896 1,97661

A Figura 8 exibe os QQ-plot's das médias das estatísticas de ordem dos resíduos pela

distribuição teórica para cada um dos cenários estudados. Nota-se que, independente da

combinação de β's escolhida, os resíduos quantílico aleatorizado e ponderado padronizado

são bem aproximados pela distribuição normal padrão, e os resíduos de Cox-Snell são bem

aproximados pela distribuição exponencial padrão.
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Figura 8: Grá�cos quantil-quantil para os resíduos quantílico aleatorizado, ponderado
padronizado e Cox-Snell

Considere agora um caso de má especi�cação do modelo, em que os dados gerados

pertecem a beta usual, mas o modelo beta modal é ajustado. Para isto, foram geradas

n = 100 observações de yi ∼ MB(µi, φ), em que φ = 50 e β = (1, 5), (−1,−5) e (0, 5; 1)

para os casos de assimetria à esquerda, assimetria à direita e simetria, respectivamente.

A Figura 9 exibe o qqplot com envelopes simulados dos resíduos para esse exemplo de má

especi�cação. Fazendo analogia com a forma de uma matriz, as colunas representam os

resíduos quantílico aleatorizado, ponderado padronizado e de Cox-Snell, respectivamente,

e as linhas representam os casos de assimetria à esquerda, simetria e assimetria à direita,

respectivamente. Como era esperado, em casos de assimetria à direita ou à esquerda os

resíduos detectaram a má especi�cação do modelo e no caso de simetria, como a média e

a moda são iguais, os resíduos não detectaram um mal ajuste.
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Figura 9: Grá�cos quantil-quantil com envelopes simulados para os resíduos quantílico
aleatorizado, ponderado padronizado e Cox-Snell do modelo de regressão beta modal em
um exemplo de má especi�cação.
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6 Aplicação a dados reais

Neste capítulo, será realizada a aplicação da metodologia desenvolvida nos capítulos

anteriores a dois conjuntos de dados reais. Inicialmente será feita a análise descritiva e

posteriormente o ajuste do modelo de regressão beta usual e do modelo regressão beta

modal. Para determinar a adequabilidade dos modelos aos conjuntos de dados será feita

uma análise de resíduos, considerando os três resíduos propostos no Capítulo 5.

6.1 Aplicação 1: Taxa de analfabetismo e índice de de-

senvolvimento humano do estado de Mato Grosso

no ano de 2010.

Os dados desta aplicação foram retirados do site atlasbrasil.org.br considerando os 141

municípios do estado do mato grosso no censo de 2010. Considere a variável resposta como

sendo a taxa de analfabetismo de pessoas com idade entre 25 e 29 anos por município

do estado de Mato Grosso (MT) e como variável regressora o Índice de Desenvolvimento

Humano (IDH) por município do estado de MT.

O Índice de Desenvolvimento Humano (IDH) foi proposto por economistas da ONU

em 1990, criado com o intuito de representar em uma única quantidade o grau de de-

senvolvimento humano de cada país, classi�cando como desenvolvidos (IDH muito alto),

em desenvolvimento (IDH médio e alto) e subdesenvolvidos (IDH baixo). Essa medida

baseia-se no índice de educação, longevidade e renda de cada país.

No censo, a taxa de analfabetismo é calculada como o percentual de pessoas que

não sabem ler e escrever pelo menos um bilhete simples, no idioma que conhecem, na

população total residente da mesma faixa etária, em determinado espaço geográ�co, no

ano considerado. Neste caso, foram consideradas pessoas com faixa etária de 25 a 29 anos.
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Figura 10: Histograma (a) e boxplot (b) da taxa de analfabetismo, considerando os indi-

víduos com idade entre 25 e 29 anos por município do estado de Mato Grosso no ano de

2010.

O coe�ciente de assimetria calculado da variável taxa de analfabetismo apresenta

valor 3,95. Isto indica que essa variável possui assimetria à direita. A Figura 10 apresenta

o histograma e o boxplot da taxa de analfabetismo, em que pode ser vista a característica

assimétrica desta variável, bem como a presença de valores discrepantes maiores do que

a grande massa de observações. Isso torna o modelo de regressão beta modal um forte

candidato para a modelagem desses dados. A Figura 11 exibe o grá�co de dispersão da

variável taxa de analfabetismo em relação ao IDH. Analisando o grá�co de dispersão,

é possível ver que há uma leve tendência decrescente entre as variáveis, indicando que

quanto maior o IDH dos municípios do MT, menor a taxa de analfabetismo dos mesmos.
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Figura 11: Grá�co de dispersão da variável taxa de analfabetismo, considerando os indi-

víduos com idade entre 25 e 29 anos, em relação ao IDH por município do estado de Mato

Grosso no ano de 2010.

A Tabela 6 exibe as estatísticas sumárias das variáveis do estudo. Para a variável

resposta, nota-se que a moda apresenta valor menor do que a mediana, que por sua

vez possui valor menor do que a média, que é característica de dados com assimetria

à direita. A taxa de analfabetismo mais frequente entre os municípios desse estado é

2,4%. Como observado na Figura 11, existem três municípios que apresentam taxas de

analfabetismo discrepantes quando comparados aos demais municípios, sendo eles Nova

Nazaré, Gaúcha do Norte e Campinápolis, com 20,5%, 20,3% e 16,7% da sua população

com idade entre 25 e 29 anos analfabeta. Desconsiderando esses municípios, a maior taxa

de analfabetismo encontrada neste estado é de 7,9%. A variável regressora IDH possui

característica assimétrica à esquerda, com média menor que a mediana, que por sua vez é

menor do que a moda. O IDH mais frequente do estado de MT é 0,704, o que é considerado

elevado. O município que possui IDH mais alto do estado de MT é a sua capital Cuiabá,

com IDH 0,785.
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Tabela 6: Estatísticas sumárias das variáveis taxa de analfabetismo e IDH, considerando

os indivíduos com idade entre 25 e 29 anos, por município do estado do Mato Grosso no

ano de 2010.
Variável Mínimo 1o quartil Moda Mediana Média 3o quartil Máximo Desvio Padrão

Analfabetismo 0,01070 0,02190 0,02400 0,03100 0,03686 0,04290 0,20540 0,02752

IDH 0,53800 0,66100 0,70400 0,68600 0,68430 0,70700 0,78500 0,03827

Para esse conjunto de dados foi ajustado o modelo de regressão beta usual (yi ∼
Beta(µi, φ)) e o modelo de regressão beta modal (yi ∼MB(mi, φ)), com estrutura dada,

respectivamente, por

log
(

µi
1− µi

)
= β0 + β1xi1, i = 1, . . . , 141

e

log
(

mi

1−mi

)
= β0 + β1xi1, i = 1, . . . , 141,

em que xi1 é o valor do índice de desenvolvimento humano do i-ésimo município.

Foi utilizado como ferramenta de comparação dos modelos o critério de informação de

Akaike (AIC) e o critério de informação bayesiano (BIC), que são dados, respectivamente

por

AIC = −2`(θ̂) + 2d,

BIC = −2`(θ̂) + d log(n),

sendo d a dimensão do vetor θ. Neste caso, d = p+1 = 3. Essas quantidades são utilizadas

para avaliar qual modelo está melhor ajustado ao conjunto de dados. Devido à forma

como foram contruídos, quanto menor for o valor do AIC e BIC, melhor ajustado estará

o modelo. Foi considerado para os valores iniciais das estimativas do modelo beta modal,

as estimativas do modelo beta usual, cuja rotina computacional está implementada no

software R.

Tabela 7: Estimativas dos parâmetros do modelo beta modal e do modelo beta usual para

os dados da aplicação

Modelo β̂0 β̂1 φ̂ AIC BIC

Beta usual 3,1337 −9,4320 142,2817 −790,4345 −781,5882
Beta modal 4,3270 −11,5189 142,1481 −792,1375 −783,2912
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A Tabela 7 apresenta as estimativas para os parâmetros do modelo beta usual e do

modelo beta modal, bem como os valores do AIC e BIC. Nota-se que os dois modelos

apresentam estimativas semelhantes para o valor do parâmetro φ, mas que as estimativas

para os parâmetros β0 e β1 são mais distintas. Por apresentar valores menores de AIC e

BIC, o modelo de regressão beta modal apresentou melhor ajuste, quando considerado

apenas esse critério de comparação.

Um aspecto que pode ser notado é que o parâmetro associado ao IDH (β1), tem

efeito negativo na taxa de analfabetismo, isto é, quanto maior o IDH menor a taxa de

analfabetismo. Esse comportamento condiz com o observado no grá�co de dispersão. Pelo

modelo beta modal, estima-se que o valor de taxa de analfabetismo mais frequente seja

de 11,8% para municípios com IDH igual a 0,55 (considerado médio) e de 2,3% para

municípios com IDH 0,7 (considerado alto).

Também foram obtidos para este conjunto de dados os resíduos: quantílico aleato-

rizado, ponderado padronizado e de Cox-Snell. A Figura 12 exibe o QQ-Plot com os

envelopes simulados referentes aos três resíduos propostos no Capítulo 5. Analisando os

resíduos do modelo beta modal, vê-se que a grande maioria dos pontos estão distribuídos

no centro do envelope e apenas um ponto está fora de seus limites, para os três resíduos

considerados. Já para o modelo beta usual, apesar da grande concetração dos pontos

estarem dentro do envelope, considerando o resíduo quantílico aleatorizado e o resíduo

ponderado padronizado, eles tendem a �car mais próximos das extremidades, acarretando

em mais de um ponto fora dos limites do envelope. Considerando o resíduo de Cox-Snell

para o modelo de regressão beta usual, observa-se que poucos pontos estão no interior do

envelope, o que signi�ca que o modelo não está bem ajustado. Então, concluí-se que o

modelo de regressão beta modal possui melhor ajuste a esse conjunto de dados do que o

modelo de regressão beta usual.
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Figura 12: QQ-plots com envelopes simulados para os resíduos quantílico aleatorizado,

ponderado padronizado e de Cox-Snell dos modelos comparados.
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6.2 Aplicação 2: Dados do Exame Nacional do Ensino

Médio de 2017

Os dados dessa aplicação são referentes aos participantes do Exame Nacional do En-

sino Médio (ENEM) do ano de 2017 que eram concluíntes do Ensino Médio neste mesmo

ano e que foram aprovados na UFRN para ingresso em 2018 através do Sistema de Seleção

Uni�cada (SISU). O conjunto de dados possui 2070 observações de 6 variáveis, são elas:

índice de acertos na prova de liguagens, códigos e suas tecnologias (variável quantitativa),

sexo, cor/raça, escolaridade do pai, escolaridade da mãe e tipo de escola do ensino médio

(variáveis categóricas). Os níveis das variáveis estão descritos na Tabela 8.

O ENEM foi projetado com o objetivo de medir os conhecimentos adquiridos durante

o ensino médio e sua primeira realização foi no ano de 1998. No entanto, em 2004 passou

a ser utilizado como forma de ingressar nas universidades e com a implementação do

SISU em 2010 se tornou a principal forma de ingresso no ensino superior. O ENEM é uma

prova extensa que possui ao todo 180 questões divididas em 4 partes, são elas: Linguagens,

códigos e suas tecnologias; Matemática e suas tecnologias; Ciências da Natureza e suas

tecnologias; e Ciências Humanas e suas tecnologias, cada uma contendo 45 questões. Além

disso, há também uma prova de redação.

Neste estudo, foi considerada a porcentagem de acertos na prova de linguagens, códi-

gos e suas tecnologias como variável resposta e as demais variáveis foram incluídas como

covariáveis para o modelo de regressão. Linguagens, códigos e suas tecnologias inclui as

disciplinas de língua portuguesa, literatura, língua estrangeira, artes, educação física e

tecnologias da informação e comunicação. A Figura 13 exibe o histograma e o boxplot

da variável resposta, em que o ponto em preto representa o valor da moda. Essa variá-

vel possui assimetria caculada de −0,33, que apesar de ser negativa, é considerada uma

assimetria leve.

A Tabela 9 exibe as estatísticas sumárias e o desvio padrão da variável resposta. A

porcentagem de acertos em linguagens, códigos e suas tecnologias mais frequente entre os

participantes concluintes que foram aprovados no SISU 2018 para ingresso na UFRN é de

60%. O índice de acertos varia de 24,4% a 93,3%, com desvio padrão de 12,1%. Nota-se

que apenas 25% dos aprovados acertaram mais de 70% da prova de linguagens.
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Tabela 8: Descrição das variáveis da aplicação 2

Variável (código) Descrição Categorias

Sexo Sexo do participante
1 - Masculino

2 - Feminino

Linguagem Acertos em liguagem, códigos e suas tecnologias Em porcentagem

CorRaça Cor/Raça dos participantes

1 - Branca

2 - Amarela

3 - Indígena

4 - Parda

5 - Preta

EscolaPai Escolaridade do pai do participante

1 - Não completou a 4a série/5o ano do ensino fundamental

2 - Completou a 4a série/5o ano, mas não completou a

8a série/9o ano do ensino fundamental

3- Completou a 8a série/9o ano do ensino fundamental,

mas não completou o Ensino Médio

4 - Completou o Ensino Médio, mas não completou

a Faculdade

5 - Completou a Faculdade, mas não completou a

Pós-graduação

6 - Completou a Pós-graduação

EscolaMae Escolaridade da mãe do participante

1 - Não completou a 4a série/5o ano do ensino fundamental

2 - Completou a 4a série/5o ano, mas não completou a

8a série/9o ano do ensino fundamental

3- Completou a 8a série/9o ano do ensino fundamental,

mas não completou o Ensino Médio

4 - Completou o Ensino Médio, mas não completou

a Faculdade

5 - Completou a Faculdade, mas não completou a

Pós-graduação

6 - Completou a Pós-graduação

EscolaMedio Tipo de escola que o participante estudou no EM

1 - Somente em escola pública

2 - Somente em escola privada

3 - Parte em escola pública e parte em escola privada

Tabela 9: Estatísticas sumárias e desvio padrão da porcentagem de acertos na disciplina

de linguagens, códigos e suas tecnologias de concluintes do ensino médio que �zeram o

ENEM 2017 e foram aprovados na UFRN em 2018.
Mínimo 1o quartil Moda Mediana Média 3o quartil Máximo Desvio Padrão

0,2444 0,5333 0,6000 0,6222 0,6105 0,7056 0,9333 0,1211
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Figura 13: Histograma (a) e boxplot (b) da porcentagem de acertos em linguagens, códigos

e suas tecnologias no ENEM 2017 de concluintes do Ensino Médio que foram aprovados

na UFRN.

A Tabela 10 descreve a frequência das observações e a moda da porcentagem de acertos

para cada nível das variáveis do estudo. A maioria dos participantes aprovados é do sexo

masculino, representando 54,4% das observações. Além disso, os homens possui uma moda

de taxa de acerto 2,2% maior do que as mulheres. A grande maioria dos aprovados são

declarados brancos e pardos, totalizando 47,4% e 43,6% das observações. A moda do

índice de acertos é maior entre os indivíduos brancos, sendo de 71,1% das questões. A

maioria dos pais (37,3%) completaram o ensino médio, mas não iniciaram/concluíram o

nível superior e a taxa de acerto mais frequente dos seus �lhos foi de 62,2% das questões.

Os �lhos cujo pai possui nível superior ou pós-graduação apresentaram taxa de acertos

mais frequente de 71,1% das questões. A maioria das mães (39%) completaram o nível

médio, mas não iniciaram/concluíram o nível superior e seus �lhos tiveram índice de

acertos mais frequente de 60%. Os �lhos cuja mãe possui pós-graduação apresentaram

rendimento mais frequente de 71,1% na prova de linguagens. Dentre os alunos aprovados,

50% estudaram apenas em escola pública durante o ensino médio e apresentaram moda

do rendimento em torno de 60% das questões. Os aprovados que estudaram somente em

escola privada no ensino médio apresentaram moda do índice de acertos de 71,1%, sendo

maior do que a moda de acertos dos aprovados que estudaram em escola pública em pelo

menos um ano do ensino médio.
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Tabela 10: Frequência das observações e moda da resposta para cada covariável do estudo.

Variáveis Frequência % Moda(y)

Sexo

Masculino 1.127 54,4 0,6222

Feminino 943 45,6 0,6000

Cor/Raça

Branca 981 47,4 0,7111

Amarela 30 1,5 0,5555

Indígena 5 0,2 0,6666

Parda 902 43,6 0,6000

Preta 152 7,3 0,6222

Escolaridade do pai

Não completou a 4a série/5o ano 202 9,8 0,6000

Completou a 4a série/ 5o ano, mas não a 8a série/9o ano 190 9,2 0,6222

Completou a 8a série/9o ano, mas não o ensino médio 202 9,8 0,5555

Completou o Ensino médio, mas não a faculdade 773 37,3 0,6222

Completou a Faculdade, mas não a Pós-graduação 411 19,8 0,7111

Completou a Pós-graduação 292 14,1 0,7111

Escolaridade da Mãe

Não completou a 4a série/5o ano 83 4,0 0,6222

Completou a 4a série/ 5o ano, mas não a 8a série/9o ano 137 6,6 0,5555

Completou a 8a série/9o ano, mas não o ensino médio 206 10,0 0,6222

Completou o Ensino médio, mas não a faculdade 807 39,0 0,6000

Completou a Faculdade, mas não a Pós-graduação 472 22,8 0,6888

Completou a Pós-graduação 365 17,6 0,7111

Tipo de escola do EM

Somente em escola púbica 1.036 50,0 0,6000

Somente em escola privada 956 46,2 0,7111

Parte em escola privada parte em escola pública 78 3,8 0,6666

A Figura 14 exibe os boxplots do índice de acertos por cada categoria das variáveis

qualitativas, sendo o ponto em preto a moda do índice de acertos em cada uma das

categorias.
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Figura 14: Boxplot do índice de acertos com relação a cada covariável do estudo



56

A distribuição da resposta para os homens é semelhante a distribuição da resposta

para as mulheres, apresentando praticamente a mesma variabilidade. É possível ver que,

de maneira geral, a distribuição do índice de acertos para pessoas brancas tende a se con-

centrar em valores mais altos do que a distribuição do índice de acertos para as demais

raças. A distribuição da resposta para pardos apresenta a maior variabilidade e para in-

dígenas a menor. Vale ressaltar, que houveram apenas cinco pessoas declaradas indígenas

no conjunto de dados. É possível observar uma tendência crescente nos boxplots da res-

posta para as variáveis: escolaridade do pai e escolaridade da mãe, indicando que quanto

maior o grau de escolaridade do pai ou mãe do indivíduo, maior a porcentagem de acertos

das questões. A distribuição para os indivíduos que estudaram em escola pública durante

todo o ensino médio possui a maior variabilidade. Já para os indivíduos que estudaram

somente em escola privada tende a se concentrar em valores mais altos.

Para esse conjunto de dados foram ajustados os modelos de regressão beta usual

(yi ∼ Beta(µi, φ)) e beta modal (yi ∼MB(mi, φ)), com estrutura dada, respectivamente,

por

log
(

µi
1− µi

)
= β0 + β1xi1 + β2xi2 + β3xi3 + β4xi4 + β5xi5 + β6xi6 + β7xi7

+β8xi8 + β9xi9 + β10xi10 + β11xi11 + β12xi12 + β13xi13

+β14xi14 + β15xi15 + β16xi16 + β17xi17

e

log
(

mi

1−mi

)
= β0 + β1xi1 + β2xi2 + β3xi3 + β4xi4 + β5xi5 + β6xi6 + β7xi7

+β8xi8 + β9xi9 + β10xi10 + β11xi11 + β12xi12 + β13xi13

+β14xi14 + β15xi15 + β16xi16 + β17xi17,

em que i = 1, . . . , n e xil (l = 1, . . . , 18) são variáveis binárias obtidas a partir dos níveis

das variáveis categóricas do estudo. As Tabelas de 11 a 15 exibem a codi�cação feita para

cada covariável do estudo.

Tabela 11: Codi�cação das variáveis binárias que representam o sexo do participante

Sexo xi1

1 0

2 1
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Tabela 12: Codi�cação das variáveis binárias que representam a cor/raça do participante

CorRaça xi2 xi3 xi4 xi5

1 0 0 0 0

2 1 0 0 0

3 0 1 0 0

4 0 0 1 0

5 0 0 0 1

Tabela 13: Codi�cação das variáveis binárias que representam a escolaridade do pai do

participante

EscolaPai xi6 xi7 xi8 xi9 xi10

1 0 0 0 0 0

2 1 0 0 0 0

3 0 1 0 0 0

4 0 0 1 0 0

5 0 0 0 1 0

6 0 0 0 0 1

Tabela 14: Codi�cação das variáveis binárias que representam a escolaridade da mãe do

participante

EscolaMae xi11 xi12 xi13 xi14 xi15

1 0 0 0 0 0

2 1 0 0 0 0

3 0 1 0 0 0

4 0 0 1 0 0

5 0 0 0 1 0

6 0 0 0 0 1

Tabela 15: Codi�cação das variáveis binárias que representam o tipo de escola que o

participante estudou no ensino médio

EscolaMedio xi16 xi17

1 0 0

2 1 0

3 0 1
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As variáveis signi�cativas ao nível de 5% pelo teste Wald em ambos os modelos foram:

escolaridade do pai, escolaridade da mãe e tipo de escola do ensino médio. Excluindo as

covariáveis que não apresentaram nenhum nível signi�cativos temos os seguintes modelos

log
(

µi
1− µi

)
= β0 + β6xi6 + β7xi7 + β8xi8 + β9xi9 + β10xi10 + β11xi11 + β12xi12

+β13xi13 + β14xi14 + β15xi15 + β16xi16 + β17xi17,

e

log
(

mi

1−mi

)
= β0 + β6xi6 + β7xi7 + β8xi8 + β9xi9 + β10xi10 + β11xi11 + β12xi12

+β13xi13 + β14xi14 + β15xi15 + β16xi16 + β17xi17,

As Tabelas 16 e 17 apresentam as estimativas, os erros padrão, a estatística de Wald e o

p-valor para cada coe�ciente da regressão de cada modelo. Observa-se que os coe�cientes

de ambos os modelos são próximos, o que já era esperado devido a resposta ser quase

simétrica.

Tabela 16: Estimativa dos coe�cientes do modelo de regressão beta usual para a aplicação

2.

Covariável: nível Parâmetro Estimativa Erro Padrão Z P -valor

Intercepto β0 0,16829 0,05345 3,14832 0,00164

xi6 β6 0,04384 0,04962 0,88341 0,37702

xi7 β7 0,09459 0,04935 1,91663 0,05528

xi8 β8 0,16877 0,04123 4,09311 0,00004

xi9 β9 0,28930 0,04682 6,17882 0,00000

xi10 β10 0,30246 0,05030 6,01336 0,00000

xi11 β11 −0,00886 0,06794 −0,13038 0,89627

xi12 β12 −0,02944 0,06505 −0,45258 0,65085

xi13 β13 0,04610 0,05924 0,77827 0,43641

xi14 β14 0,14487 0,06278 2,30758 0,02102

xi15 β15 0,16752 0,06426 2,60671 0,00914

xi16 β16 0,06084 0,02362 2,57552 0,01001

xi17 β17 0,02534 0,05642 0,44917 0,65331

Precisão φ 17,15086 0,51900

Os valores do AIC e BIC para o modelo de regressão beta usual foram −3115,55 e

−3036,66, respectivamente e para o modelo de regressão beta modal foram −3115,66 e

−3036,76, respectivamente.
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Tabela 17: Estimativa dos coe�cientes do modelo de regressão beta modal para a aplicação

2.

Covariável: nível Parâmetro Estimativa Erro Padrão Z P-valor

Intercepto β0 0,19046 0,06072 3,13652 0,00171

xi6 β6 0,04978 0,05644 0,88213 0,37771

xi7 β7 0,10747 0,05620 1,91228 0,05584

xi8 β8 0,19249 0,04695 4,09983 0,00004

xi9 β9 0,33210 0,05360 6,19549 0,00000

xi10 β10 0,34747 0,05776 6,01544 0,00000

xi11 β11 −0,01041 0,07726 −0,13470 0,89285

xi12 β12 −0,03433 0,07400 −0,46388 0,64274

xi13 β13 0,05195 0,06738 0,77103 0,44069

xi14 β14 0,16583 0,07158 2,31656 0,02053

xi15 β15 0,19215 0,07337 2,61907 0,00882

xi16 β16 0,07014 0,02718 2,58038 0,00987

xi17 β17 0,03033 0,06472 0,46857 0,63938

Precisão φ 15,15084 0,51900

Para veri�car se os modelos estão bem ajustados ao conjunto de dados, foram obtidos

os resíduos: quantílico aleatorizado, ponderado padronizado e de Cox-Snell propostos no

Capítulo 5. A Figura 15 exibe o QQ-plot com os envelopes simulados para cada um dos

três resíduos propostos e para ambos os modelos. Analisando os grá�cos, nota-se que

todos os resíduos estão dentro dos limites do envelope para ambos os modelos, indicando

que os dois estão bem ajustados. Utilizando o modelo de regessão beta modal, estima-se

que a porcentagem de acertos mais frequente de um indivíduo que estudou em escola

privada no EM e seus pais possuem nível superior seja de 68,1%, considerando um nível

de signi�cância de 5%.
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Figura 15: QQ-plots com envelopes simulados para os resíduos quantílico aleatorizado,

ponderado padronizado e de Cox-Snell dos modelos comparados.
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7 Considerações �nais

Neste trabalho, foi estudada a reparametrização da distribuição beta proposta por

Zhou e Huang (2019) (chamada neste trabalho de distribuição beta modal), considerando

a moda da distribuição e um parâmetro de dispersão. Foram apresentadas algumas pro-

priedades desta distribuição e foram considerados aspectos de estimação dos parâmetros

através do método da máxima verossimilhança.

Assumindo que a variável resposta segue a distribuição beta modal, foi estudado o

modelo de regressão para dados de taxa e proporção que inclui covariáveis na moda da

distribuição, proposto por Zhou e Huang (2019) com o intuito de ser mais robusto à

outliers.

Foram realizados estudos de simulação mais completos utilizando o método de Monte

Carlo, com o auxílio do software R Core Team (2019), para avaliar numericamente as

estimativas de máxima verossimilhança dos parâmetros do modelo. Desse estudo, foi con-

cluído que os estimadores de máxima verossimilhança do modelo de regessão beta modal

apresentam boas propriedades tanto em dados simétricos quanto assimétricos.

O desempenho em dados que possuem valores discrepantes foi avaliado através de um

procedimento adaptado de (BAYES et al., 2012), em que foi considerado três padrões de

perturbação na variável resposta e avaliado o desempenho do modelo de regressão beta

usual, proposto por Ferrari e Cribari-Neto (2004), e o modelo de regressão beta modal.

Concluíu-se desse estudo, que o modelo de regressão beta modal, na maioria dos cenários,

apresentou melhor desempenho que o modelo beta usual, principalmente quando avaliado

o parâmetro associado à covariável do estudo.

Neste trabalho, três tipos diferentes de resíduos foram propostos para esta classe de

modelos, bem como uma forma de construção de envelopes para os mesmos. O estudo

de simulação mostrou que os três resíduos apresentam bom desempenho. Adicionalmente,

concluíu-se que se os dados do estudo pertencem a beta usual e é ajustado o modelo

de regressão beta modal, os resíduos detectam a má especi�cação quando os dados são
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assimétricos à direita ou à esquerda. No entanto, quando os dados são simétricos, os

modelos são equivalentes, logo não há caso de má-especi�cação.

Foram realizadas duas aplicações a dados reais. A primeira foi referente a dados re-

tirados do censo 2010. O conjunto de dados era composto por 141 observações referentes

aos municípios do estado do Mato Grosso. A variável resposta do estudo era a taxa de

analfabetismo de indivíduos com idade entre 25 e 29 anos e a variável regressora era o

índice de desenvolvimento humano por município do MT. Observou-se que os dados apre-

sentavam característica de assimetria à direita e também possuía pontos discrepantes,

sendo um conjunto de dados ideal para avaliar o modelo beta modal. Foram ajustados

os modelos beta usual e beta modal e, considerando os critérios AIC e BIC e a análise

dos resíduos quantílico aleatorizado, ponderado padronizado e de Cox-Snell como com-

paração dos modelos, concluíu-se que o modelo proposto mostrou-se melhor ajustado ao

conjunto de dados. A segunda aplicação foi referente a dados do ENEM 2017, em que

considerou-se como variável resposta o índice de acertos na prova de linguagens, códigos

e suas tecnologias de participantes concluintes do ensino médio e que foram aprovados

na UFRN pelo SISU 2018. As covariáveis do estudo foram: sexo, cor/raça, escolaridade

do pai, escolaridade da mãe e tipo de escola que cursou o ensino médio. O conjunto de

dados possuía 2070 observações e apresentou característica de quase simetria. Foram ajus-

tados os modelos de regessão beta usual e beta modal e, através da análise dos resíduos,

concluíu-se que ambos os modelos estão bem ajustados. O AIC e o BIC para o modelo

de regressão beta modal apresentou menor valor do que para o modelo de regressão beta

usual. Como passo futuro deseja-se estender o modelo para considerar os casos de precisão

variável, isto é, inclui covariáveis também no parâmetro de precisão.
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